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Résumé

Cette thése porte sur I’étude d’un probléme d’optimisation multi-objectif dans le domaine de la
robotique en essaim. La problématique est de concevoir un ou plusieurs modéles comportementaux d’un
ensemble d’agents-robots ayant comme tiche le regroupement d’objets, tout en satisfaisants deux
objectifs : la maximisation de la qualité¢ du tas formé et la minimisation de I’énergie consommeée pour
accomplir la tache. La motivation pour étudier ce cas, en particulier, est de contribuer a ouvrir la voie a
la conception d’un systeme de robots en essaim conscient de 1’énergie qu’il consomme tout en
fournissant une bonne qualité en termes de la tiche de formation de tas accordée. La contribution
comporte trois volets principaux. Le premier concerne la re-modélisation du probléme habituel de
regroupement d’objets a un seul objectif pour traiter les deux objectifs contradictoires. Un algorithme
d’optimisation multi-objectif a été utilisé afin de concevoir ’ensemble des comportements individuels
d’agents-robots et analyser le comportement global de 1’essaim. Contrairement a d’autres solutions
proposées pour résoudre le probléme de regroupement d’objets, 1’énergie consommée est estimée
pendant la phase de conception. En plus, une distinction en termes de la consommation énergétique est
faite entre les modéles des comportements qui fournissent la méme qualité de regroupement. Enfin,
1I’énergie consommée pour accomplir la tiche est moins variée d’une expérience a une autre. Dans le
deuxiéme, on s’intéresse a 1’analyse du modele comportemental choisi dans différentes circonstances ;
en utilisant ce mode¢le, la robustesse, la scalabilité et la flexibilité du systéme sont aussi examinées. La
supériorité de I’approche proposée est prouvée en comparant deux modeles comportementaux bi-
objectif 4 un autre mono-objectif. Tandis que, le troisiéme volet se focalise sur la proposition d’une
variante de 1’algorithme d’optimisation basé¢ sur l’enseignement-apprentissage pour résoudre ce
probléme. L’algorithme a montré des performances prometteuses face a un probléme multi-objectif
discret & grande échelle.

Mots clefs

Optimisation multi-objectif, optimisation a grande échelle, probléme discret, robotique en essaim,
modele comportemental, robot autonome mobile, optimisation basée sur 1’enseignement-apprentissage.
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Abstract

This thesis deals with the study of a multi objective optimization problem in the field of swarm
robotics. The problem is to design one or more behavioral models of a set of agent-robots having as a
task the grouping of objects, while satisfying two objectives: maximizing the quality of the formed heap
and minimizing the energy consumed to accomplish the task. The motivation to study this case, in
particular, is to help pave the way for the design of a swarm robotic system aware of the consumed
energy while providing a good quality in terms of the given task. Three contributions have been
proposed in this thesis. In the first part, the usual problem of object clustering with a single objective is
remodeled to deal with the two contradictory objectives. A multi-objective optimization algorithm has
been used to design the set of individual behaviors of agent-robots and to analyze the overall behavior
of the swarm. Unlike other solutions proposed to solve the object clustering task, the energy consumed
is estimated during the design phase. Also, a distinction is made between models of behaviors that
provide the same quality of clustering. Finally, the energy consumed to accomplish the task is less varied
from one experiment to another. In the second part, a behavioral model is analyzed under different
circumstances; using this model, the robustness, scalability and flexibility of the system are also
examined. The superiority of the proposed approach is proved by comparing two bi-objective behavioral
models against another mono-objective model. In a third part, a variant of teaching-learning based
optimization algorithm is proposed to solve the object clustering problem. The algorithm has shown
promising performance against the presented discrete large-scale multi-objective problem.

Keywords

Multi-objective optimization, large-scale optimization, discrete problem, swarm robotics, behavioral
model, autonomous mobile robot, stochastic approach, teaching-learning based optimization algorithm.
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Introduction générale

Introduction générale

Récemment, il y a eu un intérét accru pour I’optimisation qui date déja de plusieurs décennies. Le
besoin de concevoir et d’utiliser des solutions ou des modéles optimaux est I’un des sujets clés. De ce
fait, la résolution de problémes d’optimisation est devenue indispensable que ce soit dans la conception
en ingénierie ou d’autres domaines. L importance de 1’optimisation est traduite par la tendance et la
croissance rapide des travaux utilisant ou bien développant de nouvelles méthodes. Souvent, dans de
nombreux problémes du monde réel, plusieurs objectifs doivent étre gérés simultanément, appelés
Problémes d’Optimisation Multi-Objectif (POMO). Contrairement au probléme mono-objectif qui a une
seule solution optimale, un probléme d’optimisation multi-objectif posséde un ensemble de solutions
optimales appelé Front de Pareto. Cette discipline joue un rdle de premicre importance dans la
conception en ingénierie, et d’une manicre générale dans la gestion et la prise de décision. Elle s’agit de
trouver les meilleurs compromis entre les objectifs en conflit. En résumé, le domaine de I’OMO décrit
I’art et la maniére scientifique de prendre de telles décisions [1].

La plupart de ces probléemes d’OMO appartiennent a la classe des problemes NP-difficiles ou il
n’existe pas d’algorithme générique fournissant des solutions optimales en un temps polynomial. La
complexité de ces problémes est estimée en fonction de la taille du probléme et du nombre des objectifs
a optimiser. Différentes méthodes mathématiques et algorithmes stochastiques sont proposés afin de
résoudre ce type de problémes. Dans la catégorie d’algorithmes stochastiques a base de population, on
trouve ceux qui sont inspirés de la biologie, de la physique, de la société humaine, etc.

Parmi les algorithmes inspirés de la société humaine, il y a 1’algorithme Teaching-Learning Based
Optimization (TLBO) proposé dans sa forme mono-objectif [2, 3] en 2011. Il imite le processus
d’enseignement-apprentissage classique. Différemment aux autres algorithmes a base de population,
TLBO se compose de deux phases: la phase d’enseignement (Teaching phase) et la phase
d’apprentissage (Learning phase). Chaque individu de la population est considéré comme un apprenant.
Il apprend des connaissances dispensées par un enseignant, et d’autres en interagissant avec d’autres
apprenants par le biais de discussions de groupe, de présentations et de communications formelles.

Le développement de méthodes de résolution ainsi que leurs applications dans divers domaines de la
vie réelle sont en continuelle croissance. Comme domaine d’application de I’optimisation en générale
et de ’optimisation multi-objectif en particulier, la conception de systéme robotique est I’'un des
domaines les plus prometteurs. La conception de robots a débuté trés tot vers le 20 niéme siécle, mais
avec I’accroissement des besoins humains dans le temps, elle est devenue de plus en plus complexe et
chére. L’apparition de la robotique en essaim a permet d’envisager l’utilisation de robots peu
sophistiqués, moins couteux et plus facile a concevoir. Un ensemble restreint de régles simples, appelé
modele comportemental, peut guider les agents-robots de 1’essaim vers un comportement global
généralement plus sophistiqué.
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Plusieurs scénarios ont été traités dans la robotique en essaim, parmi eux, le probléme de
regroupement d’objets, appelé aussi formation en tas [4], est choisi comme cas d’étude. Un phénoméne
de formation d’un cimetiére est observé chez plusieurs espéces de fourmis [5, 6, 7]. Sans avoir transporté
les fourmis mortes et les déchets loin du nid, la moisissure va se développer dans le nid [7]. Dans
quelques heures, les ouvriers peuvent rassembler des cadavres distribués aléatoirement. La tache de
regroupement d’objets est inspirée de ce phénomeéne. Un cluster final émerge de 1’assemblage et du
désassemblage continus des sous-clusters. L’emplacement de la collection d’objets n’est pas prédéfini,
les robots doivent décider ou le tas sera formé.

Problématique
D’un point de vue : « probléme traité »

Quoique les travaux déja réalisés sur le regroupement d’objets soient variés en termes de scénarios,
métriques, méthodes de conception et analyse, le point commun entre ces travaux c’est que la tache de
regroupement d’objets était traitée comme un probléme a objectif unique ; il s’agissait de trouver un
modele comportemental réussissant la formation d’un tas avec une qualité maximale. Cependant, si le
systéme doit opérer d’une maniére ininterrompue dans un endroit sans possibilité de rechargement de
batteries (zone désertique ou une planéte comme Mars), la consommation d’énergie devient un véritable
probléme et le choix d’actions consommant moins d’énergie devient une nécessité pour aller jusqu’au
bout de la tdche a accomplir. Sinon, la mission risque d’étre interrompue en raison du nombre croissant
des robots qui se trouveront hors service. Parmi les lacunes de conception d’un systéme de robots en
essaim qui ne prend pas en considération 1’énergie consommée lors de I’accomplissement de la tache,
nous retrouvons ce qui suit :

(1) L’énergie consommeée par les robots n’est pas prise en considération pendant la phase de
conception. Plus tard, dans la phase de mise-en-ceuvre, les batteries intégrées doivent répondre
aux exigences du modele comportemental adopté. Ce qui limite le choix de la technologie ;

(2) Aucune distinction n’est faite entre les modéles comportementaux qui fournissent la méme
qualité de regroupement, car tous les comportements sont considérés comme similaires en termes
de consommation énergétique, ce qui n’est pas le cas ;

(3) L’énergie consommée pour accomplir la tache ciblée est trés variée d’une expérience a une autre.
Parce que plusieurs actions, qui consomment différentes quantités d’énergie, sont considérées
comme équivalentes et le choix entre ces actions se fait de maniére aléatoire.

D’un autre c6té, les travaux proposés pour résoudre le probléme de consommation d’énergie au sein
d’un essaim de robots sont dirigés vers le rechargement d’énergie, I’homéostasie énergétique collective
ou bien I’optimisation de I’énergie consommée. Dans cette derniére classe, les travaux sont orientés vers
la décomposition temporelle de la tache ciblée, 1’affectation de sous-tiches a des sous-groupes de robots
ou bien la limitation d’activités si le robot souffre d’un manque énergie. Le probléme d’énergie n’a pas
¢été considéré comme un probléme de choix de modéle comportemental.

D’un point de vue : « méthode de résolution »

Le point commun entre la majorité des algorithmes a base de population est les paramétres
spécifiques a chaque algorithme. Ces paramétres jouent un rdle important dans [’algorithme.
L’ajustement de ces derniers est un processus qui peut parfois étre difficile et compliqué, ce qui affecte
directement 1’efficacité de 1’algorithme.

L’optimisation basée sur le processus enseignement-apprentissage est une technique qui ne nécessite
aucun réglage de parametre spécifique de I’algorithme. Elle a montré son efficacité appréciable pour
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résoudre différents types de problémes malgré sa simplicité et sa facilité a décrire et a implémenter [8].
Depuis sa proposition en 2011, les variantes de cet algorithme sont généralement dédiées aux problémes
discrets ou bien multi-objectif. Une seule variante a été proposée pour résoudre les problémes a grande
échelle. Quoique les résultats prouvent la capacité de TLBO a résoudre les problémes mono-objectif a
grande échelle [3]. A nos connaissances, aucune variante n’a été proposée pour résoudre les problémes
multi-objectif & grande échelle.

Objectifs de la thése

(1) Remodeler le probléme de regroupement d’objets et trouver les compromis (modeles de
comportements) permettant au systéme robotique de minimiser la consommation d’énergie et de
maximiser la qualité de formation du tas.

(2) Proposer une nouvelle méthode d’optimisation d’énergie consommée basée sur le choix de
comportement adéquat et considérer le probléme d’énergie comme un probléme de choix du
modele comportemental ;

(3) Répondre a la question comment concevoir les comportements des agents-robots pour que le
comportement global émerge tout en satisfaisants deux objectifs en conflit ;

(4) Savoir répondre a la question : c’est quoi la relation entre le choix de comportement face a
chaque situation, I’énergie totale consommeée par le systeéme d’un c6té et la qualité de formation
du tas d’un autre coté ?

(5) Vérifier la supériorité de la modélisation en un probléme bi-objectif sur I’ancienne approche de
résolution du probléme dans sa forme mono-objectif ;

(6) Evaluer les compromis trouvés en examinant les trois propriétés principales d’un essaim : la
scalabilité, la flexibilité et la robustesse ;

(7) Proposer une variante de I’algorithme d’optimisation basée sur 1’enseignement-apprentissage
pour les problémes multi-objectif discrets a grande échelle. Et I’implémenter pour améliorer la
qualité des solutions obtenues par I’algorithme évolutionnaire déja utilisé.

Plan de la thése

Le travail rapporté dans cette thése est organis¢ en six chapitres résumés ci-dessous.

Chapitre 1 couvre les concepts de base de I’optimisation multi-objectif. Les types de problemes
d’optimisation et les différentes méthodes de résolution sont passés en revue. Aussi les domaines
d’application de I’optimisation multi-objectif les plus importants sont présentés dans ce chapitre.

Chapitre 2 focalise sur 1’optimisation basée sur le processus enseignement-apprentissage. Le
principe de base de l’algorithme a été présenté, aussi les améliorations, les hybridations les plus
importantes et les différentes variantes proposées pour les problémes multi-objectif sont passées en
revue.

Chapitre 3 passe en revue le domaine de la robotique en essaim, la source d’inspiration, les notions
de base pour comprendre ce domaine, les propriétés du systéme en essaim. Ensuite, on se focalise sur le
probléme traité dans ce travail en présentant les travaux proposés pour résoudre le probléme d’énergie
et le probléme de regroupement d’objets.

Chapitre 4 présente la premiére partie de notre travail proposé dans ce contexte. Le probléme de
regroupement d’objets bi-objectif a ¢été décrit en présentant les deux fitness de qualité et de
consommation d’énergie. La structure des agents-robots est aussi présentée en décrivant en détail les
modules de perception, de comportements de base et de contrdle. Le chapitre contient aussi les résultats
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obtenus par 1’algorithme évolutionnaire multi-objectif NSGA-II (Non-dominating Sorting Genetic
Algoirthm IT).

Chapitre 5 s’intéresse a 1’évaluation d’un modeéle comportemental bi-objectif parmi les solutions
trouvées. La scalabilité, la flexibilité et la robustesse du systéme sont sujettes d’investigation dans un
premier lieu. Ensuite, une comparaison entre deux modeles comportementaux bi-objectif et un autre
mono-objectif est présentée afin de prouver la supériorité de I’approche proposée.

Chapitre 6 présente 1’algorithme proposé, basé sur 1’enseignement-apprentissage. Les résultats
obtenus en utilisant cet algorithme, pour résoudre le probléme remodelé, sont présentés et comparés a
ceux obtenus par NSGA-II et la supériorité de I’algorithme proposé a été prouvée.

Cette these a donné lieu a une publication et une communication :

[9] W. Aouadj, M.-R. Abdessemed et R. Seghir, «a Reliable Behavioral Model, Optimizing Energy
Consumption and Object Clustering Quality by Naive Robots,» International journal of swarm
intelligence research, scheduled in vol. 12, n°4, 2021.

[10] W. Aouadj, M.-R. Abdessemed et R. Seghir, «Discrete Large-scale Multi-Objective Teaching-
Learning-Based Optimization Algorithm,» The 4th International Conference on Networking,
Information Systems & Security, KENITRA, Morocco, 1-2 April 2021.
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Chapitre 1: L’optimisation
multi-objectif

1.1. Introduction

Dans de nombreux problémes du monde réel, plusieurs objectifs doivent étre gérés simultanément,
appelés Problémes d’Optimisation Multi-Objectifs (POMO). Contrairement au probléme mono-objectif
qui a une seule solution optimale, un POMO posse¢de un ensemble de solutions optimales appelé Front
de Pareto [11, 12, 13]. L’optimisation simultanée de plusieurs fonctions « objectifs », généralement en
conflit, est dite optimisation multi-objectif (OMO) ou optimisation vectorielle [14, 11]. Cette discipline
joue un role de premiére importance dans la conception en ingénierie, et d’une maniére générale, dans
la gestion et la prise de décision ou des spécialistes du domaine d’application ciblé définissent des
compromis entre des objectifs de conception en conflit. En somme, le domaine de I’OMO décrit 1’art et
la maniére scientifique de prendre de telles décisions [1]. Souvent, les applications du monde réel ont
plusieurs objectifs a optimiser, qui s’opposent. La plupart de ces problémes d’OMO appartiennent a la
classe des probléemes NP-difficiles ou il n’existe pas d’algorithme générique fournissant des solutions
optimales en un temps polynomial. La complexité de ces problémes est estimée en fonction de la taille
du probléme et du nombre d’objectifs & optimiser. Récemment, il y a eu un intérét remarquable pour
I’OMO qui date déja de plusieurs décennies. Le développement de méthodes de résolution de ce type
de problémes ainsi que leurs applications dans divers domaines de la vie réelle sont en continuelle
croissance.

Le reste de ce chapitre est organisé comme suit. La section 1.2 présente une bréve définition de
I’optimisation. La section 1.3 présente les notions clés de I’optimisation multi-objectif. La section 1.4
discute le processus de résolution d’un POMO. Les approches de résolution sont classées selon le point
de vue décideur dans la section 1.5. Tandis que les stratégies de résolution sont classées selon le point
de vue du concepteur dans la section 1.6. La section 1.7 discute les différentes méthodes et algorithmes
proposés pour résoudre un POMO. Parmi ces algorithmes, les algorithmes basés sur la population sont
présentés dans la section 1.8. La section 1.9 résume quelques domaines d’application de I’OMO.
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1.2. L’optimisation

Le processus de trouver un ensemble de solutions optimales, parmi toutes les solutions possibles
pour un probléme donné, est appelé optimisation. Les problémes d’optimisation (PO) sont classés selon
différents critéres. Un probléme d’optimisation est dit linéaire si toutes les fonctions objectif et
contraintes sont linéaires sinon il est dit non-linéaire. Alors qu’un PO est classé selon le type de variables
en : continu si ses variables sont continuées ou bien discret si les variables sont du type entier. Les
problémes d’optimisation ayant un seul objectif sont dits mono-objectif. Alors que s’il y a plusieurs
objectifs a optimiser, le probleme est dit multi-objectif. Et selon le nombre de variables, il y a le PO a
petite échelle et le PO a grande échelle.

Selon le type de Selon la nature de la Selon le nombre Selon le nombre de
variables fonction objectif d'objectif variables
Continu Discret Linéaire Non Mono- Multi- A petite | | A grande

linéaire objectif objectif échelle échelle

Figure 1.1 : Classification des problémes d’optimisation

1.3. L’optimisation multi-objectif

1.3.1. Définition d’un POMO

D’un point de vue formel, le probléme d’optimisation multi-objectif (POMO), sous sa forme la plus
générique, est posé comme suit [11, 15]:

minimisery F(x) = [F;(x),F,(x), ..., Fr (x)]" (1.1)
Sujet aux contraintes:  g; (x) <0,j =1,23,..,m
h(x)=0,1=1,23,..,e
a; <x; <b;

Ou k est le nombre de fonctions « objectif », m est le nombre de contraintes d’inégalité et e est le
nombre de contraintes d’égalité. x € E™ est le vecteur de variables de décision, ou n est le nombre de
variables x;. Ces variables sont limitées, parfois, dans une plage de valeurs [a; b;]. F(x) € E¥ estle
vecteur de fonctions « objectif » tel que Fj(x) : E™ — E1; F;(x) est appelée aussi objectif, critére,
fonction de cott ou fonction de valeur. Les k fonctions objectifs peuvent étre linéaires ou non-linéaires,
continues ou discreétes, et le vecteur de variables de décision peut également &tre continu ou discret [16].

L’espace de solutions faisables ou possibles X, appelé aussi espace de décision ou ensemble de
contraintes, est défini comme suit [12]:

{x|gj x)<0,j=123,...m ethi(x)=0,l=123,...,eeta; <x; < bi}

L’espace des critéres faisables ou I’ensemble accessible Z est défini comme {F(x)|x € X}. Bien que
les termes d’espace de critéres faisables et ensemble accessible sont tous deux utilisés dans la littérature
pour décrire Z [11], il y a une distinction subtile entre les concepts de faisabilité et d’accessibilité. La
faisabilité implique qu’aucune contrainte n’est violée et F(x) appartient a ’ensemble ou toutes les
contraintes sont vérifiées alors que 1’accessibilité implique qu’un point dans I’espace des critéres
correspond a un point de 1’espace de décision [15] (voir la figure 1.2).
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Figure 1.2 : La différence entre faisabilité et accessibilité

1.3.2. Dominance

Contrairement a 1’optimisation mono-objectif, I’optimisation multi-objectif est incapable de trouver
une solution globale. Elle se base sur le principe de dominance pour rechercher un ensemble de solutions
dites points non-dominés. On dit que le vecteur x domine un vecteur y si et seulement si x est au moins
aussi bon que y sur tous les objectifs et x est strictement meilleur que y sur au moins un objectif [17].
D’un point de vue formel, ceci s’exprime comme suit :

Fi(x) < F) Vi € {1,2,...,k}
et 3j{1,2,..,k} tel que Fj(x) < F;(y)

Notons que pour toute paire (x,y) de ’espace de solutions réalisables, une et une seule des
affirmations suivantes est vraie [14] : x domine y, x est dominé par y ou x et y sont équivalentes (c-a-
d. incomparables) au sens de dominance (voir la figure 1.3).

1.3.3. Optimalité de Pareto et front de Pareto

Un point x* € X est dit un optimum de Pareto (ou un point efficace global, non-dominé ou point
non-inférieur) pour un POMO si et seulement s’il n’existe pas un x € X qui le domine [11, 16, 12, 18]
(voir la figure 1.3). Toutes les solutions du front de Pareto sont des solutions sur le contour de I’espace
des critéres faisables Z [11, 12, 13]. En d’autres termes, le front de Pareto ou la frontiére Pareto est
construite avec les solutions x* qui dominent toutes les autres mais ne se dominent pas entre elles (voir
la figure 1.3).

A
f ’ = Front de Pareto
/ Espace d’objectifs |
@ |
Al C !
B i =

Figure 1.3 : Illustration des notions de dominance, optimalité de Pareto et front de Pareto
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Comme nous pouvons le constater sur la figure 1.3, les deux points A et B dominent le point C mais
A et B sont incomparables au sens de dominance. Ces deux points sont des optimums globaux de Pareto
et appartiennent a I’ensemble des solutions du front de Pareto.

1.3.4. Convexité et concavité

Certaines méthodes de résolution de problémes d’optimisation multi-objectif nécessitent de respecter
certaines hypothéses comme celles de convexité. Comme le montre la figure 1.4, on dit qu’un ensemble
X est convexe si en prenant deux points distincts quelconques de cet ensemble, le segment qui les relie
est continu dans X, sinon on dit qu’il est concave, formellement V x;,x,eXx= 0x;+
(1 —0)x,,x € X. Une fonction F est dite convexe sur X si pour chaque paire (x1,x2)e X,F(0x; +
(1-8)x,) < 0 F(x4) + (1-0)F(x,),telque 0 < 6 < 1 [16].

L
1, min f,, min f, /, min [, min f;

LT - N - *u

- =

(a) /i (b) /i

Figure 1.4 : Exemples de deux espaces faisables (a) un ensemble convexe et (b) un ensemble concave

1.3.5. Points de référence

Point idéal

Un point F° € EX, est un point idéal si : Vi = 1,2,3, ..., k; F° = min{F;(x)|x € X}, il correspond a
I’optimum de chaque F; considérée séparément [16]. Ce point ne correspond pas a une solution
réalisable, F° € (EK — Z) car si c’était le cas, cela sous-entendrait que les objectifs ne sont pas en
conflit [14], ce qui raménerait le probléme a un probléme ayant une seule solution optimale de Pareto
F°. Puisque le point idéal F° est inaccessible, la prochaine meilleure action a faire est de trouver
une/plusieurs solution(s) qui soient aussi proche que possible de ce point idéal (voir la figure 1.5).

Point Nadir et Point anti-idéal

11 existe deux approches pour déterminer le point Nadir [11], I’une le définie comme suit : On dit que
F™ad est un point Nadir, si Vi = 1,2,3, ..., k ; F**¢ = max{F;(x)|x € X}. F"%¢ a comme valeur pour
chaque objectif la valeur maximale, la plus mauvaise, des objectifs considérés. Le point Nadir dans ce
cas est appelé parfois point anti-idéal ; quoique c’est deux points différents (voir la figure 1.5). Avec la
deuxiéme approche, le point F™*est bien plus difficile a trouver. Dans ce cas, & la différence du point
idéal qui représente les bornes inférieures de chaque objectif dans 1’espace faisable, le point Nadir
correspond a leurs bornes supérieures sur la surface de Pareto et non pas sur tout I’espace faisable [14].
Dans ce cas, le point Nadir sert a restreindre I’espace de recherche, il est utilisé dans certaines méthodes
d’optimisation interactives [11, 19] (voir la figure 1.5).
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f 4 ¢ Point anti-idéal
o) .
== A Point Nadir

K @ Point idéal

A}

Figure 1.5 : Illustration des points idéal, anti-idéal, nadir et le front de Pareto (FP)

La figure 1.5 illustre les points définis ci-dessus et leur position par rapport au front de Pareto. D’ou
on peut déduire que le point idéal et le point nadir restreignent 1’espace de recherche.

1.3.6. Normalisation

Les deux points, « idéal » et « Nadir » sont utilisés pour la transformation de fonctions objectif, afin
que toutes ces fonctions aient la méme dimension ; pour toute F; 0 < F{!®™™ < 1. Plusieurs approches
sont proposées a cet effet. Mais, [’approche la plus robuste pour cette transformation qui est, d’ailleurs,
considérée comme une normalisation reste la suivante [14, 11]:

Fporm = F — Fi"/FiTlad - ]:'l.0 pouri =123, ..,k (1.2)

A '
‘ f7 . fznorm

]
fln orm

Figure 1.6. Normalisation de ’espace d’objectif

La figure 1.6 illustre un espace d’objectifs avec deux objectifs normalisés, ou les valeurs des deux
objectifs sont comprises entre 0 et 1. Ce qui permet de traiter ces objectifs d’une maniére équivalente
dans certaines méthodes, comme la méthode de la somme pondérée par exemple.
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1.3.7. Condition nécessaire et condition suffisante

Une formulation fournit une condition nécessaire, permettant de vérifier que chaque point optimum
de Pareto est une solution a cette formulation [20]. Cependant, certaines solutions obtenues en utilisant
cette formulation peuvent étre non optimales au sens de Pareto [21]. D’autre part, si une formulation
fournit une condition suffisante, alors sa solution est toujours optimale au sens de Pareto, bien que
certains points optimums de Pareto puissent étre inaccessibles en utilisant cette formulation [11].

Solutions Pareto
Méthode vérifiant les conditions
nécessaire et suffisante

Méthode vérifiant la

condition nécessaire ; elle
trouve toutes les solutions

Pareto mais rien n’empéche

Méthode vérifiant la condition suffisante

" -
ne contenant que des solutions Pareto de trouver d'autres solutions

mais pas forcément toutes ces solutions

Figure 1.7 : Différence entre les conditions nécessaires, suffisantes et nécessaires & suffisantes.

1.4. Résolution des problémes d’optimisation multi-objectif

Le processus de résolution d’un probléme passe par deux étapes principales : 1’optimisation et la
prise de décision. Dans la premiére, on cherche a trouver le(s) meilleur(s) compromis. Et dans la
deuxiéme, le décideur choisit la solution a retenir. Une relation de coopération entre le décideur et le
solveur est établie de 4 maniéres différentes ce qui nous donne 4 approches de résolution, selon le
moment d’articulation de préférences de décideur pendant le processus d’optimisation, nommeées : sans
articulation, avec articulation apriori, avec articulation apostériori et avec articulation interactive,
décrites dans la section suivante. Aprés avoir choisi I’approche, le concepteur choisi I’'une des stratégies
existantes, classées en : stratégie scalaire, stratégie Pareto et stratégie non-scalaire non-Pareto. Le choix
de la stratégie est affecté par le choix de ’approche. Généralement, pour une approche apriori, une
stratégie de scalarisation est mise en ceuvre. Alors que pour une approche avec articulation apostériori,
la stratégie de Pareto est mise en ceuvre en utilisant différentes méthodes et algorithmes. Mais, cette
régle n’est pas fixe. Par exemple, la scalarisation peut étre utilisée avec une approche apostériori, en
répétant la scalarisation plusieurs fois avec différents parameétres. Le tableau 1.1 résume la classification
des méthodes et algorithmes de résolution d’un POMO selon les différents criteres.

Tableau 1.1 : Classification des algorithmes de résolution des POMO

Avec . . Avec
Sans . . Avec articulation . .
Les approches . . articulation . . articulation
articulation . Interactive f
apriori aposteriori
. Non-scalaire non-
Les stratégies Scalaire Pareto
Pareto
Les méthodes et les Programmation mathématique Meétaheuristiques
algorithmes WS, NBL NC, ... SA, GA, PSO, TLBO, ...

10
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1.5. Les approches de résolution

La maniére dont un POMO peut étre résolu du point de vue décideur est classée en quatre
approches (voir la figure 1.8) :

1.5.1. Avec articulation apriori de préférences

Cette approche permet au décideur de spécifier ses préférences, articulées en termes de buts et
d’importance accordée a chacun de ces buts, avant méme de lancer la procédure d’optimisation. La
plupart des algorithmes suivent la stratégie de scalarisation en intégrant des paramétres sous forme de
coefficients, d’exposants ou des limites de contraintes. Cette approche est simple, mais la difficulté c’est
que le décideur ne connait pas nécessairement a 1’avance les possibilités et les limites du probléme ; de
ce fait, il peut avoir des aspirations trop optimistes ou trop pessimistes.

1.5.2. Avec articulation apostériori de préférences

Parfois, il est difficile pour le décideur de donner une approximation explicite de ses préférences
avant méme d’entamer le processus d’optimisation. Dans ce cas, il est plus judicieux de retarder la
décision et de chercher en premier un ensemble de solutions optimales candidates au sens de Pareto.
Cette approche donne au décideur un apercu sur les différentes solutions disponibles, mais s’il y a plus
de deux objectifs dans le probléme, il devient difficile pour le décideur d’analyser la grande quantité
d’informations qui en découle ; la visualisation de solutions n’est plus aussi simple que dans le cas bi-
objectif. En plus, la génération de 1’ensemble des solutions optimales de Pareto peut étre coliteuse en
calcul. L’avantage c’est que les solutions générées par ces méthodes sont indépendantes des opinions
du décideur et restent valables méme si les opinions sont changées, on n’est pas obligé de relancer le
processus de résolution ; il suffit de sélectionner une autre solution.

1.5.3. Avec articulation interactive de préférences

Un algorithme de résolution itératif est proposé. Apres chaque itération, certaines informations sont
fournies au décideur afin qu’il puisse spécifier des informations de préférence. Ce processus est ensuite
répété jusqu’a ce que le décideur soit satisfait du résultat obtenu. De cette manicre, le décideur dirige le
processus de résolution vers sa zone préférée [19]. Ce qui conduit a la génération et 1’évaluation d’une
seule partie de solutions optimales. Le décideur n’a pas besoin d’avoir une structure globale de
préférence et il peut apprendre pendant le processus de résolution. Ceci est un avantage trés important
des méthodes interactives, car apprendre a connaitre le probléme, ses possibilités et ses limites est
souvent trés précieux pour le décideur. Les méthodes interactives surmontent les faiblesses des méthodes
a priori et a posteriori parce que le décideur n’a pas besoin d’une structure globale de préférence et que
les solutions Pareto optimales générées sont guidées par les intéréts du décideur a chaque étape (solution
ad hoc). Ceci signifie des économies en colit de calcul. En plus, ceci évite la nécessité de comparer de
nombreuses solutions Pareto optimales simultanément.

1.5.4. Sans articulation de préférences

Les méthodes de cette approche ne nécessitent aucune information sur les préférences du décideur.
Elles exigent que le décideur puisse accepter la solution obtenue sans participer dans le processus de
recherche. La plupart des méthodes de cette approche sont des simplifications des méthodes avec
articulation apriori. Ces méthodes sont utilisées dans le cas ou toutes les solutions sont équivalentes et
indifférentes pour le décideur. Mais dans la réalité, il est rare de rencontrer ce type de problémes.

11
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1 1
1 [}
1 1
1 1
1 .
(a) Sans articulation . | Solveur i Solution neutre

1 1
1

1

Concepteur | POMO

. . . , . Spécification
(b) Articulation apriori Décideur peettie Solveur Solution « optimale »
de préférences
Articulati , . Spécification | -
(c) Articulation Décideur — > Décideur
. . de préférences
interactive
Apprentissage
POMO
(d) Articulation Specification »|Décid i i
Solveur e préférences p| Decidaeur Solution « optimale »

apostériori

POMO

Solution
« optimale »

Solveur

Figure 1.8 : Processus de résolution d’un POMO selon I’approche

1.6. Les stratégies de résolution

Du point de vue du concepteur, les méthodes et les algorithmes de résolution d’'un POMO suivent
trois stratégies, décrites dans les sous-sections suivantes.

1.6.1. Scalaire

Le probléme multi-objectif sera transformé dans ce cas en un probléme mono-objectif. Parmi les
méthodes qui suivent cette stratégie: la méthode de la somme pondérée (WS), e-contrainte,
programmation par but. Les méthodes appartenant a cette classe sont généralement des méthodes de
programmation mathématique avec une articulation apriori de préférences. Elles sont simples mais
sensibles a la forme du front de Pareto.

A. La somme pondérée

La méthode de la somme pondérée transforme le POMO en [12] :

U(x) =YK, wF;(x) (1.3)

La minimisation de 1’équation (1.3) est suffisante pour I’optimalité de Pareto mais elle ne fournit pas
des solutions dans une concavité, donc elle ne fournit pas la condition nécessaire [11] [21]. Kim et De
Weck [22] ont proposé la méthode de la somme pondérée adaptative qui est capable de trouver des
points Pareto dans des régions concaves.

B. Programmation par but

Charnes et al. [23] ont développé une méthode dite : « programmation par but », en associant a
chaque fonction Fj(x) un but b; , ensuite la déviation totale Z}‘=1|dj| est minimisée, ou d; correspond a
la déviation de F;j(x) par rapport a b;. Pour modéliser la valeur absolue présentée ci-devant, d; est divisée

en deux parties telles que: dj =df” —dj, avec df 20 et df 20, ddf =0 (d etd;sont

j o
exclusives) ; par conséquent, |d]-| = d]-+ +dj .

d]-+ et dj” représentent, respectivement, la sous-réalisation et la sur-réalisation du but b;. Le probleme

d’optimisation est reformulé, alors, comme suit [11] :

min | Yk di +d) (1.4)

xXeX,d—,

12
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Sujeta : Fj(x) + (df —d") =b;,j = 1,2...,k;
di,df >20,,j=12,...k
dfd =0,,j=12,..,k

Cependant, en dépit de sa popularité et sa large gamme d’applications, il n’y a aucune garantie qu’elle
offre une solution optimale au sens de Pareto a cause de variables supplémentaires et des contraintes
d’égalité non linéaires, qui peuvent étre génantes avec des problémes plus importants.

C. Fonction objectif bornée

Cette méthode minimise une seule fonction objectif, celle qui est la plus importante et qu’elle
note F;(x), toute autre fonction objectif se transforme en une contrainte telle que :

L<F(x)<g,i=12,..,k;i#s (1.5)

ou [; et & sont les bornes de la fonction objectif F;(x). Haimes et al. [24] ont introduit 1’approche
& — contrainte (appelée également e-contrainte ou approche de compromis), dans laquelle [; est exclue.
Une variante de ’approche € — contrainte a été proposée dans [25], ou Fu et Diwekar ont prouvé que
leur algorithme est capable de trouver toutes les solutions de Pareto méme sous la contrainte de la
concavité.

1.6.2. Non-scalaire et non-Pareto

Les méthodes qui suivent cette stratégie ne transforment pas le probléme en un probléme mono-
objectif et n’utilisent pas la notion de dominance de Pareto ; les objectifs sont traités séparément. On
présente une méthode mathématique et une autre méta-heuristique : la premicre nécessite une
connaissance apriori pour arranger les objectifs, tandis que la deuxiéme est classée comme méthode
apostériori. L’aspect de 1’optimisation multi-objectif est contourné dans les méthodes suivant cette
stratégie. Les solutions générées sont largement optimisées pour un seul objectif.

A. La sélection lexicographique

Dans cette méthode lexicographique, les objectifs sont arrangés par ordre de leur importance.
Ensuite, le probléme de ’OMO est résolu, en traitant un objectif a la fois ; la fonction la plus préférée
F; est calculée sans contrainte :

Minimiser y.x F;(x) sans contrainte
Minimiser y.x Fi(x) i =2,3,...,k (1.6)
sujet a Fi(x) < F}-(xf) J=12,..,i—1
Dans cette équation, i représente la position de la fonction dans la séquence de préférence et Fj(x]’-")
représente I’optimum de la fonction F; , trouvé dans la j*™ itération et ajouté aux j-1 contraintes pour
avoir j contraintes dans la j®™+1 itération. « Compendious lexicographic method », une version

modifiée de la méthode lexicographique suggérée dans [26], est spécifiée pour les problémes multi-
objectif linéaires dans les cas de deux et trois variables de décision.

B. La sélection paralléle

L’exemple de cette classe est I’algorithme génétique VEGA (Vector Evaluated Genetic Algorithm).
Dans VEGA, la population de taille N est divisée en k sous-populations tel que k est le nombre
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d’objectifs. Les objectifs sont traités indépendamment les uns des autres et les individus d’une sous-
population sont évalués selon leur objectif. A la fin de chaque génération, les individus sont mélangés
et regroupés aléatoirement. L’évaluation du méme individu change d’une génération a une autre selon
I’objectif de la sous-population. Il a été prouvé que son comportement est similaire a la méthode
d’agrégation.

1.6.3. Pareto

Dans cette stratégie, la notion de dominance est 1’axe principal ; ou des objectifs contradictoires
peuvent étre optimisés simultanément. Les algorithmes suivant la stratégie de Pareto sont généralement
des méta-heuristiques utilisées dans le cas ou un ensemble de solutions soit requis et les préférences du
décideur sont articulées d’une maniere apostériori. Les algorithmes doivent prendre en compte deux
objectifs principaux : L’intensification et la diversification [27] (voir la figure 1.9).

- L’intensification : Afin de converger vers la frontiére de Pareto, plusieurs mécanismes sont
développés et classés en : mécanismes de classement (ranking), mécanismes d’¢litisme.
- La diversification : Et afin de trouver des solutions bien distribuées au long de la frontiére de

Pareto, des mécanismes de diversification sont utilisés.
A A A

iI'.li"
[ ]
L ]

Figure 1.9 : L’intensification et la diversification

Dans la figure 1.9, (a) présente une bonne intensification et une mauvaise diversification, (b) présente
une bonne diversification et une mauvaise intensification, (c) présente le bon équilibre entre les deux
objectifs.

A. Les mécanismes du ranking

A cause de I’existence de plusieurs objectifs & optimiser, il n’existe pas une relation d’ordre total
entre les solutions. En utilisant la notion de dominance, les solutions obtenues dans une génération
(itération) sont classées suivant différents mécanismes développés. Fonseca et Fleming ont proposé et
utilisé le mécanisme de ranking basé sur la notion de dominance de Pareto, dans ’algorithme génétique
MOGA pour la premiére fois [28]. A la génération t, on donne un rang pour chaque individu x;, égal au
nombre p;(t)d’individus qui le dominent plus 1, rank (x;,t) = 1+ p;(t). Par la suite, les individus
sont classés selon leur rang. Apres, une fonction d’efficacité F est affectée pour chaque individu,
calculée en fonction durang : F = 1/ rank (x;,t).

Tandis que, le mécanisme du tri non-dominé (NDS : Non-Dominated Sorting), proposé par Goldberg
[29], a été utilisé dans I’algorithme NSGA [30](Non-dominated Sorting Genetic algorithm). Le principe
de fonctionnement de ce mécanisme est comme suit. Pour assigner un rang a chaque individu, le nombre
d’individus qui le dominent est calculé, ainsi que les individus qu’il domine sont trouvés. Comme le
montre la figure 1.10, le rang 1 est assigné aux individus qui ne sont pas dominés du tout. Le rang 2 est
assigné aux individus dominés, seulement, par ceux du rang 1. Et les individus du rang 3 sont dominés
par ceux durang 1 et 2, ...etc.
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Figure 1.10 : Mécanisme de ranking NDS [31]
B. L’élitisme

On peut distinguer deux types d’¢élitisme : (1) en utilisant une archive externe, les meilleurs individus
non-dominés découverts a partir de la premiére génération jusqu’a la génération actuelle sont archivés
dans une population externe. Cette population est continuellement mise a jour. Les individus de cet
ensemble participent dans la génération d’une nouvelle population avec une certaine probabilité. (2) ou
bien en utilisant la population elle-méme. La nouvelle population générée est mélangée avec la
population actuelle. Par la suite, les meilleurs individus des deux populations sont sélectionnés pour
construire la population de la génération suivante. L’exemple de ce type est NSGA-II [32]. Il a éte
prouvé que I’élitisme augmente la vitesse de convergence vers le front de Pareto [32].

C. Les mécanismes de diversification

Afin de fournir au décideur un ensemble de solutions représentatif, des mécanismes sont développés
pour maintenir la diversité tels que : nichage séquentiel [33], restriction de voisinage [34], la distance
d’encombrement (Crowding distance CD) [32], fonction de partage (Sharing function) [35].

La fonction de partage, utilisée pour la premiere fois dans I’algorithme NSGA [30], permettant de
dégrader la fonction d’efficacité F d’un individu par rapport au nombre d’individus semblables ; plus
les individus sont regroupés, plus leur valeur d’efficacité est faible. On utilise un compteur de niche
donnant une estimation du nombre d’individus qui se trouvent dans le voisinage de chaque individu i.
On peut distinguer deux types de niches : génotypiques et phénotypiques. Une niche phénotypique
permet de régler la diversité des solutions dans 1’espace des fonctions objectif alors que la niche
génotypique permet de régler la diversité des solutions dans 1’espace de décision. La niche combinée
des deux permet d’obtenir des solutions diversifiées aussi bien dans I’espace de décision que dans
I’espace des fonctions objectif [36]. Les bornes de voisinage (niche) sont déterminées par la distance
maximale prédéfinie oshare. La distance entre 1’individu i et tout individu j dans son voisinage est
calculée. Le plus cette distance d (i, j) est proche de oshare, la valeur Sh (i, j)dégrade. Par la suite, la
valeur de la fonction de partage de I’individu i est calculée par la somme de Sh (i, j) des individus dans
son voisinage. Les meilleurs individus sont ceux ayant un petit rang et moins d’individus dans son
voisinage et une Sh (i, j) maximale. L’inconvénient majeur de la fonction de partage est la difficulté de
réglage de la valeur ashare.
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Pour cette raison, dans la version améliorée NSGA-II [32], Deb et al. ont utilisé un autre mécanisme
appelé distance d’encombrement (voir la figure 1.11). Pour chaque fonction objectif k, les individus du
méme front sont triés par ordre croissant selon la valeur de cette fonction objectif. Les deux
individus 1 et [ a I’extrémité de la liste d’individus triée L ont un Crowddist} = oo, Crowddist}, =
oo, Pour chaque individu i parmi les individus classés entre 2 et [ — 1 :

i+1 i—1
B —F

Crowddist; = <=
Fye=Fy

(1.7)

La distance d’encombrement d’un individu i est calculée par la somme des distances
d’encombrement (équation 1.8) calculées pour chaque objectif en utilisant I’équation (1.7). L’utilisation
de la somme nécessite la normalisation des fonctions objectifs.

Crowddist! = Y7, Crowddist} (1.8)
i
L ']
o
L
Cuboid
i-m---- oS- _—
| |
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Figure 1.11 : Calcul de la distance d’encombrement

1.7. Les méthodes de résolution

Les méthodes présentées dans cette section peuvent étre classées sous différentes stratégies et
approches. Comme le montre la figure 1.12, ces méthodes peuvent étre des méta-heuristiques ou bien
des méthodes de programmation mathématique. Ces dernieres peuvent €tre des algorithmes exacts ou
approchés. Les algorithmes exacts, tels que le branch and bound multi-objectif [37] et la programmation
dynamique multi-objectif [38], fournissent le front de Pareto réel mais ils ne sont efficaces que pour des
problémes de petite taille a deux objectifs seulement. Les méthodes mathématiques approchées telles
que : la somme pondérée, la somme pondérée adaptative [22], la méthode lexicographique compendious
[26], la programmation par but [23], la programmation physique [39], la méthode d’intersection de la
bordure et la normale (NBI : Normal boundary Intersection) [40, 41], la méthode de contrainte normale
(NC : Normal Constraint) [1]et d’autres (voir [11]).

Les méta-heuristiques sont des algorithmes généraux dédiés aux problémes d’optimisation difficiles
telle que 1’optimisation d’un probléme avec 3 objectifs ou plus, avec un espace de recherche vaste ou
bien un probléme discret. Les méta-heuristiques sont des méthodes approchées qui donnent une
approximation du front de Pareto mais pas le front de Pareto réel. On distingue deux types de méta-
heuristiques : les algorithmes basés sur une solution unique et les algorithmes basés sur une population.
Les algorithmes appartenant a la premiére classe travaillent sur un seul point de I’espace de décision. Le
processus de recherche commence par un point aléatoire ensuite une amélioration itérative est garantie
par la sélection d’une solution meilleure dans le voisinage de la solution actuelle. Tandis que la
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deuxiéme classe repose sur I’utilisation d’une population d’individus. L’intérét de ce type d’algorithmes
est leur capacité a explorer une vaste partie de 1’espace en une seule itération.

La premiére classe d’algorithmes basés sur une solution unique regroupe une variante d’algorithmes
tels que la méthode recuit simulé multi-objectif (MOSA : Multi-Objective Simulated Annealing) [42,
43] inspiré du processus de recuit en métallurgie afin d’équilibrer 1’énergie des métaux, 1’algorithme de
la recherche tabou multi-objectif (MOTS : Multi-Objective Tabu Search algorithm) [44] a pris son nom
de la liste taboue utilisée pour interdire le retour vers des solutions déja explorées, I’algorithme GRASP
(Greedy Randomized Adaptative Search procedure) [45], I’algorithme de recherche par variable de
voisinage (MO-VNS : MO Variable Neighborhood Search) [46], 1a recherche locale guidée (MO-GLS :
MO Guided Local Search) [47].

Tandis que la deuxiéme classe d’algorithmes basés sur la population est plus riche d’algorithmes et
plus adaptée dans la littérature pour obtenir une approximation du front de Pareto. Les algorithmes de
cette classe sont discutés dans la section suivante.

Branch and
Bound
|| Programmation
dynamique
— L’algorithme A*
Programmation
mathématique .
— &-contrainte
(exactes /
approchées)
— Lexicographique
g
= Y
= | NBI — Recuit simulé (SA)
8
S [ - NC — Recherche tabou (TS)
% Algorithmes — Méthode GRASP
p= — basés sur une :
solution unique | ||  Recherche par variable de
voisinage (VNS)
h Meta- — Recherche locale guidée (GLS)
| euristiques |-
(approchées) .
— Recherche locale itérative (ILS)
Algorithmes i
— baséssurune [— Figure 1.13
population

Figure 1.12 : Classification des méthodes de résolution de POMO du point de vue du concepteur

1.8. Les algorithmes basés sur la population

Une variété d’algorithmes basés sur la population sont généreusement adaptés aux POMOs. La
littérature les a classés en plusieurs catégories en fonction de la source d’inspiration. La figure 1.13
présente les catégories les plus connues ot les algorithmes en gris sont classés comme des algorithmes
de I’ancienne génération et le reste sont classés comme des algorithmes de la nouvelle génération [48].
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Algorithmes génétiques (GA)

Stratégie d’évolution (ES)

Algorithmes évolutionnaires

Programmation évolutionnaire (EP)

Programmation génétique (GP)

Evolution différentielle (DE)

Optimisation par colonie de fourmis (ACO)

Optimisation par essaim de particules (PSO)

Systéme immunitaire artificiel (ALS)

Optimisation par fourragement bactérien
(BFO)

Algorithmes basés sur les
essaims

Colonie d’abeilles artificielle (ABC)

Meéta-heuristiques basées sur
la population

Optimisation basée sur la biogéographie
(BBO)

Algorithmes basés sur la
physique

Algorithmes inspirés de la
société humaine

Algorithmes basés sur les
plantes

Recherche par coucous (CS)

Algorithme des libellules (DA)

Algorithme d'essaim de salpes (SSA)

Optimisation par loup gris (GWO)

| Algorithme de la recherche gravitationnelle

(GSA)

Recherche de systéme chargé (CSS)

Algorithme de trou noir (BH)

|| Algorithme de recherche basé sur la galaxie

(GbSA)

Optimisation basée sur 1’enseignement-
apprentissage (TLBO)

Recherche d’harmonie (HS)

Optimisation par remue-méninge (BSO)

Algorithme basé sur la pollinisation des
fleurs (FPA)

Optimisation basée sur la physiologie des
arbres (TPO)

Figure 1.13 : Taxonomie des méta-heuristiques basées sur la population
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1.8.1. Les algorithmes évolutionnaires

Les algorithmes évolutionnaires font partie des premiers algorithmes inspirés de la biologie, utilisés
pour résoudre les problémes d’optimisation en général et les problémes multi-objectif en particulier, les
algorithmes évolutionnaires [49]. Ces algorithmes sont inspirés de mécanismes d’évolution biologique,
qui portent sur le développement des générations successives contenants un ensemble d’individus appelé
population [50]. Les algorithmes évolutionnaires reposent sur 3 éléments principaux : la population, la
fonction de fitness et le mécanisme d’évolution. Les individus de la population sont caractérisés par un
chromosome représentant la solution dans I’espace de décision. La valeur de la fitness mesure sa qualité
dans I’espace objectif. Alors que le mécanisme d’évolution permet d’éliminer les individus ayant une
fitness faible en utilisant I’opérateur de sélection et générer de nouveaux individus en utilisant les deux
opérateurs de mutation et croisement.

L’algorithme génétique élitiste (NSGA-II : Non-dominated Sorting Genetic Algorithm) [32] garantit
I’¢litisme en utilisant la population principale, sans archive externe. Le mécanisme du tri NDS et le
mécanisme de la distance d’encombrement sont utilisés pour garantir I’intensification et la
diversification. Tandis que, la stratégie d’évolution assistée par des substituts (SMES : Surrogate-
assisted Multi-objective Evolution Strategy) [51] est basée sur la substitution pour prédire les valeurs
des fonctions objectifs ce qui élimine le processus de la simulation pour obtenir ces derniers. Et plusieurs
autres algorithmes tels que la programmation évolutionnaire (MOEP : Multi-Objective Evolutionary
Programming) [52], la programmation génétique (MOGP : Multi-Objective Genetic Programming) [53]
et I’évolution différentielle (MODE : Multi-Objective Differential Evolution) [54].

1.8.2.  Les algorithmes basés sur les essaims

La deuxiéme catégorie comprend les algorithmes inspirés des essaims naturels. Comme le présente
la figure 1.13 et différemment a la premicre catégorie qui ne contient que les algorithmes de 1’ancienne
génération, celle-1a contient des algorithmes des deux générations. Parmi les algorithmes de 1’ancienne
génération : 1’optimisation multi-objectif par essaim de particules (MOPSO : Multi-Objective Particle
Swarm Optimization) [55] mettant a jour la position d’un ensemble de particules représentées par des
vecteurs dans 1’espace de décision. L’optimisation par colonie de fourmis (MOACO : MO Ant Colony
Optimization) [56] inspirée par le comportement de fourragement observé chez les fourmis. Et
I’optimisation par systéme immunitaire artificiel (MOAIS : MO Artificial Immune System) [57]
émulant la réaction protectrice du systéme immunitaire humain contre les intrus.

La nouvelle génération aussi regroupe une variété d’algorithmes tels que: 1’optimisation par
fourragement bactérien (MBFO : Multi-objective Bacterial foraging Optimization) [58] inspirée par le
comportement de fourragement chez les bactéries. L’optimisation basée sur la colonie d’abeilles
artificielle (MOABC : MO Artificial Bee Colony) [59] inspirée par le comportement de recherche d’une
source de nourriture chez les abeilles. L’optimisation basée sur la biogéographie (MO-BBO : MO
Biogeography Based Optimization) [60] inspirée par le processus de migration d’une ile ou d’un habitat
vers un autre et ’apparition et 1’extinction des especes. L’algorithme multi-objectif des libellules
(MODA : Multi-Objective Dragonfly Algorithm) [61] inspiré par I’interaction sociale des libellules lors
la navigation et la recherche de nourriture. La recherche par coucous (MOCS : MO cuckoo search) [62]
émulant la reproduction agressive de certaines especes de coucous qui pondent leurs ceufs dans les nids
des autres espéces. L’optimisation par loup gris (MO-GWO : MO gray Wolf Optimization) inspirée de
la hiérarchie dominante et stricte observée chez les loups gris [63]. L’algorithme de ’essaim de salpes
(MSSA: Multi-objective Salp Swarm Algorithm) inspiré par le comportement de recherche de nourriture
des salpes dans 1’océan [64].
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1.8.3. Les algorithmes basés sur la physique

La troisiéme catégorie regroupe les algorithmes basés sur la physique, par exemple 1’algorithme de
la recherche gravitationnelle (MOGSA : MO Gravitational Search Algorithm) [65] émulant les forces
gravitationnelles entre les particules. L algorithme de la recherche basée sur systéme chargé (MOCSS :
MO Charged System Search) [66] ou les individus sont considérés comme des particules chargées qui
peuvent appliquer des forces électriques les uns sur les autres ce qui résulte des mouvements de
particules électriques avec une certaine vitesse et accélération. L’ optimisation basée trou noir (MOBH :
MO Black Hole) [67] dont le principe est de guider les individus vers les meilleurs individus de
I’itération actuelle, appelé trous noirs. Par la suite, les individus dans les champs des trous noirs seront
remplacés par de nouveaux individus. L’algorithme de recherche basé sur la galaxie (GbSA : Galaxy
based Search Algoorithm) [68] imite le mouvement en spirale des galaxies pour fouiller son
environnement en échappant les optimums locaux par le chaos (1’aléatoire).

1.8.4. Les algorithmes inspirés de la société humaine

Une catégorie relativement nouvelle comprend les algorithmes basés sur la société humaine. Par
exemple, I’algorithme d’optimisation par remue-méninge basé sur la décomposition (MOBSO/D :
Decomposition-based Multi-Objective Brain Storm Optimization) [69] simule le brainstorming qui est
un comportement collectif observé chez les étres humains. C’est un algorithme simple basé sur le
principe de répartition de solutions en plusieurs clusters. Les nouvelles solutions sont générées en
appliquant des opérateurs génétiques sur un ou plusieurs individus. L’algorithme de la recherche
d’harmonie (MOHS : MO Harmony Search) [70] imitant I’improvisation des musiciens. L’algorithme
utilise une recherche stochastique, une mémoire d’harmonie et un taux d’ajustement de la tonalité pour
trouver 1’état parfait de I’harmonie et trouver par la suite les solutions optimales. L’optimisation basée
sur D’enseignement-apprentissage (MOTLBO : Multi-objective  Teaching-Learning Based
Optimization) [71] inspirée du processus d’apprentissage traditionnel. Le principe de fonctionnement
de cette derniére approche et les améliorations faites sur ses versions sont discutés en détail dans le
prochain chapitre.

1.8.5. Les algorithmes basés sur les plantes

D’autres catégories apparaissent encore, comme la catégorie des algorithmes basés sur les plantes
[72], tels que I’algorithme de pollinisation des fleurs (MOFPA : Multi-Objective Flower Pollination
Algorithm) [73]. L’algorithme d’optimisation basé sur la physiologie des arbres (TPO : Tree Physiology
Optimization) [74] inspiré du systéeme de développement des plantes. L’algorithme est basé
essentiellement sur le rapport racine-pousse qui définit la régulation de développement et 1’équilibre de
fonctionnel entre les deux parties supérieure et inférieure. Et d’autres, comme 1’optimisation basée sur
les herbes envahissantes (MOIWO : MO Invasive Weed Optimization) [75] inspirée de 1’écologie et la
biologie des mauvaises herbes.

1.9. Domaines d’application de I’optimisation multi-objectif
L’ optimisation multi-objectif est appliquée dans une large panoplie de domaines tels que :

Data Mining : Les problémes les plus connus du Data Mining sont la sélection, la classification, la
régression, le regroupement, I’association de regles et la détection de déviation. Mukhopadhyay [76] et
[77] ont discuté les différentes approches évolutionnaires proposées pour quatre grands problémes : la
sélection, la classification, le regroupement et I’association de régles. Le choix des algorithmes
évolutionnaires est di a la taille importante des problémes appartenant au Data Mining.

Ressources d’eau et la conception des réseaux de distribution d’eau : Plusieurs critéres doivent
&tre optimisés lors de la conception d’un systéme de distribution d’eau tel que le cott de réalisation, la
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durée de vie, le colit de maintenance, la fiabilité du systéme et la qualité de I’eau [78], tous ces criteres
sont souvent contradictoires. Parmi les problémes de test de réseaux de distribution d’eau : le probléme
des tunnels de New York (NYT) et le réseau de Hanoi. Et parmi les problémes de ressources d’eau multi-
objectif: HBV, un modéle de Précipitations-Ruissellement qui simule la transformation de
précipitations, comme entrées, en ruissellement avec 14 parameétres de contrdle et 4 objectifs ; le
probléme de surveillance des eaux souterraines (LTM) avec 4 objectifs et un espace de décision discret
mais trés large [79].

Conception en ingénierie : Nous pouvons citer les deux exemples suivants comme exemples de
problémes multi-objectif de la conception en ingénierie : Le probléme de distribution de 1’énergie
¢lectrique respectueuse de 1’environnement et économiquement réalisable dont I’objectif est de
sélectionner les sorties de 1’unité génératrice qui répondent a la demande d’un colit d’exploitation
minimal et causent une pollution minimale, tout en satisfaisant les contraintes de 1’unité et du systéme
[80]. Et le probléme de conception préliminaire d’un vraquier avec certains critéres techniques et
économiques [81].

Réseaux informatiques : Le transfert de I’information, dans un réseau informatique, est I'un des
problémes multi-objectif ou on doit choisir le chemin qui répond au besoin de minimiser le nombre de
sauts, le délai de transmission et la consommation de la bande passante [82]. Dans le cas d’un réseau
optique d’autres critéres viennent se rajouter a ceux-la, comme la minimisation du nombre de A et
I’atténuation optique [82].

Réseaux sans fil : Le déploiement de ce type de réseaux présente un probléme multi-objectif en
exigeant la maximisation de la couverture, la minimisation du cofit et la minimisation du chevauchement
dans le réseau. Gamal et al. [83] ont discuté le probléme d’installation d’un ensemble d’émetteurs dans
des sites candidats avec trois objectifs. En plus du probléme de déploiement, il existe d’autres problémes
dans ce type de réseaux tels que I’ordonnancement et le routage.

Réseaux de capteurs sans fil : Comme dans les réseaux sans fil, les problémes majeurs sont le
déploiement, le routage et I’ordonnancement avec plusieurs objectifs a satisfaire tels que la minimisation
d’énergie consommeée, minimisation de la densité¢ du réseau, minimisation de la latence, maximisation
de la durée de vie avec certaines contraintes telles que le type de capteurs (homogénes/ hétérogénes) et
la topologie [84]. Plusieurs travaux sont faits dans ce contexte tel que [85, 86].

Cloud Computing : L’affectation des machines virtuelles sur des machines physiques nécessite la
recherche d’une solution optimale parmi les solutions non-dominées qui minimisent simultanément le
gaspillage total des ressources et la consommation d’énergie ; ce probléme est étudié dans [87]. Mezmaz
et al. [88] ont discuté le probléme d’ordonnancement d’applications paralléles a contrainte de priorité
sur des systémes de calcul hétérogénes avec deux objectifs : la minimisation du temps d’achévement et
la consommation d’énergie.

Energie renouvelable : Plusieurs problémes multi-objectif interviennent dans ce domaine tel que le
placement, le dimensionnement, la conception, la planification et le contrdle de ce type de systemes
d’énergie renouvelable et durable [89].

Conception de médicaments : La découverte de médicaments est un probléme multi-objectif avec
plusieurs critéres pharmaceutiques importants et des espaces de solutions vastes et complexes [90].

Robotique : La plupart des taches robotiques cachent plus qu’un objectif. L’une des techniques
utilisées est 1’apprentissage par transfert dont le principe est de réutiliser I’expérience acquise de
I’apprentissage de satisfaction d’un objectif pour apprendre un nouveau. Garcia et al. [91] ont décrit une
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approche en deux étapes. Durant la premiere étape, I’algorithme apprendra une politique optimisant un
objectif principal, en deuxiéme lieu on essaie d’éviter la dégradation de la performance du systéme,
toute en cherchant une nouvelle politique qui satisfait également un sous-objectif. D’autres problémes
sont traités tels que la planification du mouvement du robot dans un environnement incertain avec
dangers [92]. Herrera Ortiz et al. [93] ont proposé un algorithme pour résoudre le probléme de navigation
de robot autonome avec trois objectifs : minimiser la distance au but, maximiser la distance entre le
robot et I’obstacle le plus proche et maximiser la distance parcourue sur chaque configuration de champ.

Aéronautique et aérospatial : une conception optimale en ingénierie aéronautique et aérospatiale
est, par nature, un probléme multi-objectif et multidisciplinaire. On prend 1’exemple de la conception
d’un petit avion supersonique en tenant compte de sept objectifs : le poids, la portée, la longueur du
champ équilibré au décollage, la sonorité, la surpression, le nombre de Mach de vol et la taille de la
cabine ; certains d’entre eux ont été minimisés tandis que d’autres ont été maximisés [94]. Parmi les
travaux dans ce contexte, on cite [95, 96].

D’autres domaines sont présentés par Stadler [97] dans son livre, tels que I’économie, la planification
des ressources, la gestion des ressources renouvelables et les systémes de controle des avions.

1.10. Conclusion

Ce chapitre passe en revue 1’optimisation multi-objectif et les notions connexes les plus importantes
pour comprendre ce vaste domaine. Une variété de méthodes sont proposées pour résoudre différents
POMO mais il s’agit généralement des problémes de test continu et de petite taille. Les problémes réels
peuvent présenter des difficultés plus sérieuses que les fonctions benchmark pour trouver des solutions
adéquates [98] parlant surtout de problémes discrets et/ou a grande échelle qui sont plus difficiles a
résoudre. Malgré le manque de preuves théoriques qui démontre leur convergence, les méta-heuristiques
a base de population ont montré leur capacité de résoudre une variété de problémes réels compliqués
[98]. Dans le chapitre suivant, on discute 1’algorithme d’optimisation basé sur I’enseignement-
apprentissage classé dans la nouvelle génération des algorithmes a base de population.
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Chapitre 2: L’algorithme d’optimisation
basé sur I’enseignement-
apprentissage

2.1. Introduction

Un nombre important de méthodes et d’algorithmes d’optimisation sont développés. Parmi eux, les
algorithmes basés sur la population sont les plus populaires [8], car ils traitent un ensemble de solutions
a chaque itération, ce qui permet de générer un ensemble de solutions de Pareto bien réparties aussi pres
que possible du véritable front de Pareto, plus rapidement que les méthodes classiques. Ce type utilise
la stratégie d’amélioration itérative pour générer un ensemble de solutions proche du front de Pareto
réel. Il comprend de nombreux algorithmes tels que les algorithmes génétiques (GAs), 1’optimisation
par colonies de fourmis (ACO), I’optimisation par essaims de particules (PSO), les colonies d’abeilles
artificielles (ABC), I’optimisation de la recherche de bactéries (BFO), les algorithmes d’optimisation
immunitaire (IAs) et ’optimisation basée sur 1’enseignement-apprentissage (TLBO). L’algorithme
TLBO récemment proposé s’inspire du processus d’enseignement-apprentissage en classe. Le premier
TLBO mono-objectif est proposé par Rao et al [2], puis plusieurs variantes sont adaptées pour résoudre
différents problémes d’optimisation. Tels que : les problémes continus [99], les problémes binaires [100,
101], les problémes discrets [102, 103], les problémes a grande échelle [3], les problémes multi-objectif
[104, 105].

Le reste de ce chapitre est organisé comme suit. La section 2.2 présente le principe de base d’un
algorithme d’optimisation basé sur le processus d’enseignement-apprentissage. La section 2.3 passe en
revue les modifications et améliorations majeures proposées dans différentes variantes. Cette section
discute aussi les hybridations de cet algorithme avec d’autres méthodes mathématiques et algorithmes a
base de population. Alors que la section 2.4 se focalise sur les variantes et les modifications majeures
de TLBO développées pour résoudre les problémes multi-objectif. La section 2.5 représente les
domaines d’application de 1’algorithme TLBO. Alors que la section 2.6 discute les possibilités de
recherches futures dans ce contexte.
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2.2. Le principe de base d’un algorithme basé sur D’enseignement-
apprentissage

Un algorithme d’optimisation bas¢ sur ’enseignement-apprentissage est un algorithme a base
sociale. C’est I’imitation du processus d’enseignement-apprentissage dans la classe, introduit sous sa
forme mono-objectif par Rao et al. [2, 3]. Mais contrairement aux algorithmes traditionnels basés sur la
population, 1’algorithme Teaching-Learning Based Optimization (TLBO) se compose essentiellement
de deux phases : la phase d’enseignement (Teaching phase) et la phase d’apprentissage (Learning
phase), comme le montre la figure 2.1 et I’algorithme 2.1. Les apprenants obtiennent des connaissances
non seulement a partir de I’enseignement dispensé par un enseignant, mais aussi a partir de leur
interaction mutuelle [106] par le biais de discussions de groupe, de présentations et de communications
formelles. Chaque individu de la population est considéré comme un apprenant et les variables sont
considérées comme des sujets a apprendre. Apres avoir évalué les apprenants, le meilleur apprenant est
sélectionné pour devenir un enseignant pour la prochaine phase d’enseignement. Tandis que la phase
d’apprentissage sert a échanger les connaissances entre les apprenants. Plusieurs variantes de TLBO ont
besoin de paramétres communs seulement, telles que le critére d’arrét (nombre d’évaluations ou nombre
de générations) et la taille de la population.

Dans la phase d’enseignement, les apprenants apprennent par I’intermédiaire de ’enseignant. Ce
dernier essaie d’améliorer les résultats de ses apprenants. Chaque apprenant X; apprends aupres de
’individu le plus compétent de la population actuelle (enseignant), désigné par X7, prenant en
considération le niveau moyen de tous les apprenants X™¢%". Au cours de cette phase, un nouvel
apprenant X;**" est obtenu en utilisant I’équation (2.1).

XP =X+ (X" — Tpx™meem) @D

1
xmean = L9l X, 22)

Ou r;je [0,1] est un nombre aléatoire de la distribution uniforme ; Ty est le facteur d’enseignement
€ {1, 2} pour souligner I’importance de la qualité moyenne des apprenants X"*¢%"; et N est la taille de la
population.

Si F(X[*®") est meilleur que F (X;), alors X;**" remplacera X;, sinon il sera écarté.

Apres I’achévement de la phase d’enseignement, les apprenants actualisés participeront a la phase
d’apprentissage. Un apprenant interagit avec un autre apprenant, pour augmenter ses connaissances si
ce dernier a plus de savoir que lui. Pour chaque apprenant X;, un collégue X; est choisi au hasard pour

interagir avec lui suivant les équations (2.3) et (2.4) ou, r;€ [0,1] est un nombre aléatoire.
Si X; est meilleur que X; : X{*" = X; +1; X (X; — X;) (2.3)
Sinon Xinew = Xi + 1 X (Xl —X]) (24)

La nouvelle solution X{**" peut remplacer la solution actuelle X; si F(X**") est meilleure que F (X;),
sinon elle sera écartée.

Initialisation Ph . Phase )
del 2> nase P Sélection , ) »[ Sélection
cla d’enseignement d’apprentissage
population
|

Figure 2.1 : Les étapes principales d’un algorithme TLBO
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Algorithme 2.1 : Pseudo-code de I’algorithme TLBO de base

Les entrées : N le nombre d’individus (la taille de la population) ;
Les sorties : ’enseignant X7;

01 Initialisation aléatoire et évaluation des apprenants (individus)
02  Sélectionner XTle meilleur apprenant et calculer la moyenne X™é%"
03 Tant que la condition d’arrét n’est pas atteinte

04  Pour chaque apprenant // phase d’enseignement
05 Calculer Ty = round(1 + rand (0,1))

06 Mettre a jour 1’apprenant en utilisant 1’équation (2.1)

07  Fin pour

08  Evaluer les nouveaux apprenants
09  Accepter les nouveaux apprenants s’ils sont meilleurs que les anciens

10  Pour chaque apprenant // phase d’apprentissage
11 Sélectionner un autre apprenant aléatoire différent

12 Mettre a jour I’apprenant en utilisant 1’équation (2.3) ou (2.4)

13 Fin pour

14 Evaluer les nouveaux apprenants

15  Accepter les nouveaux apprenants s’ils sont meilleurs que les anciens
16  Mettre a jour ’enseignant et la moyenne X™€¢"

17 Fin tant que

2.3. Les améliorations et hybridations de TLBO

Depuis son introduction par Rao et al. [2], en 2011, plusieurs modifications sont faites sur cet
algorithme afin d’améliorer ses performances [8]. Les différentes variantes de TLBO peuvent étre
classées selon : les améliorations de processus d’enseignement-apprentissage et les hybridations avec
d’autres méthodes d’optimisation.

2.3.1. Les algorithmes TLBO améliorés

Dans ce qui suit, quelques modifications majeures liées au TLBO sont passées en revue :

- L’apprentissage oppositionnel et quasi-oppositionnel : Dans les travaux [107, 108, 109] et
d’autres, la population initiale est générée en utilisant une technique appelée 1’apprentissage
oppositionnel/quasi-oppositionnel [8]. Une population de N apprenants est générée d’une
maniére aléatoire ensuite une population opposée (quasi-opposée) de ces apprenants est créée
suivant le principe décrit sur la figure 2.2. Ensuite, les N meilleurs apprenants entre ces deux
populations sont sélectionnés comme population initiale.

le= ai+ bi—xi

Le point x; 0 Le pointopposé x
+ + o +

a; Le point quasi-opposé x?o b;
qo _ ai+h; o aitb;
;= T+rand. (x; —T)

Figure 2.2 : L’apprentissage oppositionnel et quasi-oppositionnel

- Paramétres adaptatifs : Généralement, c’est une bonne idée d’encourager les apprenants a
découvrir les sujets divers au cours des premicres étapes de la recherche. Au cours des étapes
ultérieures, il faut ajuster finement les connaissances des apprenants afin qu’ils soient plus
experts. Suivant cette stratégie et selon le brief commun que ’exploration est faite au cours des
premiéres étapes et 1’exploitation est plus activée dans les étapes ultérieures, Cao et al. [110] ont
introduit un facteur de pondération adaptatif ajustant les mouvements des individus. La notion
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de poids a été introduite aussi dans [111] et [112] pour simuler le phénoméne d’oubli d’une partie
de connaissances requises ; seuls quelques individus peuvent atteindre leur objectif. Tandis que
Li et al. [113] ont proposé d’utiliser un poids d’inertie ajustant I’influence de I’apprenant et un
coefficient d’accélération ajustant la taille du pas d’apprentissage. Alors que dans [114], les
valeurs aléatoires dans les équations (2.1) (2.3) et (2.4) sont remplacées par la constante
d’enseignement/apprentissage ajustée, dynamiquement et respectivement, en fonction de la
fitness de 1’apprenant, la génération actuelle et la génération maximale.

Un systeéme a population variable a été proposé dans [115], ou la taille de la population varie
durant le processus de recherche. Pour la diminuer, les individus les plus similaires seront
¢liminés alors que pour augmenter la taille de la population de nouveaux individus seront générés
avec une variance et une moyenne déterminées [8]. Tandis que dans [116], la taille de la
population participante dans chaque phase est proportionnelle a la moyenne des solutions
réussites dans la phase en question.

- Sélection et remplacement : Dans [116], une nouvelle solution générée dans les phases
d’enseignement et d’apprentissage sera un membre de la nouvelle population lorsque sa fitness
est supérieure a la moyenne des apprenants de la population précédente. Rao et Patel [117] ont
proposé de choisir les meilleures solutions comme solutions d’élite a chaque génération. Aprés
avoir passé le processus d’apprentissage (enseignement et apprentissage), les Y pires individus
de la population sont remplacés par les individus d’élite et une stratégie de mutation des doublons
est appliquée (voir la figure 2.3).

=2

©

3 . :

g Remplacement Y solutions . Population de la
g P Mutation génération

.= > ———» .

,Lg des doublons suivante

g Les Y pires Les Y solutions

~~ solutions de I’¢lite

Figure 2.3 : Remplacement des pires apprenants par les meilleurs trouvés durant le processus de recherche

- Phases supplémentaires : Dans [118], une phase d’autoformation est exécutée par les
enseignants pour augmenter la capacité de recherche locale. Alors que dans [119], la phase
d’apprentissage est remplacée par deux phases : la phase d’apprentissage mutuel et la phase
d’auto-apprentissage. Dans la variante fournie dans [120], deux phases supplémentaires sont
introduites dans 1’algorithme TLBO basique : une phase d’apprentissage par auto-rétroaction
(auto-feedback) apres la phase d’enseignement, et une phase de mutation et croisement apres la
phase d’apprentissage pour améliorer 1’exploration de 1’algorithme. Aprés les deux phases
conventionnelles, une phase appelée chaotique est introduite par Farah et al. [121], un nouvel
individu perturbé est généré de chaque apprenant existant.

- Stratégies intégrées : Différentes stratégies sont utilisées dans les deux phases. Krishna et Sao
[122] ont introduit I’apprentissage tutoriel et I’apprentissage autonome, respectivement, dans la
phase d’enseignement et d’apprentissage. Une phase d’apprentissage auto-motivé et une phase
d’apprentissage tutoriel sont considérées dans la phase d’apprentissage [123]. Raja et al. [124]
ont proposé une variante de TLBO ou la méthode de formation par tutoriel et la méthode d’auto-
apprentissage sont incorporées respectivement dans la phase d’enseignement et la phase
d’apprentissage. Alors que dans LETLBO (TLBO with Learning Experience of others) [125],
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les apprenants dans les deux phases utilisent des possibilités al¢atoires pour sélectionner la
stratégie originale ou bien la méthode d’apprentissage basée sur les expériences des autres (voir

la figure 2.4).
Enseignement Apprentissage
dans LETLBO dans LETLBQ

randl <

randl <
rand2

I

rand2 A ‘
Sélectionner un Sélectionner
apprenant deux apprenants
aléatoirement aléatoirement
Mettre a jour
Mettre a jour I ailgleirsl:;l: cn v — v‘ .
Iapprenant en I’apprentissage .. T eHre a Jour
utilisant la stratégie basé sur Mettre a jour appre%nant en
décrite dans la o , I’apprenant en utilisant
phase d’enseignant Pexpérience d’un utilisant la I’apprentissage
de TLBO de base autre apprenant stratégie décrite basé sur
sélectionné dans la phase I’expérience de
aléatoirement d’apprentissage deux autres
de TLBO de base apprenants
sélectionnés
aléatoirement
Sélection
Sélection

l i

Figure 2.4 : L’organigramme des deux phases modifies de la variante LETLBO

- Partition de la population : Dans [126] la population est divisée en k sous-populations selon la
distance Euclidienne entre les apprenants. Alors que dans [127] et afin d’augmenter la diversité,
les apprenants sont divisés en petits groupes dynamiques selon la distance euclidienne. Lors de
la phase d’enseignement, les individus du méme groupe sont affectés par la moyenne de leur
groupe seulement. Une approche de regroupement adaptatif d’apprenants a été utilisée dans
[128]. Ou, les groupes sont formés en fonction de leur distribution dans 1’espace de recherche.
Une variante a deux niveaux hiérarchiques a été proposée dans [129]. Des sous-essaims sont
construits d’une maniére aléatoire et évolués de maniére indépendante. Et les meilleurs
apprenants de cette couche construisent un autre essaim dans la couche supérieure pour suivre
un certain processus d’apprentissage (voir la figure 2.5). Aprés quelques itérations, les sous-
essaims sont reconstruits.
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Niveau supérieur

FRe

Figure 2.5 : Population multi-essaim avec deux niveaux hiérarchiques

2.3.2. Les algorithmes TLBO hybrides

Niveau inférieur

L’algorithme d’optimisation basé sur 1’enseignement-apprentissage (TLBO) a été combiné avec
d’autres algorithmes d’optimisation et techniques de recherche. Le tableau 2.1 résume quelques
exemples d’hybridations développées.

Tableau 2.1 : Exemples d’hybridations de TLBO avec d’autres algorithmes et techniques de recherche

Combiné avec Référence
La fonction de recherche locale [130]
L’opérateur de recuit simulé [131]
La méthode de quasi-Newton [132]
La stratégie d’approximation stochastique a perturbation [133]
simultanée
Techniques de La méthode d’information sur I’expérience et mutation [134]
recherche différentielle
La topologie de voisinage en anneau [135]
L’apprentissage par 1’échantillonnage gaussien [136]
La recherche tabou robuste [137]
La stratégie de correction d’erreur [138]
Des principes de la théorie des graphes [139]
L’algorithme d’optimisation par essaim de particules (PSO) [140, 141]
Evolution différentielle (DE) [142]
Algorithme génétique (GA) [143]
Algorithmes Algorithme de recherche par Coucou (CSA) [144]
d’optimisation Colonie d’abeilles artificielle (ABC) [145]
L’algorithme de la recherche d’harmonie (HS) [146]
Les réseaux de neurones [147]
Les réseaux de neurones flous [148]

Par la suite, quelques travaux dans ce contexte sont classés selon le but de I’hybridation.

Améliorer la génération de la population initiale : Une méthode d’initialisation en deux étapes
TSI a été utilisée dans [149] pour I’initialisation de la population, ensuite le TLBO de base a été

exécuté.
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- Accélérer la procédure de recherche: 1’algorithme d’optimisation hybride basé sur
I’enseignement-apprentissage par essaim de particules multi-objectif (HTL-MOPSO) est
proposé par Cheng et al. [140], afin d’améliorer et d’accélérer la capacité de la procédure de
recherche. Car dans le MOPSO canonique, il y a un manque d’interaction et de partage
d’informations entre les particules. Les phases d’enseignement et d’apprentissage apportent cette
notion manquante au HTL-MOPSO.

- Equilibrer la recherche locale et globale : Dans [132], une méthode quasi-Newton a été
intégrée a 1’algorithme TLBO pour améliorer ses capacités de recherche locale. Ou Qu et al. ont
utilis¢ TLBO pour effectuer une recherche globale et la méthode quasi-Newton pour raffiner, en
faisant la recherche locale. Dans [133], pour la méme raison d’équilibrer la capacité
d’exploration globale et I’exploitation locale, TLBO a été combiné avec une stratégie
d’approximation stochastique a perturbation simultanée. Alors que Wang et al. [134] combinent
les méthodes d’information sur 1’expérience et la mutation différentielle avec TLBO.
L’intégration de la premiére a été réalisée avant le processus d’apprentissage pour définir la
direction de la recherche et donner des informations sur les tendances. Alors que la deuxiéme a
été adoptée pour améliorer la diversité de la population. Dans 1’algorithme hybride HTLBO-HS
qui a été proposé dans [146], la recherche d’harmonie a été utilisée pour optimiser 1’enseignant
actuel. Alors qu’une méthode de recherche locale a été utilisée pour équilibrer les capacités
d’exploration et d’exploitation. Généralement, les optimums globaux sont proches des optimums
locaux. Pour cette raison, une topologie de voisinage en anneau a été introduite dans [135].
Chaque apprenant échange des informations avec ses deux voisins.

- Améliorer la précision : Le nombre aléatoire dans les deux phases a été remplacé par une
distribution de Cauchy, dans [138]. Aussi une stratégie de correction d’erreur est utilisée.
L’hybridation de TLBO avec ces deux stratégies a résolu le probléme de précision et a amélioré
la capacité d’auto-ajustement et antiblocage.

2.4. TLBO pour les problémes multi-objectif

2.4.1. Le premier MOTLBO

Le premier algorithme TLBO multi-objectif est développé par Niknam et al [71]. Par la suite,
plusieurs algorithmes multi-objectif sont proposés. Dans 1’algorithme proposé, la mutation a ét¢ utilisée
pour éviter la convergence prématurée. Alors que, le probléme a été résolu avec la méthode
mathématique Min-Max, aucun mécanisme de tri de solutions n’a été utilisé.

2.4.2. Adoption de tri non-dominé (NDS) et distance d’encombrement (CD)

Zou et al. [150] ont développé 1’approche TLBO multi-objectif (MOTLBO) basée sur les deux
mécanismes de tri non-dominé (NDS : Non-Dominated Sorting ) et de distance d’encombrement (CD :
crowding Distance), adoptés de ’algorithme génétique NSGA-II. Notons que le pseudo-code des deux
mécanismes est présenté dans I’annexe 4. Comme le montre ’algorithme 2.2, une archive externe est
utilisée pour stocker les meilleurs apprenants. Un enseignant est sélectionné parmi les archives externes,
avec la plus grande distance d’encombrement. La nouvelle solution remplace 1’ancienne dans deux cas,
si elle la domine ou bien si elles sont incomparables. Dans le deuxiéme cas, une probabilité de
replacement a été utilisée, en retournant une piéce de monnaie. Différemment de 1’algorithme de base,
le facteur d’enseignement varie entre 1 et 2 et le nombre aléatoire est exclu dans la phase
d’apprentissage.
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Algorithme 2.2 : Pseudo-code de I’algorithme MOTLBO [150]

Les entrées : N le nombre d’individus (la taille de la population), condition d’arrét ;
Les sorties : I’archive A ;

01 Initialisation aléatoire et évaluation des apprenants

02 Trier les apprenants en appliquant le tri non-dominé et la distance d’encombrement
03 Conserver la population dans I’archive A

04 Tant que la condition d’arrét n’est pas atteinte

05  Calculer la moyenne X™e4"

06  Pour chaque apprenant X; // phase d’enseignement
07 Sélectionner un enseignant X7 du premier front avec la distance d’encombrement maximale
08 Calculer Tr = 1 + rand (0,1)

09 Mettre a jour I’apprenant X; en utilisant 1’équation (2.1)

10 Evaluer le nouvel apprenant X/*¢%

11 Si X[*®" domine X; alors remplacer X; par X[**"

12 Sinon Si X; et X]** sont incomparables et rand < 0.5 alors remplacer X; par X**"

13 Fin si

14 Fin sinon

15 Fin pour

16  Pour chaque apprenant X; // phase d’apprentissage
17 Sélectionner un autre apprenant X; différent de X;

18 Si X; domine X; alors

19 Mettre & jour I’apprenant en utilisant X;'*" = X; + (X; — X;)

20 Sinon Mettre & jour ’apprenant en utilisant X7**" = X; + (X; — X;)

21 Fin sinon

22 Evaluer le nouvel apprenant X/*¢¥

23 Si X/**" domine X; alors remplacer X; par X/*¢"

24 Sinon Si X; et X[**" sont incomparables et rand < 0.5 alors remplacer X; par X**"

25 Fin si

26 Fin sinon

27 Fin pour

28  Meélanger la population avec 1’archive A

29  Trier le tout en appliquant le tri non-dominé et la distance d’encombrement
30  Sélectionner les N meilleurs apprenants parmi 2N triés

31 Mettre a jour la population et 1’archive

32 Fin tant que

2.4.3. Apprentissage auprés de plusieurs enseignants

Dans le méme contexte d’adoption de mécanismes pour trier les solutions générées, Lin et al. [151]
ont utilisé la méthode de construction d’un ensemble non-dominé proposé dans [152] au lieu de tri non-
dominé de NSGA-II. Seules les solutions du premier front figurent dans cet ensemble. Chaque apprenant
X; est compar¢ a chaque apprenant X; dans I’ensemble non-dominé. Si X; est domin¢ par un apprenant
X;, Xj sera supprim¢ de I’ensemble. Si I’apprenant X; n’est pas dominé par aucun apprenant de
I’ensemble non-dominé, ce dernier sera ajouté a cet ensemble. Afin de sélectionner les enseignants, la
distance d’encombrement a été calculée entre les solutions de 1’ensemble non-dominé, seulement, ce
qui réduit la complexité de I’algorithme.

Dans I’algorithme MOTLBO proposé dans [151] (voir la figure 2.6), I’apprentissage dans la phase
d’enseignement est effectué¢ par plusieurs enseignants X]-T, j €{1,2,...k}, ’apprenant X; est mis a jour

suivant I’équation (2.5). Sachant que Ty ; est calcul€ par les €quations (2.6) et (2.7)

X":new = Xl + 2?:1 Ti,j' (X]T - Tf,] Xmean) (25)
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Alors que, dans la phase d’apprentissage, pour chaque apprenant X;, un autre apprenant X; différent
est sélectionné aléatoirement. L’apprenant est mis a jour suivant le méme principe de 1’algorithme
proposé par Zou et al [150], en utilisant les équations de I’algorithme de base (2.3) et (2.4). Tandis que
I’opérateur de sélection est comme suit : Les deux solutions X; et X[*®" sont comparées au sens de
Pareto. Si X[**" domine X;, elle sera ajoutée a la population et X; sera déposée. Si les deux sont égales
au sens de Pareto et suivant le méme principe dans [150], une pi¢ce de monnaie sera retournée pour

déterminer la solution acceptée.

Initialisation de la population

q

Construction de I’ensemble non-dominé

Calculer la distance d’encombrement (CD) Phase :
i d’enseignement :

Sélectionner les enseignants selon (CD)

Mettre a jour les apprenants en utilisant 1’équation (2.5)

Sélectionner aléatoirement deux apprenants X; et X;

¢ Phase

| Non Oui d’apprentissage i
! Si X; domine X; PP 8 i
! v v !
E Mettre a jour I’apprenant selon Mettre a jour ’apprenant selon |
é I’équation (2.3) I’équation (2.4) i
Appliquer I’opérateur de sélection
Non

Criteére d’arrét ?

Oui

Figure 2.6 : L’organigramme de 1’algorithme MOTLBO de [151]
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2.4.4. Facteur d’enseignement adaptatif

Dans 1’algorithme TLBO de base, le facteur d’enseignement peut étre 1 ou 2. Suivant le principe de
« tout ou rien », dans le premier cas I’apprenant n’apprend rien aupres de son enseignant et dans le
deuxiéme il apprend toutes les connaissances de son enseignant. Cette pratique ne représente pas le
phénomene réel du processus, ou les apprenants peuvent apprendre des connaissances avec des
proportions différentes et qui varient du « tout » vers « rien ».

De ce fait, Rao & Patel [153, 154] ont proposé un facteur d’enseignement adaptatif. Les grandes
valeurs de ce facteur accélérent la recherche mais ne permettent pas une bonne exploration de 1’espace
ce qui peut provoquer une convergence prématurée vers des optimums locaux. Alors que, les petites
valeurs permettent une recherche plus fine a petits pas mais provoquent une convergence plus lente.
Pour chaque enseignant X J-T, un facteur de T ; est calculé en se basant sur la moyenne X™¢%™, suivant
I’équation (2.6). Alors que dans [151], le facteur est calculé par I’équation (2.6) et normalisé par la suite
suivant 1’équation (2.7).

xmean
Tf,] = T ,] = 1,2,...,k (26)
]
Z,Si Tf,] > 2
Tf,j = Tf,j ,s11 < Tf’j <2 (27)
1,Si Tf,] <1

Un facteur d’enseignement adaptatif Ty qui dépend des résultats de ’apprenant i et I’enseignant de

son groupe j est utilisé dans [105]. Dans ce travalil, et a la différence des deux travaux précédents, le
facteur est calculé dans 1’espace objectif et non pas 1’espace de recherche par 1’équation suivante :

f(X) . T
sif(X;)#0
Tf,ij = f(x}r) J

1 sinon

(2.8)

2.4.5. Sélection auto-adaptative de I’approche d’apprentissage

Un algorithme TLBO multi-objectif auto-adaptatif (SA-MTLBO) est proposé dans [155, 156]. Pour
chaque apprenant X;, I’approche d’apprentissage (une des deux phases) est sélectionnée de manicre
auto-adaptative, selon son niveau de connaissances défini par son rang. L’apprenant choisit une des deux
phases a suivre a chaque itération. Une probabilité P; est calculée en fonction du rang de I’apprenant et
la taille de la population. Le tri non-dominé et le calcul de distance d’encombrement sont adoptés pour
obtenir une relation d’ordre total entre les solutions suivant la régle : en comparant deux solutions, une
solution est rangée i et I’autre est rangée j tel que i < j, si front (i) < front (j) oubien front (i) =
front (j) et CD(i) > CD(j). Sachant que N est la taille de la population, chaque solution i obtient un
rang R; défini par :

Ri=N—-ii=12..N (2.9)

Selon I’équation (2.9), les meilleures solutions obtiennent un rang R; plus élevé. Par la suite, la
probabilité de sélection P; € [0,1] est calculée par :

P, =05(1—cos(3F)),i=12,.,N (2.10)
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Figure 2.7 : La probabilité de sélection P; de 100 apprenants rangés [155].

Apres avoir calculé la probabilité, la méthode de sélection de I’approche d’apprentissage (la phase)
est appliquée suivant I’algorithme (2.3). Les meilleurs apprenants sont plus susceptibles de choisir la
phase d’apprentissage, ce qui améliore la diversité de la population. Et pour améliorer la capacité de
convergence, les autres apprenants sont plus susceptibles de choisir la phase d’enseignement. Les
résultats prouvent que cette méthode de sélection améliore les performances de 1’algorithme, comparé
a ceux de I’exécution en série des deux phases.

Algorithme 2.3 : Sélection auto-adaptative de la phase

Les entrées : la population ;
Les sorties : appel a une phase ;

01 Assigner les apprenants a des fronts en utilisant NS

02 Calculer la distance d’encombrement (CD)

03 Assigner un rang R; a chaque solution i en utilisant I’équation (2.9)

04 Calculer la probabilité P; de chaque solution i en utilisant I’équation (2.10)
05 Pouri = 1aN

06  Sirand = P; alors

07 Employer la phase d’enseignement
08 Sinon

09 Employer la phase d’apprentissage
10 Fin si

11 Fin pour

2.4.6. Apprentissage en groupe

Afin d’augmenter les capacités d’exploration et exploitation de 1’algorithme, les auteurs de [153,
154, 105] ont utilisé une technique d’apprentissage en groupe. Les apprenants sont divisés en groupes,
un enseignant est sélectionné pour chaque groupe. La moyenne du groupe est utilisée dans la phase
d’enseignement, au lieu de la moyenne de la population. Si les résultats d’un groupe sont satisfaisants,
ce groupe est attribué a un meilleur enseignant. Le probléme bi-objectif dans les travaux présentés est
transformé en un probléme mono-objectif f(X). L’enseignant en chef X, est celui ayant la meilleure
fitness Ty = f(X.). Les autres (k — 1) enseignants sont sélectionnés en se basant sur la fitness de
I’enseignant en chef suivant 1’équation (2.11). Par la suite, les apprenants sont affectés a leurs
enseignants, suivant I’algorithme (2.4).
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To=fXo) £ri* f(X)s=23,...k (2.11)

Algorithme 2.4 : Affectation des apprenants a des enseignants

Les entrées : les apprenants, les enseignants ;
Les sorties : groupes d’apprenants ;

01 Pouri=1aN % taille de la population
02 SiT) < f(X;) < T,

03 Affecter I’apprenant X; a ’enseignant 1

04 Sinon

05 SiT, < f(X) < Ts

06 Affecter I’apprenant X; a I’enseignant 2
07 Sinon

08 e

09 Affecter I’apprenant a I’enseignant k
10 Fin si

11 Fin si

12 Fin pour

2.4.7. L’apprentissage par tutoriel

Pendant les heures de tutorat, les apprenants peuvent également apprendre en discutant avec leurs
camarades de classe et leurs enseignants. De ce fait, un mécanisme d’apprentissage par tutoriel est
incorporé dans la phase d’enseignement. Les apprenants sont mis a jour en appliquant I’équation (2.12).
Tel que I’apprenant X; est sélectionné al¢atoirement.

xrew — { X+ (X7 = TeX™e) + 1y (X, = X)) sif(X) < f(X)) (212)

Xi + 1 (XT = TpX™e) + 1 (X; — X)) sinon

2.4.8. L’auto-apprentissage

Suivant I’idée de la possibilité d’existence d’une motivation chez les apprenants pour s’auto-
apprendre afin d’améliorer leurs connaissances, une phase d’auto-apprentissage est ajoutée au processus
apres la phase d’apprentissage en utilisant 1’équation (2.13) [153]. Ou X4y €t Xinin, sont les limites
supérieures et inférieures de 1’espace de recherche. Alors que dans [105], 1’auto-apprentissage est ajouté
a la phase d’apprentissage avec un facteur d’exploration aléatoire F, = round(1 + rand), pour
améliorer les connaissances avec 1’aspect supplémentaire d’auto-apprentissage. Les apprenants sont mis
a jour dans la phase d’apprentissage en appliquant 1’équation (2.14).

XineW = Xi + 7/'i(Xmax - Xmin) (2-13)
xnew — Xi+n(Xi—X)+n(XT-FX) sif(X) < £(x;) .14
Xi+n(X—X)+n(XT-FX) sinon

2.4.9. Instruction individualisée

Inspiré par 1’éducation moderne, ou I’apprentissage est devenu plus flexible, le processus
d’apprentissage doit répondre aux besoins des individus pour les aider a s’améliorer. Des modifications
majeures sont faites dans I’algorithme multi-objectif a instruction individualisée TLBO (INM-TLBO)
[98]. Les mécanismes de tri non-dominé et de distance d’encombrement sont utilisés dans cet
algorithme. Mais ils ont proposé un nouveau mécanisme de sélection appelé instruction individualisée,
ou la population est divisée en leaders avec un rang égal a 1 et tous les autres sont considérés comme
des suiveurs. La modification centrale est I’opérateur de désignation, ou chaque suiveur est affecté a son
chef approprié en fonction de ses besoins spécifiques. La distance entre un suiveur et les leaders, qui le
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dominent et qui ont un rang minimal, est calculée dans 1’espace de décision. Ensuite, le plus proche est
choisi pour étre celui qui convient & ce suiveur. Les suiveurs qui partagent le méme leader sont
considérés comme un groupe [98]. Une sélection selon le principe de la roue a roulette est utilisée pour
sélectionner les objets interactifs appropriés pour la phase d’apprentissage ou bien choisir 1’enseignant
de leaders. Une solution avec une plus grande distance d’encombrement a plus de chances de participer
comme un objet interactif / enseignant de leaders.

@ Leader

®  Suvewr
. . - Apprenzant opérationnel
Avecune distance mmmimale Enseignant

Figure 2.8 : L’opérateur de désignation d’enseignant dans INM-TLBO [98]

Comme le montre la figure 2.8, I’ensemble de solutions dominantes de I’apprenant F ZF contient cinq
apprenants (A, B, C, G et H). Les apprenants ayant le rang non-dominé le plus petit (solution du premier
front) sont A, B et C. Parmi eux, il est supposé que 1’apprenant le plus proche a F dans I’espace de
décision est B. Ce dernier est désigné comme enseignant de I’apprenant F. De la méme manicre, D est
désigné comme enseignant de I’apprenant 1. Pour la désignation de I’objet interactif, représentée sur la
figure 2.9, les apprenants A et E ont la plus grande probabilité pour étre sélectionnés pour participer
comme des objets interactifs, dans la phase d’apprentissage. A la différence de la roue a roulette pour la
désignation de I’objet interactif, celle de la désignation de 1’enseignant des leaders contient cinq choix
seulement, qui sont les leaders (A, B, C, D, E).

Ordre descendant

G

Figure 2.9 : L opérateur de désignation de I’objet interactif de INM-TLBO [98]
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2.5. Domaines d’application de I’algorithme TLBO

Quoique TLBO est relativement nouveau par rapport a d’autres algorithmes basés sur la population,
et comme le montre le tableau 2.2, I’algorithme et ses variantes sont largement appliqués dans divers

domaines.
Tableau 2.2 : Quelques domaines d’application de 1’algorithme TLBO
Domaine Description de I’application Référence
TLBO a été utilisé pour résoudre le probléme du flux [157, 158]
d’énergie.
Energie ITLBO a été proposé pour maximiser les suiveurs de [159]
points d’énergie dans un systéme photovoltaique.
TLBO est appliqué afin de gérer 1’énergie dans un [160]
micro-réseau.
L’algorithme a été modifié pour I’amélioration de [161]
Traitement I’image.
d’image TLBO a été proposé pour la compression des images [162]
satellitaires.
Un algorithme TLBO basé sur les réseaux de neurones [148]
L. flous a été proposé pour estimer 1’age dentaire.
Médecine . - o . .
Une version hybride a été proposée pour supprimer le [163]
bruit dans les images IRM
Une variante hybride a été présentée pour résoudre le [164]
) probléme de navigation des robots mobiles.
Robotique . T
Deux variantes de TLBO ont été utilisées dans la [165]
conception optimale d’un robot manipulateur.
Une variante de TLBO a été proposée pour résoudre [166]
un probléme de localisation distribuée sans portée
Les réseaux pour les réseaux de capteurs sans fil
informatiques Des principes de la théorie des graphes ont été utilisés [139]
avec TLBO pour optimiser la configuration d’un
cyber-réseau.
Une version de TLBO est utilisée pour la classification [167]
des données.
Data Mining TLBO a été combiné avec les résecaux de neurones [147]
pour résoudre un probléme de classification de
données.
Gestion et Un modele hybride a été proposé pour une allocation [168]
économie optimale du budget du gouvernement.
Un TLBO-observateur a été proposé pour optimiser la [169]
Conception et conception de structures.
2S-TLBO basé sur deux stages a été utilisé pour [170]

production

résoudre le probléme d’ordonnancement flexible dans
les ateliers de production.
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2.6. Les enjeux suspendus et les futures tendances de TLBO

TLBO dispose d’un fort potentiel pour résoudre différents problémes. Malgré sa nouveauté il a réussi a
ouvrir un petit monde dans le domaine d’optimisation [106]. Selon [106], les possibilités de recherches
futures sur TLBO peuvent étre résumées dans les points suivants :

- Le réglage de parameétres : La définition des paramétres affecte 1’efficacité et la précision de
I’algorithme. Les performances de I’algorithme peuvent étre améliorées par 1’ajustement
approprié des paramétres. Comme nous 1’avons déja mentionné, cet algorithme est simple et
facile a mettre en ceuvre et avec peu de parametres : la taille de la population, le facteur
d’enseignement et le facteur aleatoire. Dans TLBO de base, le facteur d’enseignement Ty est €gal
a 1 ou 2. Ce qui cause une perte possible de la diversité et peut munir la recherche vers un échec
ou bien une convergence prématurée.

- Renforcement de bases théoriques : Le comportement de 1’algorithme TLBO a été toujours
compris a partir de ses résultats expérimentaux et il n’a pas de base mathématique. Le
développement d’un ensemble de théories mathématiques permet d’étudier I’impact de changer
des paramétres et les ajuster dynamiquement selon la taille du probleme par exemple. Ce qui
facilite I’étude et la résolution d’un grand nombre de problémes.

- Réduction de la complexité : TLBO est devenu 1’un des fameux algorithmes d’optimisation
modernes et de plus en plus de nouvelles variantes apparaissent et continuent a apparaitre.
Comme nous ’avons déja discuté, I’algorithme de base a connu plusieurs améliorations et
hybridations avec d’autres algorithmes afin d’augmenter ses performances. Mais cette
émergence a conduit vers une augmentation de la complexité et perte de simplicité de
I’algorithme de base. D’ou la nécessité d’assurer la simplicité et la convergence rapide dans les
futures variantes a proposer.

- Traitant les problémes complexes et réels: Avec le développement technologique et
industriel, un grand nombre de problémes complexes a grande échelle ont émergé. Alors qu’une
seule variante [3] a été développée dans ce contexte. Passant en revue les travaux réalisés en
utilisant TLBO, un grand nombre d’entre eux a été dédi¢ a des problemes continus. Alors que la
plupart des problémes dans la vie réelle sont discrets.

2.7. Conclusion

Dans ce chapitre, nous avons passé€ en revue les notions les plus importantes pour comprendre le
fonctionnement de I’algorithme d’optimisation basé sur 1’enseignement-apprentissage. Plusieurs
améliorations sont apportées et des mécanismes tres intéressants sont adoptés. TLBO a montré des
capacités prometteuses pour résoudre différents problémes, parmi eux, les problémes multi-objectif qui
nous intéressent. L’étude bibliographique faite dans ce chapitre nous a motivé pour développer une
variante de TLBO permettant de résoudre le probleme de regroupement d’objets bi-objectif. Cette
approche sera discutée dans le chapitre 6.
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Chapitre 3: La robotique en essaim

3.1. Introduction

Un systéme multi-robot a une variété d’avantages par rapport au robot monolithique [171].
Premiérement, la conception d’un robot monolithique capable d’accomplir différentes tiches, dans des
conditions environnementales variées, est difficile [171]. En plus, un robot monolithique a une faible
tolérance aux fautes [172, 173] (non robuste). Une petite panne d’un capteur peut empécher
I’accomplissement de la tache. D’autre part, un systéme multi-robot s’adapte aux changements. Il peut
bénéficier de I’hétérogénéité de ses individus pour accomplir des taches qui nécessitent différentes
capacités, et de son homogénéité pour couvrir la panne de certains individus. Une branche théorique et
méthodologique, appelée robotique en essaim, pousse 1’approche multi-robot a son extrémité, concevant
un systéme multi-robot « intelligent » [172] avec des robots beaucoup moins intelligents, voire naifs.

La robotique en essaim attire de plus en plus ’attention de la communauté de recherche [172], en
s’inspirant des comportements intelligents observés chez les insectes sociaux tels que les fourmis, les
abeilles, les termites [174] et d’autres systémes auto-organisés' tels que les oiseaux, les poissons et les
mammiféres [172]. Un essaim a 1’avantage de trouver son équilibre (de s’autoorganiser) méme si
quelques individus sont tombés en panne, d’autres individus sont intégrés ou bien les conditions de
I’environnement sont changées. Ces propriétés sont appelées respectivement scalabilité, robustesse et
flexibilité [173, 175, 176]. Les chercheurs ont montré que le systéme en essaim surmonte le systéme
monolithique ou bien le systéme multi-robot général par rapport a ces 3 caractéristiques. Pour ces raisons
et d’autres, ce domaine de recherche reste toujours trés actif et de plus en plus adopté dans I’industrie
[174].

Le reste de ce chapitre est organisé comme suit. La section 3.2 discute la source d’inspiration et la
motivation pour laquelle la robotique en essaim a été étudiée. Les notions de base nécessaires pour
comprendre ce domaine sont discutées dans la section 3.3. Dans la section 3.4, on décrit les trois
propriétés caractérisant le systéme en essaim. Et dans la section 3.5, la taxonomie la plus concise est
présentée. Ensuite, quelques scénarios étudiés dans la robotique en essaim sont présentés dans la
section 3.6. Alors que dans la section 3.7 et la section 3.8, on s’est focalisé sur le probléme traité dans
ce travail en présentant les travaux proposés pour résoudre le probleme d’énergie et le probléme de
regroupement d’objets, respectivement. Dans la section 3.9, les simulateurs et les robots physiques les
plus récents et/ou les plus utilisés dans la robotique en essaim sont exposés. Tandis que la section 3.10
présente les applications potentielles et les limitations de la robotique en essaim.

! L’auto-organisation est la combinaison de 4 régles principales : feedback positif, feedback négatif, I’aléatoire,
et les interactions multiples [199], voir section 3.3.7
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3.2. Motivation et sources d’inspiration

Plusieurs comportements observés dans la nature ont été considérés comme des aspects étranges et
mystérieux [175], ce qui a poussé les chercheurs a étudier les systémes naturels produisant ces
comportements. Au cours des derniéres décennies, ils ont démontré que la production de ces
comportements extraordinaires [177] ne nécessite pas des connaissances individuelles sophistiquées,
une planification ou bien un chef d’équipe. Les systémes naturels étudiés, tels que les fourmis, les
abeilles, les oiseaux, les poissons, etc. [172, 174], sont devenus par la suite la source d’inspiration d’une
grande variété d’algorithmes tels que [178, 179, 180, 181]. Les individus ne sont pas informés du statut
global de I’organisme, et leurs comportements ne sont pas guidés par un plan ou un chef [175]. Un
individu est incapable d’accomplir la tiche tout seul, a cause de ses connaissances et capacités limitées.

Ces systémes naturels peuvent accomplir des taches vues au niveau macro comme étant des taches
complexes, comparées a la simplicité de 1’individu, telles que le suivi de sentier des fourmis, la danse
des abeilles melliferes, la construction de la termitiere, la construction du nid de guépes, bancs de
poissons et flockage d’étourneaux?® [175, 177]. 1ls sont aussi capables d’échanger des informations sur
la localisation de la nourriture et la présence d’un danger, tout en utilisant une interaction locale [173]
implicite a travers les changements faits dans ’environnement, appelée stigmergie® [175]. Chaque
individu modifie son comportement selon les changements précédents de ces collégues. Aprés une
certaine quantité de changements et d’interactions locales, une organisation émergente auto-organisée
est observée.

Tableau 3.1 : Quelques comportements en essaim observés dans la nature

Le systéme naturel Le comportement en essaim Exemple*

Banc de poissons [182] :

Les poissons nagent ensemble, ou

. chaque individu maintient, d’une

Les poissons i, .
maniére continue, une zone de

répulsion avec ses voisins pour

éviter les collisions.

Motilité d’essaimage [183] :

Des motifs dendritiques sont formés

par la migration d’une population
Les bactéries bactérienne sur une surface solide. Il

est observé que l’essaim est plus

résistant a certains antibiotiques

[184].

2 Les étourneaux sont une famille trés sociale des passereaux (classe d’oiseaux).

3 La stigmergie est discutée dans la section 3.3.3

4 Les photos utilisées ont les licences suivantes : les poissons (par Michio Morimoto, CC BY 2.0) ; les bactéries
(par Adrian Daerr, CC BY-SA 4.0) ; les étourneaux (par Walter Baxter, CC BY-SA 2.0) ; les abeilles (par
Nilfanion, CC BY-SA 3.0) ; les fourmis (par Igor Chuxlancev, CC BY 4.0) ; les lucioles (par xenmate, CC BY
2.0) ; les termites (par jbdodane, CC BY 2.0). (En utilisant Wikimedia Commons).
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Flockage [185] :

C’est un mouvement collectif

synchronis¢ ou chaque étourneau
Les étourneaux  coordonne ses déplacements avec

ceux de ses X voisins les plus

proches. Le nombre X est lié a la

forme du troupeau plus que sa taille.

La fission de colonies [186, 187] :
Une reine et des ouvrieres quittent la
. ruche meére en formant un coOne
Les abeilles . .
suspendu inversé pres de la ruche, en
attendant que les abeilles éclaireuses

trouvent un site de nidification’.

La construction des ponts [188,
189] :

Les fourmis construisent des ponts
avec leurs corps afin de combler les
trous dans le  sentier de

Les fourmis

fourragement.

Les éclats synchronisés [177] :
Chaque luciole corrige son cycle
selon son voisinage jusqu’al’arrivée
a une synchronisation totale.

Les lucioles®

La construction du nid [187] :

Des nids immenses sont construits
en commencant par déposer des
petites quantités de matériaux de
construction imprégneés de
phéromone; ce qui encourage
d’autres termites a déposer leurs

Les termites

matériaux.

5 Les abeilles éclaireuses (scouts) sont les plus expertes du groupe. Pour indiquer la distance et la direction de
I’endroit qu’elle a trouvé, I’éclaireuse danse afin de convaincre d’autres scouts de vérifier son endroit. Aprés
avoir atteint un seuil d’abeilles qui prennent le méme choix, ces derniers empéchent les autres de danser pour
d’autres endroits (par des signaux d’arrét ou bien en interférant leur dance) [187]. De cette maniére, une
décision collective est prise et tout le groupe s’envole vers cet emplacement.

¢ Les lucioles (fireflies) sont des insectes lumineux.
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3.3. Définitions et caractéristiques

3.3.1. L’essaim

Un essaim est défini comme étant un groupe de robots non-intelligents (des agents réactifs) formant,
en tant que groupe, un systéme intelligent, d’'une maniére imprévisible [190]. Sahin [176] définit la
robotique en essaim comme :

« L’étude de la maniere dont un grand nombre d’agents incorporés
physiquement, relativement simples, peuvent étre congus de telle sorte qu’un
comportement collectif désiré émerge 'a partir des interactions locales entre
les agents et entre les agents et [’environnement. »

Afin de distinguer entre les systémes de robots en essaim (SRE) et les autres systémes multi-robots
(SMR), un ensemble de caractéristiques qualifient ce type de systémes [175, 176, 191] : (1) les agents
doivent étre autonomes et capables d’interagir et d’agir sur leur environnement ; (2) ces agents doivent
étre homogenes, et méme s’il existe une hétérogénéité, le nombre de groupes ne doit pas étre grand ; (3)
la communication et la détection sont limitées dans un voisinage local, ce qui donne au systéme la
capabilité d’étre scalable puisque la coordination est distribuée dans ce cas (4) le nombre d’agents doit
étre suffisamment grand pour permettre la convergence du systéme ; (5) un seul agent est incapable
d’accomplir la tiche ciblée, ’ensemble d’agents doit collaborer ; En plus, (6) le systéme de contrdle
dans un essaim est décentralisé.

Tableau 3.2 : Comparaison entre les SMR et SRE [192]

SRE SMR
Taille de la population Grande Petite
Controle Décentralisé et autonome Centralisé et a distance
Homogénéité Homogéne/quasi-homogéne Hétérogeéne
Environnement Inconnu Connu/inconnu
Mouvement Oui Oui
Scalabilité ® Elevée Faible
Flexibilité ® Elevée Faible
Robustesse Elevée Faible

3.3.2. La performance d’un essaim

La performance de 1’essaim dépend considérablement de la densité des robots [177]. La performance
d’un essaim sous-peuplé est prés de zéro. En ajoutant de plus en plus de robots, la densité des robots
continue a augmenter et la performance du systéme augmente aussi. En atteignant une certaine densité,
la performance de I’essaim sera optimale dans la zone de cette densité. En continuant a augmenter le
nombre de robots, un antagonisme résulte [193]. Le systeme devient surpeuplé et sa performance
diminue vers zéro, a cause de I’interférence entre les robots [194].

3.3.3. La communication

Comme on 1’a déja mentionné, la communication est un aspect clé dans les systémes de robots en
essaim (SRE). Il y a deux types de communication : explicite et implicite. Dans le premier cas, des
messages explicites s’échangent entre I’émetteur et le récepteur en utilisant un canal de communication.
Alors que dans le deuxiéme cas, il n’a y pas de canaux ni de messages explicites, la communication est

7 Le concept d’émergence est discuté dans la section 3.3.5
8 Les trois propriétés sont discutées dans la section 3.4
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faite en utilisant des indices non-intentionnels : des repéres (trace) ou bien des signaux (alarme) [177].
La stigmergie est un concept pertinent de la communication implicite [177]. Les agents communiquent
a travers des repéres laissés dans I’environnement [175], pour ceux qui passent plus tard [177]. Ces
repéres peuvent €tre des reperes chimiques tels que la phéromone déposée par les fourmis, et peuvent
étre aussi des modifications dans I’environnement lui-méme. La stigmergie est le mécanisme par lequel
un agent réagit a la modification de son environnement suite a une action d’un autre [5].

3.3.4. Les deux niveaux micro et macro

Dans un systéme en essaim, il existe deux niveaux [177] : (1) le niveau microscopique qui est la vue
locale de I’'individu avec ses capacités et connaissances limitées ; Et, (2) le niveau macroscopique qui
est la vue globale de I’essaim avec une connaissance de la tiche globale. En se basant sur ces deux
niveaux, les modeles de conception d’un systéme en essaim sont classés en modéle macro et modéle
micro. Le premier modéle fait abstraction de détails microscopiques. Tandis que le modele micro
présente toutes les propriétés des agents.

3.3.5. L’émergence

Un concept philosophique vague et difficile a définir [177]. Holland [195] a écrit tout un livre sur
I’émergence, mais il n’arrive pas a la définir en disant : « I/ est peu probable qu 'un sujet aussi compliqué
que [’émergence se soumette docilement a une définition concise, et je n’ai pas une telle définition a
offrir ». L’émergence reste une approche intéressante pour la conception des systémes de robots en
essaim robustes. C’est la clé pour obtenir un comportement global complexe a partir des comportements
locaux beaucoup plus simples [196]. En d’autres termes, I’émergence nous permet d’avoir un
comportement global plus grand que la somme des comportements des agents. Comme on peut le voir
clairement dans les exemples naturels, I’idée c’est que les comportements individuels simples au niveau
micro aboutissent, d’une maniére imprévisible, & un comportement global extraordinaire au niveau
macro.

3.3.6. Feedbacks

Le feedback (ou bien rétroaction) est un concept simple, mais parfois il est difficile a distinguer entre
ses deux types : positif et négatif [177]. Le feedback positif c’est la force qui augmente et gonfle les
quantités [177]. Prenons I’exemple de I’effet de boule de neige, le gonflage d’une montgolfiere, dépot
de phéromone, d’une maniére augmentée, par fourmis trouvant une source de nourriture. A certains
moments cette augmentation doit étre arrétée, en utilisant un feedback négatif. Les fourmis donnent un
exemple clair du feedback négatif lorsqu’elles font face aux encombrements [177, 197]. Les fourmis sur
les sentiers bondés : (1) sont moins susceptible de déposer de la phéromone ; et (2) elles ont moins
tendance de la déposer une autre fois lorsqu’elles le font au moins une fois [198].

3.3.7. L’auto-organisation

C’est un concept clé dans la robotique en essaim expliquant la relation entre les deux niveaux. Elle
donne une réponse a la question [177] : comment des micro-interactions peuvent-ils produire une
macro-structure ? L’auto-organisation est basée sur 4 composantes essentielles : feedback positif,
feedback négatif, les interactions multiples et 1’aléatoire [199]. Des interactions multiples sont produites
par les nombreux individus qui constituent le systéme et qui interagissent entre eux d’une manicre
spatio-temporelle. Les agents continuent a répéter des comportements qui apparaissent comme étant des
comportements aléatoires, [’essaim vérifie les changements (feedbacks), ensuite quelques
comportements sont changés. La répétition de ces comportements aléatoires permet d’exploiter cet
ensemble de comportements, afin d’apprendre dans quel sens 1’exploration doit étre faite.
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3.4. Les propriétés d’un systéme de robots en essaim

3.4.1. La scalabilite

La scalabilité est définie par Bjerknes et Winfield [200] comme étant la capacité d’étendre un
mécanisme auto-organisé pour un plus grand ou un plus petit nombre d’agents-robots sans influencer,
considérablement, la performance du systéme. Le systéme « peut maintenir sa fonction tout en
augmentant sa taille sans qu’il soit nécessaire de redéfinir la facon dont ses parties interagissent »
[201]. DG a I’interaction locale, le systéme de robots en essaim est scalable [173]. Chaque agent-robot
interagit seulement avec son voisinage et il est inconscient de 1’existence d’autres agents hors sa vision.
La garantie d’une densité constante de robots est nécessaire pour la scalabilité¢ de 1’essaim, mais le choix
de la taille de I’essaim reste libre dans cette zone ou I’essaim est scalable [177].

3.4.2. La flexibilité

La flexibilité est définie comme étant la capacité du systéme a s’adapter aux nouvelles exigences
environnementales [202], obtenue par la capacité de s’auto-organiser et le contrdle distribué [173]. En
traitant la méme tache, les agents-robots peuvent étre posés dans de différentes situations : la taille de
I’environnement est changée, plus d’obstacles, plus ou moins d’objets @ manipuler, etc. Les exigences
de ’environnement peuvent étre plus importantes, en changeant la tache a traiter. L. essaim est capable
de s’adapter a un large éventail de taches parce que souvent la spécialisation de matériel n’est pas
nécessaire. Les robots surmontent leurs capacités matérielles limitées par la coopération [177]. Ces
robots de petite taille peuvent étre auto-assemblés pour passer des trous ou bien des obstacles difficiles.
I1s sont aussi capables de transporter collectivement des objets avec leurs actionneurs trop faibles [177].

3.4.3. La robustesse

La robustesse est la tolérance aux fautes (aux pannes) [177]; c’est la facon dont le systéme se
débrouille méme si quelques robots ne réussissent pas a poursuivre leur mission [173]. La redondance,
le controle distribué et I’interaction locale rendent le systéme hautement tolérant aux fautes. Les agents-
robots restants peuvent compenser I’absence partielle de leurs colléges grice a la
redondance (homogénéité) [177]. A cause de I’interaction locale et le contrdle distribué, la perte des
agents-robots n’a qu’un effet local [177] et n’entraine pas une défaillance globale du systéme [173] ;
méme si ’efficacité du systéme se dégrade en cas de perte d’un nombre important d’agents [177]. En
utilisant un contrdle distribué, aucune réallocation ou ré-coordination n’est nécessaire

3.5. Taxonomie de la robotique en essaim

Nedjah et Junior [50], il n’y a pas une taxonomie consensuelle, vu 1’évolution continue et constante
de la robotique en essaim. Plusieurs taxonomies ont été¢ proposées, parmi elles, celles proposées par :
Bayindir et Sahin [203], Brambilla et al. [204], Cao et al. [205] et Iocchi et al. [206]. Conformément a
la taxonomie de Brambilla et al. [204], la plus concise [50], les travaux de recherche peuvent étre
classifiés selon les méthodes et/ou les comportements collectifs (voir la figure 3.1). Les méthodes sont
divisées en deux catégories : les méthodes de conception et les méthodes d’analyse. Et sous les
comportements collectifs, on trouve : les comportements d’organisation spatiale, les comportements de
navigation, les comportements de prise de décision collective et d’autres.

La conception pourrait étre faite d’'une mani¢re manuelle (appelée aussi conception basée sur le
comportement). Elle est fondue sur les principes observés chez les organismes naturels suivant un
processus d’essai-erreur [201, 204]. La conception est faite par une machine probabiliste a états finis
ou la transition entre les états est faite en fonction des probabilités. Ou bien en utilisant une conception
basée sur la physique virtuelle, ou chaque robot exerce des forces virtuelles sur les autres. Par exemple,
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une force d’attraction, de répulsion et d’orientation dans le comportement de mouvement coordonné,
présenté dans la section 3.6.6. D’autres techniques peuvent étre utilisées pour une conception manuelle
telle que : la définition d’un ensemble de propriétés du systeme désiré [207]. La limite principale de la
conception manuelle c’est qu’elle est liée a ’expérience et I’ingéniosité du concepteur humain [201].

Les méthodes de conception automatique génerent les comportements collectifs désirés sans
intervention explicite du concepteur [204]. Elles regroupent la robotique évolutionnaire (RE),
I’apprentissage par renforcement et d’autres méthodes. La robotique évolutionnaire, définie comme
étant ’application d’une méthode évolutionnaire (discutée dans le chapitre 1) pour concevoir un systéme
mono ou multi-robot [50, 204], reste la plus souvent utilisée. Les robots de 1’essaim apprennent
génération apreés génération comment accomplir la tAche accordée [177]. L’une des limitations de la RE
est la difficulté de trouver le paramétrage évolutionnaire adéquat [201]. Trianni [171] a fait une synthése
des travaux les plus intéressants sur la conception de comportements collectifs auto-organisés en
exploitant les techniques de la RE.

Si le contrleur est congu en appliquant la méthode évolutionnaire dans une phase initiale de
conception, ensuite ce controleur est utilisé dans la phase de fonctionnement. Ce processus est appelé
hors-ligne. Tandis que dans le cas en ligne, le controleur adéquat est sujet de recherche pendant le
fonctionnement [50]. Le colt de calcul élevé des algorithmes évolutionnaires rend leur utilisation en
ligne peu pratique surtout en robotique mobile, qui n’offre pas de solution a ce genre de problémes [50].
Pour cette raison, la robotique évolutionnaire hors-ligne est plus populaire que celle en ligne.

manuelle
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modéle
macroscopique

Méthodes

modele

analyse . -
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avec des robots
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collective

mouvement

navigation .
g coordonné
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Figure 3. 3 : Taxonomie proposée par Brambilla et al. [204]
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Aprés avoir congu le systeme, une analyse doit tre faite, généralement en utilisant des modéles, dans
le but de voir si I’essaim présente le comportement collectif désiré avec les caractéristiques désirées
[204]. Il existe deux modéeles : le modele macroscopique et le modele microscopique. Le systéme est
généralement modélisé en utilisant 'un de ces deux modeles, mais pas les deux a la fois a cause de la
difficulté trouvée vu la nature de ces systémes auto-organisés [204].

Dans un modéle macroscopique, seulement les caractéristiques de 1’essaim sont décrites et les
individus ne sont pas pris en compte. Sous cette classe, il existe des travaux faisant appel aux équations
de taux. Ces équations décrivent I’évolution temporelle de la proportion de robots dans un état donné au
nombre total de robots. Des équations différentielles empruntées de la physique statistique sont aussi
utilisées pour modéliser le systéme. En plus de ces deux exemples, d’autres approches sont utilisées
[204].

Par contre dans le modéle microscopique, les comportements individuels des robots et leurs
interactions sont explicitement modélisés par le biais de simulation, avec 3 niveaux d’abstraction [204].
La simulation la plus simple considérant les robots comme des points matériels, la simulation 2D, et la
simulation 3D avec plus de détails. La simulation reste la méthode la plus utilisée pour analyser et valider
le systéme en essaim congu. Dans la section 3.9, on mentionne quelques simulateurs utilisés dans ce
cadre.

L’analyse est aussi faite en utilisant des robots réels. Ce qui est important pour distinguer entre les
comportements réalisables et irréalisables dans la pratique. Les expériences sont faites sous des
contraintes de laboratoire telles que la douceur de sol, la luminosité, les interférences radio, etc. Et pour
cette raison elles restent loin de prouver que 1’essaim va fonctionner dans des applications réelles. Dans
la section 3.9, les robots physiques les plus utilisés et/ou les plus récents sont présentés.

Les comportements collectifs (appelés aussi scénarios [177] ou bien problémes) étudiés dans la
robotique en essaim peuvent étre : des comportements d’organisation spatiale qui se concentrent sur
la fagon dont les robots ou les objets sont organisés et distribués dans 1’environnement [201]. Parmi les
comportements d’organisation spatiale de robots : /‘agrégation, la formation de motif et la formation de
chaine (connexion logique entre les robots), [’autoassemblage et la morphogénése (connexion
physique). Et les comportements d’organisation spatiale d’objets sont: le fourragement, le
regroupement, le tri et le tri en anneaux, discutés dans la section suivante.

Les scénarios de mavigation se focalisent sur la maniére dont les mouvements de robots sont
organisés et cordonnés [201]. Tels que [’exploration collective (les robots coopérent pour explorer
I’environnement), le mouvement coordonné (les robots bougent ensemble) et /e transport collectif (les
robots transportent ensemble un objet trop lourd pour un seul robot).

La classe de prise de décision collective vise a permettre a 1’essaim de se mettre d’accord [204]
pour une réalisation consensuelle (prendre une décision conjointe) ou bien pour une allocation de taches
(de se répartir entre plusieurs taches). L’exemple de prise de décision dans les essaims naturels est celui
de chois de site de nidification par les abeilles éclaireuses. Elles s’influencent mutuellement pour
prendre un choix adéquat.

Et d’autres scénarios, qui n’appartiennent a aucune classe déja mentionnée, tels que la détection
collective de faute, 'interaction humain-essaim et la régularisation de taille de I’essaim [204].

Quelques comportements collectifs représentatifs de chaque classe sont décrits dans la section
suivante.
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® Appelé aussi mouvement collectif (collective motion) ou bien flockage (flocking) [177].
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10 Ce scénario est celui auquel on s’intéresse dans cette thése, il est discuté en détail dans la section 3.8

! Connu aussi sous le nom ségrégation (segregation).
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3.7. Le probleme d’énergie

Dans la section de robustesse 3.4.3, on a parlé de la défaillance, mais quelles sont les causes ? La
défaillance des robots peut étre une défaillance partielle des capteurs, des moteurs ou bien une
défaillance totale de robot [200]. La derniére est généralement causée par la durée de vie limitée des
batteries. Avec la particularité que les robots de I’essaim sont des robots simples dotés d’une batterie
avec une capacité beaucoup moins limitée que d’autres robots plus complexes ; la durée de vie
représente la principale contrainte non seulement pour 1’autonomie de 1’essaim, mais pose également de
sérieuses contraintes opérationnelles, au point de compromettre leur utilisation pour des taches
complexes.

3.7.1. Solutions proposées dans la robotique

Récemment, davantage attention est accordée a la conception de systémes robotiques prenant en
compte la minimisation de I’énergie consommeée. Les méthodes et les techniques, proposées dans le
cadre de résolution du probléme d’énergie dans la robotique en général, sont classées selon [238] en
matérielles, logicielles et mixtes.

La premiere catégorie, matérielle, exploite les nouveaux matériaux pour la conception des
composants plus légers et des batteries plus puissantes. L’utilisation de composants plus 1égers, par
exemple le polymeére ultraléger renforcé de fibres [239], va réduire le poids, ce qui facilite le controle et
minimise la consommation d’énergie, en conséquence. Aussi des améliorations sont faites dans ce sens
sur la pression de 1’air et le diamétre des bras, la conception et le positionnement des moteurs, etc. [238].
Cette catégorie inclut aussi des stratégies de récupération de I’énergie en réutilisant 1’air sous pression
d’actionneurs au lieu de le libérer, et des stratégies de distribution d’énergie entre les actionneurs.
L’énergie de freinage par exemple est transférée aux autres actionneurs qui accélérent ou bien elle est
stockée [238, 240].

Dans la deuxiéme catégorie, logicielle, les parametres de systéme (tels que: les masses, les
paramétres €lectriques d’actionneurs) sont passés comme des entrées a un modele de simulation pour
analyser les différentes stratégies. L’impact de ces paramétres sur la consommation d’énergie est évalué.
Les approches de cette catégorie reposent sur I’optimisation de la phase de planification de mouvements
pour réduire le temps et le trajet, ce qui va réduire I’énergie consommée en conséquence [238]. Les
systémes étudiés généralement dans ce sens sont des robots manipulateurs avec plusieurs degrés de
liberté. Aussi la planification des opérations, d’une ligne de robots qui travaillent d’une maniére
synchrone, est sujette d’optimisation. La réduction du temps d’inactivité de robots, qui attendent leur
tour, va réduire la consommation de 1’énergie [238, 241].

La troisiéme catégorie, mixte, regroupe les travaux faits dans les deux sens en méme temps, matériel
et logiciel. Barreto et al. [242] ont modifié le systéme physique en ajoutant des éléments élastiques au
mécanisme, avec une planification adéquate des mouvements. De cette manicre, une grande partie de
I’énergie nécessaire pourrait étre fournie par ces ¢éléments. Ils stockent 1’énergie comme étant une
énergie élastique potentielle et 1a libérent vers les éléments rigides pour augmenter leur énergie cinétique
[238]. Aussi des dispositifs de partage d’énergie sont ajoutés aux systémes a plusieurs degrés de liberté
ou bien les systémes multi-robots, avec de nouveaux scénarios de planification de mouvements, afin de
récupérer et partager I’énergie gaspillée (telle que I’énergie de freinage) [243].
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3.7.2. Solutions proposées dans la robotique en essaim

On distingue 3 différentes classes de solutions proposées pour traiter le probléme d’énergie, dans la
robotique en essaim : le chargement d’énergie, I’homéostasie énergétique collective et la minimisation
de I’énergie consommée. Et a leur tour ces 3 classes sont divisées en sous-classes présentées sur la
Figure 3.2. Dans ce qui suit, on mentionne un exemple de travaux faits dans chaque sous-classe.

Stations électriques

—  Chargement d’énergie

Systeme de rechargement
mobile

Partage d’énergie

Homéostasie énergétique
Solutions énergétiques collective

proposées dans la RE Transfert de tache

Allocation de tache

Optimisation de I'énergie

. Décomposition de tache
consommée

Limitation d’activités

Figure 3.1 : Classification de solutions proposées au probléme d’énergie dans la RE
A. Chargement d’énergie :

A.1. Stations électriques : Le mécanisme de chargement d’énergie avec des stations €lectriques a
été examiné par Al Haek et al. [202]. En cas de faible énergie, les robots doivent trouver la station
électrique la plus proche, dans I’environnement ou ils performent une tiche de recherche de nourriture
(fourragement). Parmi les limites et les lacunes de ’utilisation des stations électriques, indiquées par Al
Haek, et al. [202]: Il n’est pas possible de placer des stations électriques dans 1’environnement
d’exécution d’une tache, dans tous les cas ; et les robots doivent avoir des connaissances sur
I’environnement, ce qui est en contradiction avec certains principes de robotique en essaim.

A.2. Systéme de rechargement mobile : Carrillo et al. [223] ont présenté un scénario d’exploration
collaborative en utilisant un systéeme de rechargement d’énergie mobile, avec deux types de robots
mobiles : les robots d’exploration et les robots de recharge de batteries. Le probléme est traité comme
un probléme a deux objectifs : (1) maximiser la zone explorée par les robots ; et (2) minimiser le risque
de panne de batterie dans I’essaim. L algorithme évolutif multi-objectif NSGA-II [32] est utilis¢ pour
résoudre ce probléme. Les résultats montrent qu’avec un petit rayon de détection, le gain de ’utilisation
des fonctionnalités de rechargement est plus important, car la consommation d’énergie est plus élevée,
dans ce cas.
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B. Homéostasie énergétique collective :

B.1. Partage d’énergie : La réponse du systéme immunitaire, appelée formation de granulomes, a
été la source d’inspiration d’une stratégie de partage de 1’énergie proposée par Ismail, et al. [244]. Un
robot qui souffre d’un manque d’énergie est considéré comme une cellule infectée. D’autres robots
entourent ce robot et partagent avec lui une partie de leur énergie, apres avoir regu le signal d’aide. Cette
approche reste efficace si la moyenne de 1’énergie de tous les robots est suffisante pour accomplir la
tache. Mais si ce n’est pas le cas, partager 1’énergie signifie que 1’énergie des robots immunitaires
diminuera considérablement, surtout si le nombre de robots infectés est important. Et 2 un moment
donné, tout le systéme va s’effondrer.

B.2. Transfert de tache : Zhou et Kinny [245] ont proposé un algorithme d’optimisation par essaim
de particules a base d’énergie (EPSO pour Energy-based Particle Swarm Optimization). Les robots
ayant un bon niveau d’énergie peuvent aider leurs voisins a accomplir leur tache, au lieu de transférer
I’énergie a ces robots incapables énergétiquement de 1’accomplir tous seuls. Le cas d’étude dans ce
travail est un scénario de fourragement. Les robots poussent des objets distribués afin de les transporter
vers leur dépot. Apres avoir trouvé un objet, le robot décide s’il peut pousser cet objet. Dans le cas ou
son énergie est insuffisante, il demande de 1’aide. De cette maniere, la variance d’énergie entre les robots
est réduite et les robots peuvent pousser plus d’objets.

C. La minimisation de ’énergie consommeée :

C.1. Allocation de tiche : Lee et al. [246] ont présenté un autre modéle inspiré d’essaim d’abeilles
mellifeéres, pour améliorer I’efficacité énergétique dans la tiche de fourragement. Les robots sont divisés
en fourrageurs, spectateurs et éclaireurs. Ou les éclaireurs se déplacent au hasard et recueillent de
I’information sur les aliments, comme la quantité, la distance et ’emplacement. Les spectateurs
recoivent ces informations et sur la base de celles-ci, ils donnent un ordre aux fourragers. Les résultats
montrent 1’efficacité du modéle en termes d’énergie consommée.

C.2. Décomposition de tiche : Lee et Ahn [174] ont proposé un modéle comportemental qui
minimise 1’énergie consommeée. La tiche de fourragement est divisée en deux sous taches : la collection
d’objets dans des caches potentiels'? et la transportation de ces objets vers la base. L’espace de recherche
est divisé en régions constantes selon le nombre de caches et les objets trouvés dans une région sont
stockés dans le cache dédié a cette région. Par la suite, les robots transportent ces objets vers la base.
Les auteurs ont prouvé que leur modéle surpasse le modéle conventionnel en termes de consommation
d’énergie. Cette approche réduit la recherche répétitive autour de la base a chaque fois qu’un robot
dépose un objet, ce qui permet de conserver leur énergie.

C.3. Limitation d’activités : Un mécanisme d’optimisation par essaim de particules conscient de
I’énergie (EAPSO pour Energy Aware Particle Swarm Optimization) a été proposé par Mostaghim, et
al. [247]. Des microrobots aériens ayant une capacité énergétique limitée ont été utilisés pour accomplir
une tache d’exploration. Chaque robot décide si son énergie est suffisante pour voler ou s’il doit rester
au sol. Avec cette condition le probléme devient bi-objectif : 1) le profit en termes de gain global dans
le processus de recherche ; et 2) le colit en termes de consommation énergétique. La somme pondérée
(discutée dans le chapitre 1) a été utilisée pour transformer le probléme en un probléme mono-objectif.

12 Des endroits de dépot temporaire.
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3.8. Le regroupement d’objets

3.8.1. Source d’inspiration

Le scénario de regroupement d’objets est inspiré d’un comportement observé chez les fourmis [5];
qui présentent une variété de comportements collectifs connus comme les plus matures parmi les
comportements inspirés de la nature [230]. Le phénomeéne de formation d’un cimetiére est observé chez
plusieurs espéces de fourmis [5, 6, 7]. Sans avoir transporté les fourmis mortes et les déchets loin du
nid, la moisissure va se développer dans le nid [7]. Dans quelques heures, les ouvriers peuvent
rassembler des cadavres distribués aléatoirement. Les clusters de cadavres grossissent en attirant les
ouvriers a déposer d’autres cadavres [230], a travers le mécanisme de feedback positif [6]. Les clusters
qui contiennent plus de cadavres sont plus susceptibles d’évoluer et les petits clusters sont plus
susceptibles de disparaitre [230]. Dans ce cas, la fourmi ramasse ou dépose un cadavre, d’une maniére
probabiliste, selon son estimation partielle de la taille du cluster. Martin et al. [S] ont prouvé que des
fourmis virtuelles beaucoup plus simples, sans avoir la possibilité d’utiliser les probabilités de
ramassage/dépot, font exactement le méme travail, méme si ce manque d’intelligence ralentit le
processus.

3.8.2. Définition et types de scénarios

Le regroupement d’objets, appelé aussi formation du tas [4] est la tache dont un cluster final émerge
de I’assemblage et du désassemblage continus des sous-clusters. Contrairement a la tiche de
fourragement, I’emplacement de collection d’objets n’est pas prédéfini. Les robots doivent décider ou
le tas sera formé en utilisant une approche déterministe ou probabiliste [191].

Dans un scénario déterministe, les robots ont des capacités de localisation et peuvent échanger des
informations sur I’emplacement de leurs clusters actuels. Au début chaque robot choisit un emplacement
aléatoire. Au fur et a mesure, les robots s’influencent mutuellement pour se mettre d’accord sur
I’emplacement final. Ce qui est similaire a la tiche de prise de décision conjointe. Dans ce cas, la
communication, directe ou indirecte, entre les robots joue un role important dans 1I’émergence du cluster.

D’autre part, dans le scénario probabiliste qui nous intéresse, les robots ont une représentation
limitée de I’environnement, sans mémoire ni capacité de localisation, et il n’y a pas de communication
inter-robots. La décision de savoir quand et ou se déplacer, ramasser ou déposer des objets est prise en
fonction d’une perception locale individuelle. Donc, le regroupement d’objets probabiliste peut &tre
défini comme le résultat d’une quantité importante de hasard et d’interactions purement locales, sans
transfert global des informations ou contrdle central. Dans ce qui suit, on présente quelques scénarios
probabilistes étudiés dans la littérature.

3.8.3. Quelques travaux faits sur le regroupement d’objets probabiliste

Hartmann [6] présente un scénario dans lequel des agents doivent effectuer une tache de
regroupement dans une grille de cellules carrées (voir I’exemple de regroupement d’objets présenté dans
le tableau 3.3). Ces agents ont une portée de détection de 8 cellules voisines, avec les 6 comportements
suivants : avancer, reculer, tourner a gauche, tourner a droite, ramasser ou déposer 1’objet. Pour mettre
au point la meilleure solution, Hartmann [6] utilise un algorithme génétique pour 6000 générations avec
une population de 50 individus et 4000 pas de temps pour chaque cycle d’entrainement.

Dans le modele proposé par Chatty et al. [230], chaque agent fait une recherche aléatoire pour trouver
les objets. Apres avoir trouvé des objets dans son voisinage, il choisit I’objet le plus proche pour le
prendre s’il est dans le mode prise, et il choisit I’objet le plus loin pour déposer a coté de lui s’il est dans
le mode dépot. En se basant seulement sur ce mécanisme, et sans passer par une étape d’entrainement,
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les agents-robots réussissent a former le tas, mais le nombre de prise/dépdt est beaucoup plus important
par rapport a I’approche basée sur 1’entrainement (hors-ligne).

Alors que Barfoot et D’eleuterio [4] ont développé un modéle de 60 objets a regrouper par 30 agents-
robots qui ont une perception locale de 5 cellules voisines et 2 comportements : se déplacent et
manipulent un objet. Une fonction d’entropie de Shannon modifiée [4] est utilisée comme métrique pour
évaluer les solutions obtenues par [’algorithme génétique. Les auteurs suggérent de diviser
I’environnement en 9 parties et la meilleure solution est celle ou tous les objets sont rassemblés dans
une seule partie.

En outre, Vorobyev et al. [196] ont utilis¢ le nombre d’objets dans deux zones de détection
différentes, la zone centrale courte et la zone d’exploration longue, comme entrées d’un réseau neural
qui donne en sortie un des trois comportements suivants : faites demi-tour, tournez et bougez tout droit.
De plus, les robots sont équipés d’une pelle frontale qui permet de pousser de nombreux objets a la fois.
La taille du plus grand cluster est utilisée comme métrique pour évaluer les solutions pendant le
processus d’apprentissage supervisé proposé.

Par le biais d’expériences faites par des robots physiques, Gauci et al. [231] ont prouvé qu’une tiche
de regroupement peut étre réalisée en utilisant des robots trés simples : sans mémoire, sans calcul,
équipés de seulement un capteur frontal qui pergoit un objet ou un robot a la fois et sans pinces. En se
basant sur la perception actuelle, le contréleur choisit la vitesse angulaire des roues pour éviter un autre
robot, pousser I’objet percu ou continuer a se déplacer. Afin de trouver le meilleur contrdleur,
I’algorithme évolutif CMA-ES (Covariance Matrix Adaptation Evolution Strategy) est utilisé et la
dispersion des objets est mesurée [231].

S

Figure 3.2 : Le scénario de : (a) Barfoot et D’eleuterio [4], (b) Vorobyev et al. [196] et (c) Gauci et al. [231].
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3.9. Simulateurs et robots physiques

Les méthodes ou les comportements décrits dans la phase de conception logicielle peuvent étre
validés en utilisant la simulation ou bien des plateformes de robots physiques. Le tableau 3.4 résume les
plateformes de robots les plus récentes et/ou les plus utilisées dans des taches de robotique en essaim. 1l
faut noter qu’ils ne sont pas congus pour former des essaims seulement, mais ils peuvent étre utilisés
individuellement [50].

Tableau 3.4 : Robots en essaim physiques

Prototype Spécifications Utilisé dans
Alice [248]

Taille :2.2cm

Capteur(s) : distance, caméra - Fourragement [227]
Mouvement : roues - Couverture coordonnée (dispersion)
Vitesse : 4cm/s [249]
Autonomie : jusqu’a 10h
Prix: /
AMIR [250]

Taille : 6.5cm

Capteur(s) : distance, lumiére,

orientation

- Agrégation [213, 214
Mouvement : roues grégation [213, 214]
Vitesse : 10cm/s

Autonomie : 2h

Prix : 65£

Droplet [251]  1.ine 4 40m

1
Capt : lumié té I
apteur(s) VIers,  portes, Camouflage distribué [252]

orientation, couleurs RVB ) o, . .
- Le projet vise a créer un « liquide qui

L
a ‘—-—ri 1\\]/Iict>;1$Vseen‘16/nt : pattes/vibration pense » [253]
= : ;

Prix:/ Autonomie : +24h

E-puck [254]

Taille : 7.5cm
Capteur(s) IR, distance, caméra,

- Agrégation [208
accélérométre, microphone gregation [208]

- F t[221
Mouvement : roues ourragement [221]

Vitesse : 13cm/s
Autonomie : jusqu’a 10h

- Tri en anneaux [237]

Prix :580£
Kilobot [255]

Taille : 3.3cm
Capteur(s) : distance, lumiere Auto-assemblage [256]
Prise de décision collective [257]

Transport collectif [258]

Mouvement : vibration
Vitesse : 1cm/s
Autonomie :3-24h

Prix : 12£
Autres Cellulo [259], Colias-® [260], Khepera IV [261], Mona [262], R-one [263]
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Tandis que, les simulateurs utilisés ne sont pas dédiés spécialement a la robotique en essaim. Ils
varient des [264] simulateurs orientés robots tels que : ARGoS [265], Enki [266], Roborobo [267], V-
REP [268] et Webots [269] aux simulateurs orientés agents basés sur les principes de systéme multi-
agent tels que NetLogo. Les systémes multi-agents représente un paradigme de calcul distribué [270,
271] utilisé pour modéliser et controler les systémes complexes [272] tel que les systémes multi-robot.
Selon la relation entre les perceptions et les actions, on distingue deux types d’architecture de ces entités
software, appelées agents : les agents cognitifs et les agents réactifs. Dont les agents cognitifs effectuent
une certaine délibération pour agir. Alors que les agents réactifs ne font qu’acquérir les perceptions et
appliquer certaines régles prédéfinies.

3.10. Domaines d’application potentiels et limitations

L’utilisation de la robotique en essaim est bénéfique dans 4 cas [176, 273, 192] : (1) les taches qui
nécessitent un travail paralléle, pour couvrir une grande zone, afin de gagner de temps. (2) Les taches
dangereuses pour un robot cher telles que ’aide aprés les catastrophes, les taches de minage/déminage
et d’autres taches militaires. (3) Les taches qui demandent une population scalable et robuste, ou les
individus peuvent joindre/quitter 1’essaim sans causer des interruptions, ce qu’est trés utile dans
plusieurs taches réelles dans des environnements dangereux. (4) Et les tAches qui exigent une conception
économique telle que le processus de fourragement dans le domaine d’agriculture. Et dans certaines
taches ou les robots sont irrécupérables, 1’utilisation des robots coliteux est économiquement
inacceptable. Bien que la conception d’un systéme en essaim soit moins chére qu’un seul robot
monolithique sophistiqué, il est réutilisable dans plusieurs tiches, en apportant des changements
logiciels mineurs.

Bien que les études faites sur la robotique en essaim soient trés intéressantes et les propriétés
prometteuses qui prouvent que ’utilisation d’un systéme de robots en essaim sera trés bénéfique, voir
indispensable dans certains cas, leur application commerciale réelle est, malheureusement, limitée a
cause de [274]: (1) la caractéristique principale d’émergence : il n’existe pas, pour le moment, une
méthode générale de conception permettant un passage direct entre les comportements de robots et le
comportement global ; (2) I’indisponibilit¢ d’une bonne infrastructure de laboratoires pour pouvoir
réaliser plusieurs études théoriques et simulations intéressantes ; (3) la difficulté de construire un modele
mathématique d’un systéme en essaim, ce qui pourrait étre nécessaire pour développer une application
valide et optimale. Nedjah et Junior [50] ont résumé ces 3 points comme étant un manque de
standardisation matérielle et logicielle.

3.11. Conclusion

Larobotique en essaim est un domaine multidisciplinaire, difficile a étudier [50], qui a recu beaucoup
d’attention ces derniéres années. Les chercheurs prévoient que dans le futur proche, les systémes en
essaim seront de plus en plus utilisés dans le monde réel [204]. Puisqu’elle vise a développer des
systémes robustes, scalables et flexibles, elle sera trés bénéfique pour des applications réelles et
commerciales, une fois ce domaine surmonte ses limitations actuelles. On vous propose ces enjeux
suspendus comme étant des orientations de recherches, pour pousser la robotique en essaim vers la
standardisation et I’application réelle : (1) adopter/développer un langage formel pour la spécification
des exigences comme une premiere étape ; (2) développer une plateforme de test qui inclut des métriques
et des benchmarks standards ; (3) étudier I’interaction humain-essaim.

Dans le chapitre suivant, on va décrire notre proposition pour synthétiser un ensemble de contrdleurs
(modéles comportementaux) qui prennent en considération la qualité de regroupement et 1’énergie
consommee.
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Chapitre 4: Un modéle comportemental
optimisant la consommation
d’énergie et la qualité de
regroupement d’objets

4.1. Introduction

Jusqu’a présent, la tache de regroupement d’objets était traitée comme un probléme a objectif unique
; le seul sujet de recherche était un modéle comportemental qui réussissait a former un tas final avec une
qualité maximale. Cependant, lorsqu’elle doit étre effectuée en continu, sans possibilité de recharger les
batteries a proximité, la consommation d’énergie devient un véritable probléme et le choix d’actions
consommant moins d’énergie devient une nécessité pour accomplir correctement la tadche. Sinon, la
mission peut étre interrompue en raison du nombre croissant de robots hors service. C’est pourquoi ce
probléme a été remodelé pour le résoudre comme un probléme d’optimisation bi-objectif. Pour ce faire,
il faut trouver un modéle comportemental permettant au systéme robotique de minimiser la
consommation d’énergie et de maximiser la qualité de formation des tas. Pour répondre a la question
comment concevoir les comportements des agents-robots pour que le comportement global émerge,
plusieurs approches ont été proposées. Les algorithmes évolutionnaires sont les plus populaires [196].

Le reste de ce chapitre est organisé comme suit. La section 4.2 décrit la motivation du travail
présenté. Dans la section 4.3, le présent travail est classifié selon la taxonomie décrite dans le chapitre
précedent. Le probléme de regroupement d’objets bi-objectif est décrit au niveau macro dans la
section 4.4, en présentant les deux fitness de qualité et de consommation d’énergie. Ensuite, le modeéle
proposé est présenté dans la section 4.5 en décrivant le module de perception, les comportements de
base et le module de contrdle. Tandis que, la section 4.6 présente la structure des agents-robots utilisés.
Et la section 4.7 décrit 1’algorithme évolutionnaire NSGA-II utilisé pour résoudre le probléme. Les
résultats obtenus sont présentés dans la section 4.8.
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4.2. Motivation

Comme on I’a déja vu dans la section 3.8.3, les travaux proposés dans le cadre de la résolution du
probléme de regroupement d’objets probabiliste sont variés en termes de : (1) Scénarios possibles ou le
nombre de robots, le nombre d’objets, la taille de I’environnement, la taille de la région de perception
locale et les comportements de base possibles sont variés ; (2) Métriques utilisées pour mesurer la
performance du systéme congu dépondant de la fonction d’entropie de Shannon [4], la dispersion des
objets [231], la taille du plus grand cluster [196] et d’autres ; (3) Méthodes de conception qui peuvent
étre manuelles comme dans [230], automatiques en utilisant les algorithmes évolutionnaires [6, 4, 231]
ou un apprentissage supervisé [196] ; (4) Méthode d’analyse (ou bien de modélisation) faite en utilisant
un modéle microscopique dans [6, 230, 4, 196] ou bien en utilisant des robots réels et la simulation
[231].

Quoique les travaux déja réalisés sur le regroupement d’objets sont variés en termes de scénarios
possibles, métriques utilisées ou méthodes de conception et d’analyse. Le point commun entre ces
travaux c’est que I’objectif unique de résolution de ce probléme était toujours I’optimisation de la qualité
du tas formé. Alors que si le systéme doit opérer d’une maniére ininterrompue dans un environnement
sans possibilit¢ de rechargement, la minimisation de 1’énergie consommée doit &étre prise en
considération afin d’accomplir la tache. Parmi les lacunes de conception d’un systéme de robots en
essaim qui ne prend pas en considération 1’énergie consommée lors de 1’accomplissement de la
tache [9] nous retrouvons :

(1) L’énergie consommée en utilisant un certain contréleur (modéle comportemental) n’est pas
définie pendant la phase de conception. Plus tard, dans la phase de mise en ceuvre, les batteries intégrées
doivent répondre aux exigences du contréleur congu. Ce qui limite le choix de la technologie ;

(2) Aucune distinction n’est faite entre des modeles de comportements différents qui fournissent la
méme qualité de regroupement, car tous les comportements sont considérés comme similaires en termes
de consommation énergétique, ce qui n’est pas le cas en réalité [174, 246, 275]. Par exemple, la
manipulation consomme plus d’énergie que le déplacement ;

(3) Pour le méme modele de comportements, 1’énergie consommeée pour accomplir la tache ciblée
peut étre trés variée en allant d’une expérience a une autre. Parce le choix entre plusieurs actions
possibles, consommant différentes quantités d’énergie, et dont I’enchainement aboutisse a un méme
résultat (formation d’un tas) se fait de manicre aléatoire. Par exemple, a chaque étape temps, s’il y a
plusieurs cellules vides pour se déplacer ou déposer un objet ou bien prendre un objet parmi plusieurs
objets détectés dans I’environnement local, le choix se fait aléatoirement [5, 4].

Par ailleurs, les travaux réalisés pour résoudre le probléme d’énergie au sein d’un systéme de robots
en essaim sont déja discutés dans la section 3.7.2 et présentés sur la figure 4.1. IIs sont dirigés vers le
rechargement d’énergie, I’homéostasie énergétique collective ou bien ’optimisation de I’énergie
consommée. Dans cette derniére classe, les travaux sont orientés vers la décomposition temporelle de la
tache, la spécification de sous-taches a des sous-groupes de robots ou bien la limitation d’activités si le
robot souffre d’une faible énergie. Le probleme d’énergie n’a pas été considéré comme un probléme qui
incombe au contrdleur de résoudre. Ceci nous a motivé pour tenter de répondre a la question suivante :
« Existe-t-il une relation entre le modele comportemental choisi et 1’énergie totale consommée par le
systeme d’un coté et la qualité de formation du tas final d’un autre c6té ? »
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Figure 4.1 : La classification de la solution énergétique proposée

Dans ce travail, on reformule le probléme de regroupement d’objets conventionnel, dans lequel les
agents-robots regroupent des objets distribués aléatoirement, sans prendre en considération 1’énergie
consommée pour accomplir cette tiche. La principale contribution de ce travail est la proposition d’une
nouvelle méthode d’optimisation d’énergie consommée basée sur le choix de comportement adéquat
face a chaque situation dont les robots se trouvent. La proposition décrite dans ce chapitre est classée
parmi les solutions déja proposées afin d’optimiser 1’énergie consommeée, comme il est présenté sur la
figure 4.1.

4.3. Taxonomie du travail proposé

Selon la taxonomie proposée par Brambilla et al. [204], discutée dans la section 3.5, le comportement
collectif de regroupement d’objets, étudié dans ce travail, est un comportement d’organisation spatiale.
Tandis que la méthode de conception utilisée est 1’application d’un algorithme évolutionnaire multi-
objectif hors-ligne. Ce qui est catégorisé comme une méthode de conception automatique. Alors que
I’analyse ou bien la modélisation est faite en utilisant un modele microscopique. Ou le simulateur
NetLogo est utilisé pour décrire la perception, les comportements de base et la méthode de contrdle des
agents-robots. La taxonomie de ce travail est présentée sur la figure 4.2.

Et a ce stade, la question qui se pose : pourquoi un simulateur orienté agent et pas un simulateur
orienté robot ? En utilisant un simulateur orienté robot, une architecture de robot doit étre choisie alors
qu’un simulateur orienté agent est plus abstrait en termes d’exigences d’architecture. Le présent travail
décrit la relation entre le choix de comportements, la qualité du tas d’un c6té et I’énergie consommée de
I’autre coté. Et ne s’intéresse pas a définir la quantité d’énergie consommée qui reste relative aux types
de robots, d’objets et du terrain utilisés.

Une autre question : pourquoi ce choix de la méthode de conception et de modélisation ? Mermoud
et al. [276] ont montré qu’une approche basée sur le modéle macroscopique n’est pas convenable dans
tous les cas, et que I’approche basée sur un modele microscopique semble étre plus robuste. Alors que
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le choix d’une méthode automatique est di a la difficulté du probléme avec un grand espace de
recherche.

Pourquoi un algorithme évolutionnaire et pas une autre méta-heuristique ? L’utilisation d’une
méthode d’optimisation dans la robotique en général, est souvent une solution difficile, du fait que la
fonction de fitness est, habituellement, bruyante, coliteuse et/ou implicite [50]. Tandis que les autres
méta-heuristiques demandent une fonction de fitness bien définie, les algorithmes évolutionnaires
traitent les problémes ayant ces caractéristiques. Dans ce travail, 1’algorithme évolutionnaire est
appliqué en mode hors-ligne. Comme on 1’a déja mentionné dans la section 3.5, les algorithmes
évolutionnaires requic¢rent un colt de calcul élevé, ce qui n’est pas assuré par un essaim de robots de
simple constitution.

Alors qu’il est prouvé que I’utilisation d’une méthode d’optimisation multi-objectif pour résoudre un
probléme véritablement multi-objectif est mieux que la transformation de ce dernier en un probléme
mono-objectif [277] en utilisant les méthodes déja discutées dans le chapitre 1. A cause des bénéfices
de I’OMO, plusieurs travaux sont orientés vers «la muli-objectivisation » des problémes mono-objectif
difficiles en le décomposant en plusieurs objectifs [277]. Trianni et Lopez-Ibafiez [277] ont prouvé que
I’utilisation d’une méthode d’optimisation multi-objectif est la meilleure option s’il n’y a pas assez
d’informations sur le probléme a traiter. Ils ont démontré aussi que 1’optimisation multi-objectif permet
une évolution de comportements plus variés et évite la convergence vers des optimums locaux [50].
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Figure 4.2 : Taxonomie du travail proposé
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4.4. Description du probléme au niveau macro

Comme on peut le voir sur la figure 4.3, les robots commencent a trouver les objets, les regrouper
dans des petits clusters temporels. Par la suite, ces petits clusters vont étre fusionnés dans des clusters
de plus en plus grands, jusqu’a I’arrivée a un consensus collectif en ce qui concerne la sélection du site
de fusionnement de tous les sous-clusters [193].

Le défi lors de la conception d’un systéme de robots en essaim, est que la tiche a accomplir doit étre
définie au niveau macro alors que le contrdleur (I’ensemble de régles) est défini au niveau micro [177].
En outre, la compréhension de la fagon dont la somme de comportements individuels simples au niveau
micro aboutit a un tel comportement global extraordinaire au niveau macro sans que les individus le
comprennent, présente un autre défi plus profond [177]. Quelques caractéristiques sont observées au
niveau de I’essaim seulement et d’autres sont cachées au niveau de I’individu.
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Figure 4.3 : Snapshots de regroupement d’objets (30 robots, 60 objets, dans un environnement 30x30 cellules) [9]

L’objectif de ce travail est de trouver, au niveau micro, I’ensemble des régles, ayant la forme : [si

(perception, état) alors comportement], satisfaisant les deux objectifs suivants, définis au niveau
macro :

4.4.1. La qualité du tas formé

Pour mesurer la qualité du tas formé F; d’une solution (contrbleur), la moyenne décrite dans
1’équation (4.1) est utilisée. Chaque solution est testée I fois, afin de I’évaluer proprement. A chaque
entrainement i les conditions initiales sont changées, telles que la position initiale des agents-robots et
d’objets ; qui sont distribués aléatoirement a chaque entrainement.

60



Chapitre 4 : Un modele comportemental optimisant la consommation d'énergie et la qualité de
regroupement d’objets

Et pour chaque entrainement £, la fonction de fitness f;, décrite dans I’équation (4.2), est calculée.

Z€:1fqi

Maximiser Fq ==

4.1)

max (n(Cp)}, j={123..]}
no

foi = (4.2)

fqi est calculée comme la proportion de la taille du plus grand cluster au nombre total d’objets. Tel
que J est le nombre de clusters construits a la fin de I’entrainement ; n(C j) est le nombre d’objets dans
chaque cluster C; ; ny est le nombre total d’objets.

Pour trouver le cluster C; qui contient le maximum d’objets max n(C j), le maximum d’objets
adjacents doit étre trouvé. La procédure suivante, décrite dans I’algorithme 4.1, est exécutée pour trouver
ce max n(Cj) et calculer la qualité du tas formé :

Algorithme 4.1 : Calculer la qualité du tas formé fg;

Les entrées : Les identificateurs de tous les objets sur le terrain ;
(Généralement globaux : accessible dans toutes les procédures)
Les sorties : La qualit¢ du tas fg; ;

01 Construire une liste L1 qui contient les IDs de tous les objets

02 Construire une liste F qui va contenir la taille de tous les clusters

03 Tant que L1 n’est pas vide // tous les objets sont assignés a un cluster ?

04  Copier I’ID du premier ¢lément de la liste L1 dans une liste vide L2 et le supprimer de la liste L1
05 Pour chaque ID de L2

06 Pour chaque objet dans le voisinage de 4 cellules de cet objet ayant cet ID
07 Si I’ID de cet objet de voisinage n’est pas encore dans la liste L.2

08 Copier son ID dans la liste L2 et le supprimer de la liste L1

09 Fin si

10 Fin pour

11  Fin pour

12 Ajouter taille de L2 dans F
13 Fin tant que
14 max F

qi =

Ngo

4.4.2. L’énergie consommée

De la méme maniére, 1’énergie consommée F, est calculée en utilisant la moyenne décrite dans
I’équation (4.3). Pour chaque entrainement I, la fonction de fitness de 1’énergie f,; est calculée en
utilisant 1’équation (4.4). f,; est la proportion de 1’énergie consommeée par tous les robots sur 1’énergie
initiale totale de ces robots. Tel que n, est le nombre de robots, e; est I’énergie initiale donnée a chaque
robot au début de chaque entrainement et e, est I’énergie consommée par le robot r durant
I’entrainement.

21 fei
Minimiser F, = % (4.3)
_ 271}2191”
fei = e 4

L’énergie dans ce travail est considérée comme des unités discrétes comme dans [174, 246, 247].
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4.5. La conception du modéle au niveau micro

La conception d’un systéme de robots en essaim n’est pas une tache simple. Le processus est
généralement divisé en deux étapes : (1) la conception du matériel et (2) la conception du logiciel.
Notons que la conception et I’implémentation d’un matériel standard n’est pas un probléme, sauf si on
a besoin d’une conception trés particuliere. Alors que la deuxiéme est généralement une tiche
compliquée [50].

Selon Tan et Zheng [192], un modéle général dans la robotique en essaim est divisé en 3 modules :
I’échange d’informations, les comportements de base et les comportements complexes. Le module
d’échange d’information décrit la facon dont I’information se propage entre les individus de 1’essaim,
par le biais d’'une communication directe (explicite), a travers 1I’environnement en laissant des traces ou
bien par perception. Alors que le module de comportements de base contient les actions de base telles
que le déplacement, la manipulation, dép6t, etc. Le module de comportements complexes est nécessaire
dans les scénarios beaucoup plus compliqués, afin de simplifier la conception du modéle.

Inspiré par la décomposition proposée dans [192], le modéele utilisé est décomposé en 3 modules,
comme il est présenté dans la figure 4.4. Cette division est utilisée dans le but de structurer la section de
conception du mode¢le. Les modules qui existent dans le mod¢le utilisé dans ce travail sont surlignés. Le
modele se compose d’un module d’échange d’information par perception seulement, un module de
comportements de base et un module de controle qui représente le module central. Par contre, ce modele
ne contient pas un module de comportements complexes pour la raison que 1’essaim est congu pour faire
une seule tache (le regroupement d’objets).

communication

par directe

communication

module d’échange a travers

" d’informations I’environnement
par perception
décentralisé/
module de autonome
controle
réactif
déplacement
manipulation
comportements
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dépot
autres
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allocation de
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complexes apprentissage
adaptatif
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Figure 4.4 : Les modules du modele utilisé
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4.5.1. Module de perception

En premier lieu il faut répondre a la question : pourquoi 1’échange d’informations dans le systéme
congu est bas¢ sur la perception seulement ? L’échange d’informations par communication directe ou
bien a travers I’environnement demande : un matériel plus complexe, plus d’énergie et plus de temps
[192]. Par contre, la perception ne demande que l’existence de capteurs qui sont des composants
essentiels dans 1’architecture d’agents-robots. En plus, tant qu’il y a moins de communication, la
scalabilité et la robustesse de 1’essaim congu seront plus importantes.

L’environnement dans le simulateur NetLogo est présenté comme une grille de cellules. Les agents-
robots ont une vision locale de 5 cellules voisines, comme on peut le voir sur la figure 4.5. La perception
de ces cellules et 1’état du robot sont codés dans une liste, comme on peut le voir sur la figure 4.5.
Chaque cellule peut étre vide ou contient un objet ou bien un robot. Tandis que I’état du robot peut étre
libre ou bien occupé. Le tableau 4.1 résume le codage utilisé pour représenter la perception locale de

chaque agent-robot.
-I Robot manipulant

4 0 3
Objet — | _..
un objet

1
. —— Vide
L Robot libre

La perception du robot libre

(]

E
Cellule voisine | O 1 2 3 4 tat

Valeur 0 0 0 1 2 0

Figure 4.5 : La perception locale d’agent-robot [9]

Dans ce qui suit, on appelle situation la combinaison (perception, état). Les agents-robots peuvent
étre dans 486 différentes situations, selon la perception possible et I’état d’agent-robot lui-méme, variées
de[000000]a[222221]. Cenombre de situations possibles est calculé par :

nombre d'états possible d'une cellule™™bre de cellules y nompre d'états possible du robot =
35 % 2 = 486.

Tableau 4.1 : Le codage utilisé dans la perception

Etat Codage
Vide 0
Cellule voisine Contient un robot 1
Contient un objet >
L’agent-robot lui-méme Libre ' 0
Occupé 1

4.5.2. Module de comportements de base

Comme les agents-robots ne percoivent que les 5 cellules voisines, ils ne peuvent opérer que sur ces
cellules. On prend I’exemple du robot libre, sur la figure 4.5, il peut se déplacer vers les cellules {0, 1,
2} ou bien manipuler 1’objet de la cellule {4}. Dans les travaux précédents, tel que celui de Barfoot et
D’eleuterio [4], le choix de la cellule pour se déplacer se fait aléatoirement. Alors que le déplacement
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vers les cellules voisines est décomposé en quelques actions fondamentales, comme il est présenté sur
le tableau 4.2. Pour les deux cellules {3 et 4}, il existe deux chemins pour se déplacer, a travers la
cellule O ou bien a travers la cellule {1, 2}, respectivement. Dans ce cas, le robot vérifie d’abord la
cellule O si elle est libre il prend le chemin a travers cette cellule, ce qui économise 1’énergie. On peut
déduire que ces déplacements se différent en termes de nombre d’actions fondamentales qu’il faut
exécuter pour les accomplir, ce qui veut dire qu’ils ne consomment pas la méme quantité d’énergie.

Tableau 4.2 : Décomposition du déplacement en actions fondamentales

Cellule Actions fondamentales a exécuter

0 1- Avancer.
1 1- Tourner 90° a droite ; 2- Avancer.
2 1- Tourner 90° a gauche ; 2- Avancer.
3 1- Avancer ; 2- Tourner a droite 90° ; 3- Avancer.
1- Tourner 90° a droite ; 2- Avancer ; 3- Tourner a gauche 90° ; 4- Avancer.
4 1- Avancer ; 2- Tourner a gauche 90° ; 3- Avancer.

1- Tourner 90° a gauche ; 2- Avancer ; 3- Tourner a droite 90° ; 4- Avancer.

L’énergie nécessaire pour accomplir les actions fondamentales de ce modele est résumée dans le
tableau 4.3. Cette énergie est calculée en gardant la méme proportion d’énergie consommée entre les
actions fondamentales, utilisée dans ces travaux [174, 246, 275]. Ou ’action « ramasser » et 1’action
« déposer » consomment la plus grande quantité¢ d’énergie. « Avancer » consomme ¥ de 1’énergie
nécessaire pour « ramasser » ou bien « déposer ». Alors que pour éviter un cas de blocage les agents-
robots font un tour de 180°, ce qui est I’équivalant d’un simple évitement dans les travaux déja cités. Ce
simple évitement consomme 'z de 1’énergie nécessaire pour « ramasser » ou bien « déposer ».

Tableau 4.3 : L’énergie nécessaire pour chaque action fondamentale

L’énergie consommée
Action fondamentale g

(unité)
Tourner 90° 1
Tourner 180° 2
Avancer 3
Ramasser 4
Déposer 4

Les comportements de base et 1’énergie consommée pour les accomplir sont résumés dans le
tableau 4.4. Tel que EC est I’énergie consommeée. Elle est calculée en se basant sur les deux tableaux 4.2
et 4.3. Par exemple, pour ramasser 1’objet présenté sur la figure 4.5, le robot exécute les actions
fondamentales suivantes : 1- Avancer ; 2- Tourner a gauche 90° ; 3- Avancer ; 4- Ramasser. Ce qui veut
dire qu’il va consommer 3+ 143+ 4 = 11 unités. L’énergic nécessaire pour tous les autres
comportements de base, dans tous les niveaux, est présentée dans le tableau 4.4, est calculée de la méme
maniére.

Tableau 4.4 : L’énergie consommeée pour chaque comportement [9]

Déplacer Ramasser Déposer
Niveau Cellule EC Codification EC Codification EC Codification
0 0 3 0 7 3 12 3
1 l1ou?2 4 1 8 4 13 4
2 3ou4d 7 ou 8 2 11 oul2 5 20 ou 21 5
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Dans ce travail, pour chacun des trois comportements de base, il y a trois niveaux différents, définis
selon I’énergie nécessaire pour les accomplir. Chaque niveau d’énergie catégorise les cellules qui sont
similaires en fonction du nombre d’actions nécessaires pour opérer sur ces cellules. L existence de plus
d’une cellule et plus d’un chemin dans le méme niveau garde une certaine flexibilité. Mais il reste
possible que le robot tombe dans une situation de blocage ou il ne peut pas exécuter un certain
comportement, par exemple, il doit ramasser un objet dans la cellule 3 mais les deux chemins, qui y
amenent, sont fermés. Dans ce cas et pour éviter ce blocage, le robot tourne 180° pour changer sa vision,
ce qui est similaire a [4].

Il faut noter que les deux comportements de base « ramasser » et « déposer », présentés dans le
tableau 4.4, sont différents de ceux présentés dans le tableau 4.3, qui sont des actions fondamentales. La
différence c’est qu'un comportement de base « ramasser » veut dire déplacer vers la cellule ensuite
exécuter I’action fondamentale « ramasser ». Alors que le comportement de base « déposer », ¢’est un
déplacement vers la cellule, exécution de 1’action fondamentale « déposer », ensuite un retour vers la
cellule d’origine. Le comportement de base « déplacer » est codifié¢ avec {0,1,2}, correspondant aux
niveaux d’énergie qui peuvent étre respectivement consommés en exécutant ce comportement. Alors
que les deux autres «ramasser » et « déposer » sont codifiés avec {3,4,5}. En codant deux
comportements avec le méme codage, la question qui se poseest : comment le robot va-il
différencier entre les deux ? Ceci dépondéra de son état : si le robot est libre, il va « ramasser » sinon il
va «déposer ». Les trois comportements, pouvant étre exécutés par chaque agent-robot, sont
implémentés sous NetLogo en utilisant les 3 algorithmes : A3.1, A3.2 et A3.3.

4.5.3. Module de controle

Le comportement global apparait comme si le systéme suit un mécanisme trés complexe alors qu’il
est prouvé qu’on peut simuler ce résultat en intégrant des comportements trés simples aux agents-robots
[174]. Le défi principal de la conception d’un essaim de robots consiste a concevoir les régles de controle
individuelles [172], définissant le comportement adéquat a chaque situation. Ces régles peuvent
conduire le systéme a converger vers le comportement global souhaité, qui est plus ce que la somme des
comportements de tous les agents-robots. Non seulement le matériel est censé tre simple mais aussi le
logiciel (contrdleur) [177]. A cet effet, I’approche de contrdle standard, dans la robotique en essaim, est
donc basée sur le controle réactif [177], en utilisant le mod¢le le plus simple d’agent réactif. Un agent
réactif n’a que des régles simples de type (Si situation X alors comportement Y) représentées dans la
table de correspondance (se référer au tableau 4.5), ou les comportements adéquats aux 486 situations,
représentés par « ? » sont sujet de recherche.

Tableau 4.5 : Table de correspondance situation/ comportement

Situation S Comportement
Perception S [0-4] Etat S [5] Ce{0,1,2,3,4,5}
00000 0 ?
00000 1 ?
00001 0 ?
11021 0 ?
11021 1 ?
11022 0 ?
22221 1 ?
22222 0 ?
22222 1 ?
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Quoique le systéme de contrdle centralisé ait I’avantage d’étre plus rapide et précis puisqu’il prend
en main tous les agents-robots du systéme [174] ; le systéme de robots en essaim est doté¢ d’un controle
distribué [172, 177]. Pour la raison que I’existence d’un chef d’équipe ou d’un plan a suivre se confond
avec le principe d’auto-organisation qui caractérise ce type de systémes [172]. En plus, le controle
distribué a montré qu’il est plus efficace avec les systémes peuplés et complexes, ce qu’est le cas dans
les systémes de robots en essaim [172]. Ce qui veut dire que le controle décrit dans 1’algorithme 4.2 est
exécuté par chaque agent-robot dans le terrain, d’une manicre séparée et autonome.

Algorithme 4.2 : Le contréle

Les entrées : La situation actuelle S : liste ;
Les sorties : Le comportement a exécuter C €{0, 1, 2, 3, 4, 5} ;
Appel a Déplacer, Ramasser ou bien Déposer ;
01 C=Correspondant (S) ; //chercher dans la table de correspondance le comportement correspond
02 alasituation S //
03 SiCe€{0, 1,2} Alors Déplacer (S, C) ; / Algorithme A3.1//

04 Sinon

05  Si S [5]=0 Alors Ramasser (S, C) ; // Algorithme A3.2 //
06  Sinon

07 Déposer (S, C) ; // Algorithme A3.3 //

08  Finsi

09 Finsi

4.6. La structure d’un agent-robot

Apres avoir détaillé les trois modules de perception, comportements de base et contrdle, on peut
résumer [’architecture des agents-robots comme il est représenté sur la figure 4.6. L’architecture
structurale et fonctionnelle des agents ne doit pas &tre trés compliquée. En effet, des agents réactifs avec
une vision limitée et une interaction simple avec leur voisinage, et n’ayant pas des capacités de calcul
ou de mémorisation, sont capables d’accomplir la tiche accordée [230].

Les entrées/sorties de notre systéme de contrdle sont supposées étre discrétes, ce qui nécessite des
pré/post traitements (voir la figure 4.7). Pour identifier nos agents-robots a des robots réels, on a supposé
que des pré-traitements sont déja faits sur les données brutes des senseurs (capteurs) afin d’obtenir des
capteurs virtuels orthogonaux (indépendants) [193, 4] fournissant des valeurs discrétes. En outre, au lieu
de préciser la position ou bien la vitesse d’actionneurs, un comportement simple est sélectionné, a partir
d’un ensemble fini de comportements, comme sorti du systéme de contréle. Par la suite, une étape de
post-traitement doit étre faite pour convertir le comportement sélectionné en un ensemble de commandes
réelles. Apres avoir congu les deux étapes de pré/post-traitements, 1’étape suivante est de trouver le
comportement adéquat pour chaque situation (perception + état de robot), ceci est détailler dans ce qui
suit.
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Figure 4.7 : La décomposition en 3 étapes

L’utilisation de cette approche de décomposition de la phase de conception d’agents-robots en 3
étapes nous permet d’avoir des contrdleurs indépendants de ’architecture physique des robots utilisés,
puisque les entrées/sorties sont discretes et indépendantes de I’architecture. Si le controleur adéquat est
trouvé, il suffit de se concentrer sur les deux étapes de pré et post-traitement pour mettre en ceuvre ce
contrbleur dans un robot physique choisi. En cas de changement de mode de manipulation d’objet, par
exemple, la pince par une pelle, le concepteur refait seulement 1’étape de post-traitement, et non pas
1’étape de conception de contrdleur, qui prend beaucoup de temps de calcul.

L’objectif de ce travail repose sur la conception de controleur(s) adéquat(s), qui nous permet(tent)
d’avoir une bonne qualité du tas formé, et en méme temps il(s) consomme(nt) moins d’énergie. Un
algorithme évolutionnaire peut prendre en charge le role de conception automatique de ces contrdleurs
[193]. Pour chaque situation dans la table de correspondance (tableau4.5), il faut trouver le
comportement adéquat, pour construire les 486 régles de la forme (si situation X alors comportement
Y). L’ensemble de ces 486 reégles représente un contrdleur.
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4.7. Description du résolveur

Méme si les controleurs eux-mémes sont simples, il est difficile de les trouver [177], et pour cette
raison le calcul évolutionnaire est utilisé. Il n’est pas toujours évident dans un systéme multi-agent de
prédéterminer explicitement 1’ensemble des régles qui forme le contréleur souhaité. Par contre
I’approche utilisée sert a identifier les objectifs globaux. Ensuite, les régles de contrdle nécessaires pour
atteindre ces objectifs sont sujettes de recherche. Dans ce cadre, deux fonctions de fitness sont utilisées
pour effectuer des mesures globales de la performance du systéme, ce qui facilite la sélection des
contrdleurs [193]. De cette maniére, I’ensemble de régles est défini implicitement.

Au début, une population initiale de N individus (solutions), ayant la structure décrite dans la
section4.7.1, est générée. Ou le chromosome de chaque individu Chrom[1 —486] =
aléatoire {0,1,2,3,4,5}. La section 4.7.2 décrit 1’étape suivante d’évaluation du comportement
collectif, résultant de I’utilisation du chromosome de chaque individu comme contréleur, en utilisant les
fonctions de fitness moyennes F; et F,. Un rang est assigné a chaque individu en utilisant la procédure
décrite dans la section 4.7.3. Ensuite la distance d’encombrement (section 4.7.4) est calculée entre les
individus du méme rang. A ce niveau, un ordre total entre les individus peut étre établi. Une nouvelle
population est générée suivant la procédure décrite dans la section 4.7.5. Ce processus est répété jusqu’a
atteindre la condition d’arrét. Le détail de 1’algorithme est donné dans la section 4.7.6.

4.7.1. Structure des individus

Chaque individu (solution) de la population est représenté par la structure décrite ci-dessous.

Individu : structure

01 {

02 Chrom : tableau [486] // contient les 486 comportements (le controleur)
03 Fg, Fe:réels /1 les deux valeurs de fitness de I’individu

04  Rank : entier // classement de 1’individu

05  Dominationset : liste // ’ensemble d’individus qu’il domine

06  Dominatedcount : entier // e nombre d’individus qui le dominent

07 Crowddist : réel // 1a distance d’encombrement

08 1

4.7.2. L’évaluation d’un individu

L’utilisation d’une fonction de fitness, permet d’entrainer les contréleurs [193] représentés par les
chromosomes. Puisque les fonctions de fitness F; et F, indiquent le rendement d’un certain controleur
face a la tiche a effectuer, elles permettent aux contréleurs, qui ont un bon fonctionnement, d’avoir un
bon rang lors de la phase de classement (Algorithme A4.1). Comme il est décrit dans la procédure
d’évaluation (Algorithme 4.3), des valeurs moyennes de fitness sont déterminées en répétant
I’expérience d’entrainement avec le méme contréleur plusieurs fois, afin de donner une mesure plus ou
moins stable (avec le minimum de marge d’erreur). A chaque entrainement, les conditions initiales de
I’environnement sont générées aléatoirement. Dans ce travail, ces conditions sont les positions et les
orientations des agents-robots et des objets. Comme il est décrit dans 1’algorithme 4.4, les agents-robots
utilisent le chromosome de I’individu comme contrdleur, pendant un certain temps T fixé pour tous les
entrainements et tous les individus.

4.7.3. Le classement

Suivant le principe de dominance, décrit dans le chapitre 1, les individus sont classés dans des fronts
non-dominés selon leurs rangs, comme il est présenté dans 1’algorithme A4.1. Pour assigner ce rang a
un individu, le nombre d’individus qui le dominent est calculé, ainsi que les individus qu’il domine sont
trouvés. Le rang 1 est assigné aux individus qui ne sont pas dominés du tout, le rang 2 est assigné aux
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individus dominés, seulement, par ceux du rang 1, et les individus du rang 3 sont dominés par ceux du
rang 1 et 2. Le processus décrit dans 1’algorithme A4.1, linge 20 a 26, est répété jusqu’a ce que tous les
individus sont classés dans des fronts non-dominés.

Algorithme 4.3 : L’évaluation

Les entrées : Un individu : structure
Les sorties : Un individu : structure avec changements dans Fg, F;

01 F;=0.0;F=0.0;Deads=0;

02 Pour Nombre d’entrainements I // conditions initiales

03  L’entrainement (Chrom) ; /I Algorithme 4.4

04  Calculer fg; ; // Algorithme 4.1

05  Calculer fg; ;

06 Fin pour

07 Calculer la moyenne Fy, F, // la moyenne de I entrainements

Algorithme 4.4 : L’entrainement

Les entrées : Chrom : tableau // le chromosome de 1’individu ;
Les sorties : Changement dans I’environnement ;

01 Réinitialisation aléatoire de 1I’environnement ;

02 Pour temps d’entrainement T

03  Pour chaque robot

04  Perception ;

05 Controéle (S) ; /I Algorithme 4.2 en utilisant Chrom comme contréleur
06 Fin pour
07 Fin pour

4.7.4. La distance d’encombrement

Apres avoir classé les individus dans des fronts non-dominés, il faut différencier entre les individus
du méme front (ayant le méme rang). A cet effet, une distance d’encombrement est calculée pour
maintenir la diversité. La procédure de calcul de la distance d’encombrement est décrite dans
’algorithme A4.2. Pour chaque fonction objectif k, dans notre cas k = {q ou e}, les individus du méme
front sont triés par ordre croissant selon la fonction objectif k. Les deux individus 1 et [ a I’extrémité
de la liste d’individus trié¢e L ont un Crowddisti = 1, Crowddistt, = 1. Pour chaque individu i parmi
les individus classés entre 2 et [ — 1 :

F,i“—Fi_l

p (4.5)

Crowddist}, =

La distance d’encombrement d’un individu i est calculée par la somme des distances
d’encombrement (équation 4.6) calculées pour chaque objectif par 1’équation (4.5).

Crowddist! = Zﬁg Crowddistt (4.6)

11 faut noter que la valeur associée aux deux individus d’extrémité dans 1’algorithme original est oo.
Cette valeur est utilisée pour que 1’algorithme soit flexible et utilisable avec tous les problémes. Dans
notre cas, le simulateur NetLogo n’est pas trop dédié aux calculs mathématiques. On a utilisé la valeur 1,
qui est la plus grande distance qu’on peut avoir entre deux valeurs d’une fonction objectif.

4.7.5. Génération d’une nouvelle population

Pour générer la nouvelle population, certains individus doivent étre sélectionnés pour y participer.
La sélection dans 1’algorithme original de NSGA-II est une sélection par tournoi binaire basé sur le
principe suivant : sélectionner 2 individus aléatoirement, 1’individu participant sera celui qui a le
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meilleur rang entre les deux, s’ils ont le méme rang c’est celui avec la plus grande distance
d’encombrement. A cet effet et quand la probabilité de 1’opérateur génétique (croisement, mutation) est
importante, un individu peut étre sélectionné plusieurs fois. Tandis que I’intensification est garantie par
la sélection de N meilleurs individus, on a besoin de plus de diversification, puisque ’espace de
recherche est large. Pour cette raison, un ensemble d’individus non répétés est sélectionné pour chaque
opérateur, comme il est présenté dans I’algorithme A4.3, linge 2 et linge 11. La maniére dont les deux
opérateurs génétiques, croisement et mutation, sont appliqués sur les chromosomes des individus
sélectionnés est décrite dans les algorithmes A4.4 et A4.5, respectivement. Avec un ensemble de valeurs
discrétes, on a utilisé une mutation cyclique.

4.7.6. L’algorithme principal

NSGA-II implémente I’élitisme sans avoir besoin d’une archive externe [278]. L’ancienne
population et la nouvelle sont mélangées (ligne 18, Algorithme 4.5), pour sélectionner les N meilleurs
individus (linge 23, Algorithme 4.5). Cette sélection est devenue possible aprés avoir établi un ordre
total entre les individus. Les individus sont triés selon leur rang par ordre croissant et selon la distance
d’encombrement par ordre décroissant, afin de différencier les individus ayant le méme rang. Dans
I’algorithme NSGA-II conventionnel, aprés avoir atteint le maximum d’évaluations, 1’algorithme se
termine et les individus non-dominés sont rendus au décideur pour y choisir celui qui lui convient.

Algorithme 4.5 : L’algorithme principal du solveur

Les entrées : N : entier ; pCrois, pMut, mu : réels ;
Les sorties : Front de Pareto ;

01 Pop = liste des ID de N individus générés aléatoirement ; // population initiale

02 Pouri=1aN

03  [Individu Pop (i)] = Evaluation (individu Pop (1)) ; //Algorithme 4.3

04 Fin pour

05 FE=N; // nombre d’évaluations
06 [Pop, F] = Non-dominated Sorting (Pop) ; //Algorithme A4.1

07 [Pop] = Crowding distance (Pop) ; //Algorithme A4.2

08 [Pop] = Tri décroissant des individus selon la distance d’encombrement (Pop) ;

09 [Pop] = Tri croissant des individus selon le rang (Pop) ;

10 Tant que FE < Max-Eval

11 nCrois =2 * entier ( pCrois * N/ 2) ;

12 nMut = entier ( pMut * N) ;

13 [New-pop] = Génération d’une nouvelle population (Pop, nCrois, nMut, mu) ;//Algorithme A4.3
14 Pouri=1 ataille (New-pop)

15 [Individu New-pop(i)] = Evaluation (individu New-pop(i));

16  Fin pour
17  FE =FE + taille (New-pop) ;
18  Pop=Pop + New-pop ; // mélanger 1’ancienne avec la nouvelle population

19  [Pop, F] = Non-dominated Sorting (Pop);

20  [Pop] = Crowding distance (Pop) ;

21 [Pop] = Tri décroissant des individus selon la distance d’encombrement (Pop) ;
22 [Pop] = Tri croissant des individus selon le rang (Pop) ;

23 [Pop] = Tronquer les N premiers (Pop) ; // garder les N meilleurs individus seulement
24 // mettre a jour

25  [Pop, F] = Non-dominated Sorting (Pop) ; //Algorithme A4.1

26  [Pop] = Crowding distance (Pop) ; //Algorithme A4.2

27  [Pop] = Tri décroissant des individus selon la distance d’encombrement (Pop) ;
28  [Pop] = Tri croissant des individus selon le rang (Pop) ;
29 Fin tant que

Représenter les individus ayant Rank =1 ;
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4.8. Résultats de NSGA-II

L’algorithme décrit ci-dessus est appliqué sur le probléme de regroupement d’objets bi-objectif avec
60 objets, 30 agents-robots dans un terrain d’entrainement de 30x30 cellules, comme le montre la figure
4.8. L’algorithme NSGA-II est exécuté¢ 10 fois avec les paramétres suivants, fixés empiriquement :
temps d’entrainement 2000 pas de temps, les agents-robots ont une énergie initiale égale a 9000 unités,
le nombre de conditions initiales I est 10, le nombre maximal d’évaluations Max-Eval est égal a 30000,
la taille de la population N est égale a 65, le pourcentage de croisement est 0.9, le pourcentage de
mutation est 0.4 et le taux de mutation est 0.03.
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Figure 4.8 : L’environnement de simulation NetLogo
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Figure 4.9 : L’approximation du front de Pareto obtenue par NSGA-II

La figure 4.9 présente les meilleures solutions obtenues en utilisant NSGA-II durant les 10
exécutions. Ces solutions (modéles comportementaux) dominent les autres solutions mais elles ne se
dominent pas entre elles. Ce qui prouve que le probléme présenté est un probléme multi-objectif avec
deux objectifs contradictoires. Certains modéles comportementaux sont meilleurs que les autres en
termes de qualité de formation des tas et d’autres sont meilleurs que les autres en termes d’économie
d’¢énergie. Et, comme il n’existe pas de modele comportemental qui satisfait les deux objectifs en méme
temps, ces solutions constituent le meilleur compromis possible trouvé entre les deux objectifs. Ces
compromis sont fournis au décideur pour choisir le modele comportemental qui répond a ses besoins.
Pour faciliter la tache, les 30, 20 et 10 meilleures solutions sont aussi présentées sur la figure 4.9.
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Figure 4.10 : La vitesse moyenne de convergence des deux objectifs durant 10 exécutions en utilisant NSGA-II

L’évolution moyenne de F; et F, de la population durant la recherche évolutive, est représentée sur
la figure 4.10. Au début, FE < 317, et avec une population initiale aléatoire, les agents-robots
effectuent certaines actions qui consomment de l’énergie mais ne donnent pas une amélioration
significative en termes de qualité de regroupement ; la majorité des chromosomes ne correspondent pas
a la perception de I’environnement local. Ainsi, la plupart des agents-robots tournent autour d’eux a
180° tout en consommant 2 unités d’énergie a chaque pas de temps, donc aucun tas n’est formé. Apres
cela (317< FE< 16900), NSGA-II réussit a améliorer la qualité du tas formé, sachant que la moyenne de
I’énergie consommée diminue. Jusqu’a ce point, 1’algorithme utilisé se concentre sur la stratégie de
diversification pour explorer de plus grandes zones de 1’espace des solutions. Dans les étapes plus
avancées (FE > 16900), cet algorithme limite son espace de recherche a une petite zone, adoptant ainsi
une stratégie d’intensification, lui permettant d’exploiter les chromosomes trouvés. Dans cette derniere
¢tape, F;, augmente plus lentement et F, est plus stable et diminue aussi légeérement que possible ; cet

algorithme tend alors a converger.

4.9. Conclusion

Ce chapitre présente un probléme d’optimisation bi-objectif concernant la tiche de regroupement
d’objets. L’analyse de la littérature montre qu’avec une tache aussi compliquée, 1’énergie devient la
principale limitation pour accomplir le travail sans perdre un certain nombre de robots, en raison de
leurs batteries déchargées, ce qui conduit a un possible avortement de la mission. Pour cette raison, le
probléme habituel du regroupement d’objets & un seul objectif est remodelé pour traiter deux objectifs
conflictuels : regrouper les objets distribués de la maniére le plus large possible et conserver au mieux
1’énergie des robots. L’algorithme évolutif multi-objectif NSGA-II est appliqué. Les résultats montrent
que les bonnes solutions en termes de qualité de regroupement consomment plus d’énergie, mais
qu’elles restent le meilleur compromis possible dans ce contexte.
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Chapitre 5: Etude de I’un des meilleurs
modéeles comportementaux
bi-objectif trouvés

5.1. Introduction

Toutes les solutions non-dominées présentées dans le chapitre précédent sont les meilleurs
compromis trouvés en termes de qualité de regroupement et de consommation d’énergie. Dans un
premier temps, I’une des meilleures solutions représentant un modele comportemental bi-objectif (MC-
BO) est sélectionnée pour étre évaluée dans différentes circonstances et examiner la robustesse, la
scalabilité et la flexibilit¢ du systéme en utilisant ce MC-BO. Quelques facteurs dynamiques et
accidentels peuvent influer sur le fonctionnement du systéme, pour cette raison, leur effet doit étre
étudié. Pour prouver la supériorité de 1’approche proposée, deux modeles comportementaux bi-objectif
sont comparés a un autre mono-objectif.

Le reste de ce chapitre est organisé comme suit. La section 5.2 analyse le modéle comportemental
bi-objectif MC-BO. L’effet de la capacité de batterie est étudi¢ dans la section 5.3. Dans la section 5.4,
la robustesse du systéme est examinée. Et dans la section 5.5, sa scalabilité est sujette d’investigation.
Ensuite, pour examiner sa flexibilité, I’effet du nombre d’objets, de la taille de I’environnement et la
taille du probléme sont étudiés dans la section 5.6. Alors que dans les sections 5.7 et 5.8, quelques
facteurs dynamiques et accidentels, qui peuvent avoir une influence sur le fonctionnement du systéme,
sont discutés. Dans la section 5.9, quelques scénarios sont imaginés pour examiner ’effet de ces
facteurs. Tandis que la section 5.10 présente une comparaison entre deux modeles comportementaux bi-
objectif et un autre mono-objectif afin de prouver la supériorité de I’approche proposée.
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5.2. Analyse du modéle comportemental bi-objectif ciblé (MC-BO)

Parmi les 486 comportements représentant le modéle comportemental, 12 comportements différents
illustrés dans le tableau 5.1 sont choisis pour étre expliqués plus en détail. Dans les situations {1}, {2},
{3} et {4}, il y a plus d’une cellule vide ; le meilleur comportement de déplacement possible qui
consomme moins d’énergie est sélectionné. Dans la situation {3}, par exemple, |’agent-robot a 3 cellules
voisines vides : les numéros 1, 3 et 4. Parmi les comportements de déplacement possibles 1 et 2
consommant respectivement 4 et 8 unités, 1 est sélectionné. De plus, dans les situations {7} et {9}, le
robot dispose de plus d’un objet. Le comportement de ramassage exécuté permet de conserver,
respectivement, 1 et 4 unités, dans chaque situation. Dans les situations {8} et {10}, le comportement
de dépdt sélectionné permet de conserver 8 unités dans les deux situations. En revanche, dans les
situations {5}, {6}, {11} et {12}, les agents-robots exécutent les comportements 2 et 5. Méme si ces
comportements consomment plus d’énergie que les autres, personne ne peut prouver qu’ils n’ont aucun
effet sur I’émergence finale du tas. Dans la situation {11}, [’agent-robot ne percoit qu’un seul objet. La
probabilité que cet objet appartienne a un sous-groupe est faible, donc le ramassage de cet objet peut
améliorer la qualité. Alors que dans la situation {12}, I’agent-robot dispose de 2 cellules vides pour
déposer son objet. Le comportement sélectionné est celui qui consomme le plus d’énergie. Mais, en
déposant 1’objet dans la cellule 4, une collection de 3 objets adjacents sera construite. Cela peut étendre
un groupe possible que I’agent-robot ne peut pas percevoir ou construire en un sous-groupe de 3 objets
dans le pire des cas. Bien que MC-BO consomme plus d’énergie que les autres solutions présentées dans
la figure 4.9, I’analyse de ses comportements montre qu’il parvient a économiser de 1’énergie tout en
restant le meilleur d’un point de vue qualité de formation.

Tableau 5.1 : Comportements représentatifs de MC-BO

Situation Perception Etat COI,npOI.‘teme,:nt
sélectionné
I 00000 0 0
2 00012 | 0
3 20200 0 X
4 22001 ] .
5 02202 0 5
6 02210 | 5
7 11202 0 3
8 01101 1 3
9 00110 0 4
10 21010 | A
3| 20021 0 s
12 12010 | s

L’analyse des comportements représentatifs de MC-BO a montrée qu’il existe des solutions non
dominées qui offrent une bonne qualité de regroupement tout en consommant plus d’énergie que les
autres solutions non dominées, mais elles restent meilleures que les solutions dominées. Cette analyse
ira encore plus loin, en évaluant MC-BO dans différentes conditions limites dans les sections suivantes.

5.3. L’effet de la capacité de batterie

Pour étre dans les conditions expérimentales réelles, 1’énergie des agents-robots ne peut étre
considérée comme illimitée ou suffisante pour accomplir la tache. Ainsi, MC-BO (la solution a tester),
est mise sous des conditions limites d’énergie pour prouver que méme si ces conditions ont un effet sur
les performances des agents-robots, le systéme continu a fonctionner encore pendant une durée
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suffisante, lui permettant d’accomplir la tache. Cela est possible parce que MC-BO est supposé
permettre au systéme robotique d’économiser I’énergie autant que possible.

Différentes capacités de batterie (CB=18000, 15000, 12000 unités) sont testées. La figure 5.1 montre
la moyenne de F; sur 500 simulations avec des conditions initiales aléatoires et 5000 pas de temps dans
chaque simulation. Le nombre d’agents-robots morts est également présenté. Les agents-robots morts
ont une énergie nulle dans leurs batteries [279]. Les agents-robots ayant un CB=18000 unités comme
énergie initiale peuvent accomplir les 5000 pas sans aucun agent mort et F; atteint 0,8, tandis que pour
CB=15000 unités, les agents-robots commencent a mourir aprés 4482 pas de temps. Pour CB=12000
unités, les agents-robots commencent a mourir plus tot, apres 3523 pas de temps. La figure 5.1 montre
que plus la capacité de la batterie des agents-robots diminue, plus les performances du systéme se
dégradent.
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Pas de temps
Figure 5.1 : L’effet de la capacité de batterie sur les performances du systéme et le nombre d’agents-robots morts

5.4. La robustesse

Pour étudier la robustesse du systéme et trouver le seuil des agents-robots morts pour lequel le
systéme n’est plus opérationnel, nous devons nous concentrer sur le moment ou les agents-robots
commencent a tomber en panne. La figure 5.2 montre que F; converge toujours et que le systéme reste
robuste (dans les deux cas : CB = 15000 et CB = 12000 unités) tant que moins de 86% des agents-robots
sont morts (26 agents-robots morts sur un total de 30). Cette grande robustesse est due (1) a la simple
constitution des agents-robots et a leur ressemblance, impliquant 1’homogénéité de leur systéme, qui
conduit a leur abondance, de sorte que les agents-robots restants peuvent couvrir les agents-robots morts,
bien que les performances du systéme avant et aprés 1’apparition du phénoméne de mort soient
différentes (2) le systeme est totalement décentralisé, ce qui permet de continuer a fonctionner sans avoir
besoin de se coordonner.
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Figure 5.2 : La robustesse du systéme avec (a) CB = 15000 unités (b) CB = 12000 unités

5.5. La scalabilité

Pour examiner la scalabilité du systéme, le nombre d’agents-robots est varié, tandis que le nombre
d’objets et les dimensions du terrain d’entrainement sont maintenus constants (nombre d’objets = 60,
dimensions du terrain d’entrainement = 33 x 33), sachant que les agents-robots ont une capacité¢ de
batterie de 18 000 unités. Dans chaque expérience, le modéle comportemental ciblé est testé 500 fois
(avec des conditions initiales aléatoires a chaque test), sachant que le critére d’arrét est F; = 0,9 ou
F, = 0,98. La figure 5.3 montre que dans une gamme de 21 a 60 agents-robots, les performances du
systeme sont plus stables, avec un minimum d’agents-robots morts, ce qui signifie que ce systéme est
scalable dans cette gamme, tandis qu’en dehors de cette gamme, il ne peut pas bien fonctionner. Les
agents-robots continuent a fonctionner jusqu’a ce qu’ils consomment 98 %, en moyenne, de leur énergie,
sans réussir leur mission. Pour bien faire avec peu d’agents-robots, ils doivent étre équipés de batteries
de trés grande capacité. De plus, les performances se dégradent avec un terrain d’entralnement
surpeuplé, en raison d’une forte quantité d’interférences entre les agents-robots.
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Figure 5.3 : La scalabilité du systeme utilisant MC-BO
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5.6. La flexibilité

Les trois expériences suivantes sont réalisées pour examiner la flexibilité du systéme dans des
conditions de consommation d’énergie. Les résultats présentés sont les moyennes de 500 simulations
avec une énergie initiale =18000 unités et le critére d’arrét pour chacune est F; = 0.9 ouF, = 0.98.

5.6.1. L’effet du nombre d’objets

Pour examiner 1’effet du nombre d’objets sur les performances du systéme, seul ce nombre est
modifié alors que le nombre d’agents-robots et les dimensions du terrain d’entrainement sont fixes
(nombre d’agents-robots=30, dimensions du terrain d’entrainement=33x33). La figure 5.4 montre que
pour un nombre d’objets inférieur ou égal au nombre d’agents-robots, tous les objets sont ramassés et le
processus de collecte ne peut pas démarrer et aucun tas ne peut étre formé. Les agents-robots ramassent
les objets existants tout en consommant leur énergie pour rien. Plus le nombre d’objets augmente et plus
les agents-robots ont des difficultés a bien faire, car leur énergie devient insuffisante, ce qui entraine une
augmentation du nombre d’agents-robots morts.
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Figure 5.4 : L’effet du nombre d’objets

5.6.2. L’effet de la taille de I’environnement

Pour cette expérience, le nombre d’agents-robots et d’objets est fixe (nombre d’agents-robots = 30
et nombre d’objets = 60) et la dimension du terrain d’entrainement est variable. La figure 5.5 montre
que dans un petit terrain d’entrainement, les mouvements des agents-robots sont limités ; bloqués entre
les objets, les agents-robots changent continuellement leur perception locale de I’environnement sans
déplacement réel, tout en espérant dépasser cet état de blocage. Dans le cas ou le terrain d’entrainement
devient plus grand, les agents-robots ont des difficultés a bien se comporter ; ils consomment plus
d’énergie en parcourant de plus longues distances.
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Figure 5.5 : L’effet de la taille de I’environnement

5.6.3. L’effet de la taille du probléeme

Pour cette expérience, la taille du terrain d’entrainement et le nombre d’agents-robots et
d’objets sont varié pour obtenir le méme probléme dans différentes tailles en maintenant la densité des
agents-robots et des objets constante, par rapport a la taille de I’environnement. Le tableau 5.2 résume
les détails de chaque taille de probléme, ou il existe 2 objets pour chaque agent-robot. Les dimensions
du terrain d’entrainement sont définies en fonction du nombre d’agents-robots utilisés dans chaque
probléme et de la densité des agents-robots dans le probléme initial, calculée par D = 33 * 33/30 =
36.3 =~ (6 * 6) cellules pour chaque agent-robot. Les résultats présentés dans la figure 5.6 montrent que
les agents-robots sont plus performants dans les petits problémes. Pour les problémes plus importants,
méme si la densité du probléme d’origine reste constante, les agents-robots doivent parcourir de longues
distances pour atteindre la zone de regroupement. Ainsi, la tiche de regroupement est partiellement
réalisée avec une capacité de batterie BC = 18000 unités.

Tableau 5.2 : Les tailles du probléme

Référence Nombre Nombre Taille de
de la d’agents- d’objets I’environnement
taille du robots
probléme
1 10 20 19x19
2 20 40 27x27
3 30 60 33x33
4 40 80 38x38
5 50 100 43x43
6 60 120 47x47
7 70 140 50x50
8 80 160 54x54
9 90 180 57x57
10 100 200 60x60
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Figure 5.6 : L’effet de la taille du probléme

5.7. Les facteurs dynamiques

Le modele proposé, dans ce travail, contient de nombreux facteurs dynamiques, qui peuvent étre
présentés comme suit :

5.7.1. Les facteurs liés a ’essaim

Les principaux facteurs dynamiques qui sont a [’origine de la dynamique de I’essaim étudié sont :
I’ajout de nouveaux agents-robots, la défaillance d’autres, le nombre d’agents-robots/objets et les
changements de leurs positions. La nature totalement décentralisée du systéme robotique étudié et la
connaissance limitée des agents-robots permettent de continuer a fonctionner sans qu’il soit nécessaire
de coordonner, ce qui garantit une grande robustesse face a ces facteurs dynamiques.

5.7.2. Les facteurs liés aux caractéristiques des agents-robots

Par exemple la vitesse, le nombre et le type de capteurs/effecteurs. Ces facteurs dynamiques ne sont
pas pris en compte dans ce travail. Dans les futurs travaux, la vitesse, par exemple, participera dans
I’économie d’énergie. Sachant que plus de vitesse nécessite plus d’énergie, une des stratégies possibles
sera : « lorsque le niveau d’énergie d’une batterie donnée atteint un certain seuil, I’agent-robot concerné
diminuera sa vitesse pour consommer moins d’énergie, ce qui pourrait prolonger sa durée de vie ». Un
nombre croissant de capteurs ou d’effecteurs peut respectivement augmenter la région de perception, ce
qui entraine une augmentation du nombre de régles et un accroissement du nombre de comportements
de base. La capacité de la batterie (CB) est une autre caractéristique des agents-robots qui peut avoir un
effet significatif sur les performances du systéme. Pour les trois niveaux significatifs de la CB [18000,
15000, 12000], le systéme reste trés robuste méme si ses performances dégradent avec une capacité de
batterie moins importante. Pour plus de 18000 unités, la méme performance est obtenue, et pour moins
de 12000 unités, la performance continue a se dégrader.

5.7.3. Les facteurs liés aux caractéristiques des objets et/ou les caractéristiques du sol

Par exemple, le poids et la forme des objets sont censés étre adaptés aux capacités des agents-robots,
et 1’état du sol est censé étre idéal et sans changement. Alors que 1’ajout d’un grand nombre d’objets ou
une extension importante du terrain d’entrainement peuvent affecter les performances du systéme.
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5.8. Les facteurs accidentels

Le monde étudi¢ dans ce travail est composé de trois éléments et peut étre formulé comme suit :
Monde = <Agents-Robots, Objets, Terrain>. Les éventuels facteurs accidentels peuvent étre liés a une,
deux ou trois de ces composantes :

5.8.1. Les facteurs liés aux agents-robots

A- Batterie déchargée : son effet est traité dans le travail présenté. Il convient de noter qu’une charge
suffisante des batteries ne garantit pas toujours I’accomplissement de la tache visée ; une batterie peut
étre accidentellement déchargée, pour une raison ou une autre. Inspirée de la gestion des stocks dans le
domaine de la gestion industrielle, une marge de charge de sécurité supplémentaire peut réduire
I’influence de ce facteur accidentel. Comme le montre la figure 5.7, un agent-robot consomme une
énergie moyenne entre 15500 et 16500 unités. La capacité initiale utilisée est de 18000 avec une charge
de sécurité supplémentaire de plus de 2500.

B- Les pannes de capteurs/effecteurs sont considérées comme des défaillances non tolérées dans
ce travail. Un agent-robot souffrant de telles défaillances est considéré comme hors service. L’effet de
ce facteur accidentel sur le systéme est le méme qu’en (A) ; les performances du systéme se dégradent
mais il reste robuste.

C- Positions initiales des agents-robots : Pour éviter toute distribution accidentelle des agents-
robots, conduisant & des résultats expérimentaux meilleurs ou pires. Leurs positions initiales sont
modifiées plusieurs fois (exactement 500 fois).

D- Piégeage dans un état de blocage : Parmi les stratégies de choix du lieu de déplacement ou de
I’objet a manipuler, la plus déterministe consiste a spécifier le choix. Le robot est bloqué dans une
situation ou il ne peut pas fonctionner et il ne peut pas sortir. L’approche proposée donne plus de
dynamisme dans ce sens. Pour exécuter le comportement sélectionné, le robot a deux choix (gauche ou
droite) et celui qui est disponible sera exécuté. Si les deux choix ne sont pas disponibles, le robot peut
sortir de cette situation de blocage en tournant a 180°. Si les deux choix sont disponibles, le robot choisit
I’un d’entre eux.

5.8.2. Les facteurs liés aux objets
A- Le poids et la forme des objets sont considérés comme standard et les agents-robots peuvent

toujours les manipuler.

B- La répartition initiale des objets : La fonction aléatoire utilisée peut générer des positions
voisines formant de petits groupes dés le début de la simulation, en particulier dans le cas d’un grand
nombre d’objets. Cette distribution accidentelle favorise la formation du tas et peut méme conduire a
une évaluation inappropriée du modéle comportemental, si elle est répétée plusieurs fois. La distribution
initiale est modifiée plusieurs fois (exactement 500 fois) pour réduire la probabilité de rencontrer une
telle distribution accidentelle.

5.8.3. Les facteurs liés a I’environnement

L’état du terrain d’entrainement est considéré comme idéal, non accidentel et invariant. Ces
considérations seront prises en compte, a 1’avenir, lors de la phase de passage au réel.

5.9. L’effet des facteurs dynamiques et accidentels

Pour montrer comment le systeme peut réagir a certains facteurs dynamiques ou accidentels,
plusieurs scénarios ont été€ imaginés. Le scénario théorique (T), est un scénario ou aucune perturbation
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ne se produit pendant la simulation. Le scénario (A) relatif a I’ajout d’agents-robots a été réalisé, ou
trois groupes de cinq agents-robots (A-Rs) sont ajoutés au systéme a trois moments différents : 1500,
3000 et 4500. Un autre scénario (B) relatif au déplacement accidentel d’objets a été réalisé, dans lequel
les positions de cing objets sont modifiées de maniére aléatoire. Ce phénomene est répété trois fois aux
mémes instants utilisés en (A), pour simuler I’effet d’un facteur externe qui perturbe la mission (le vent
par exemple). Le dernier scénario (C) concernait les défaillances de capteurs ou d’effecteurs
(considérées ici comme non tolérées) ou la décharge accidentelle de batteries. Trois agents-robots sont
considérés comme hors service en méme temps dans les trois moments susmentionnés. Notez que pour
une comparaison équitable, les scénarios sont exécutés dans les mémes conditions (5000 pas de temps
pour chaque simulation et les simulations sont répétées 500 fois avec des conditions initiales différentes
a chacune d’entre elles). Les résultats sont présentés dans le tableau 5.3.

Tableau 5.3 : L’effet de différents facteurs accidentels et dynamiques sur le systéme

Scénario (T) | Scénario (A) | Scénario (B) | Scénario (C)

S 11::‘? 0.80 0.75 0.73 0.73
fact AR € ot 0.88 0.70 0.88 0.89
I 2 im‘z S 0/30 0/45 0/30 9/30
8 ~0 usﬂe la fin la fin la fin la fin

jusqu’a
§ K, 0.77 076 0.67 0.72
@ F, 0.99 0.80 0.99 0.99
T A-Rs morts 28/30 28/45 28/30 30/30
0 Robuste 26 A-Rs 26 A-Rs 26 A-Rs
&) . o la fin

jusqu’a morts morts morts
§ K, 0.75 0.72 0.59 0.70
X F, 0.99 082 0.99 0.99
T A-Rs morts 30/30 36/45 30/30 30/30
o0 Robuste 27 A-Rs 27 A-Rs 27 A-Rs
&) . T la fin

jusqu’a morts morts morts

- Le systéme reste treés robuste en cas d’existence de changements, méme si ses performances se
dégradent.

- Dans le scénario (A), on peut distinguer deux cas différents : Le premier cas est celui ouil n’y a
pas besoin de nouveaux robots-agents pour succéder a la formation du tas ; les capacités des batteries
sont suffisantes (CB = 18000). Elles restent donc toutes utiles jusqu’a 1’épuisement des 5000 pas de
temps. Dans le second cas, ou les capacités des batteries sont de 15 000 ou 12 000, 1’ajout de nouveaux
robots-agents peut renforcer le systéme pour faire mieux ; les nouveaux agents-robots aideront a couvrir
leurs collégues morts. L’ajout de nouveaux agents-robots, dans le premier cas, diminue la qualité de la
formation du tas en raison de I’augmentation des interférences entre ces agents-robots. Dans le second
cas, comme imprévu, le systéme fonctionne mieux dans le scénario (T) que dans ce scénario, ce qui
prouve que les interférences ont un effet plus négatif sur les performances du systéme que le phénoméne
de mort des agents-robots.

- Le scénario (B) est celui qui a le plus d’effet sur les performances, sachant que la dégradation de la
qualité des clusters devient plus importante avec un CB plus faible.

- Contrairement au scénario (T), ou le phénoméne des agents-robots morts ne peut apparaitre que
dans les étapes ultérieures de la simulation, leur apparition dans les étapes antérieures de la simulation,
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dans le scénario (C), a plus d’effet sur les performances du systéme robotique. Dans de tels cas,
I’utilisation d’une CB ¢élevée prolongera la durée de vie des agents-robots restant actifs pour combler le
vide laissé par les agents morts.

5.10. Comparaison entre le modéle comportemental bi-objectif et mono-
objectif

La comparaison entre les modeles comportementaux bi-objectif et les modeles comportementaux a
objectif unique obtenus dans d’autres travaux est inappropriée, car ils ne sont pas développés dans les
mémes conditions. Ainsi, un algorithme génétique ordinaire a ét€ mis en ceuvre, pour récupérer 1’un des
meilleurs modeles comportementaux a objectif unique (MC-MO), réalisé dans les mémes conditions
que le MC-BO. Les expériences sont réalisées en utilisant le méme nombre d’agents-robots (30) et
d’objets (60) et la méme dimension de terrain d’entrainement (33x33). Les agents-robots ont la méme
région de perception et les mémes 3 comportements de base. Contrairement a 1’approche proposée, il
n’y a pas de distinction entre les niveaux d’énergie ; le mouvement est codifié par {0}, les
comportements de ramassage et de dépot sont codifiés par {1} et le choix de la cellule est fait de maniére
aléatoire. L’algorithme génétique a objectif unique susmentionné, avec les mémes paramétres, est
appliqué et la meilleure performance obtenue en termes de qualité est F; = 0.728.

Contrairement a I’approche adoptée, aucune information n’est disponible sur I’énergie consommeée,
au cours de ce processus de conception d’un modéle comportemental a objectif unique. Aprés
comparaison de MC-MO avec MC-BO, les observations suivantes ont été faites. Premi¢rement, malgré
le fait que le MC-BO offre une meilleure qualité que le MC-MO, il consomme également moins
d’énergie. La figure 5.7 montre la consommation moyenne d’énergie de chaque agent-robot, en utilisant
ces deux modeles comportementaux, sur plus de 500 simulations avec des conditions initiales aléatoires,
pendant 5000 pas. En bref, le MC-BO est plus performant sur les deux objectifs. Deuxiémement, la
figure 5.7 montre qu’en utilisant le MC-MO, la consommation d’énergie est plus perturbée, d’une
simulation a 1’autre. La variance, sur 500 simulations de 1’énergie consommée de MC-BO, est de
73230,64, alors que la variance de MC-MO est de 149149,8, soit plus du double. Cela confirme que
I’énergie consommeée, en utilisant le MC-MO, est plus perturbée et moins rationalisée d’une expérience
a ’autre, car elle n’est pas contrdlée ; plusieurs actions qui consomment une quantité différente d’énergie
sont considérées comme équivalentes.
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Figure 5.7 : L’énergie consommeée par les agents-robots en utilisant (a) MC-MO (b) MC-BO
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Tableau 5.4 : L’effet de la capacité de batteries sur le systéme utilisant différents modeles comportementaux

MC-MO MC-BO MC-BO’
S F, 0.67 0.80 0.66
Y F, 0.87 0.58 0.49
I A-Rs morts 0/30 0/30 0/30
8 Robuste jusqu’a la fin la fin la fin
S E, 0.62 0.80 0.67
s F, 0.99 0.88 0.74
I A-Rs morts 30/30 0/30 0/30
L’effet de la 8 Robuste jusqu’a | 25 A-Rs morts la fin la fin
capacité de
batteries et la -
robustesse = F, 0.58 0.77 0.67
= F, 1 0.99 0.89
I A-Rs morts 30/30 28/30 1/30
8 Robuste jusqu’a | 26 A-Rs morts | 26 A-Rs morts la fin
S F, 0.52 0.75 0.65
a F, 1 0.99 0.99
I A-Rs morts 30/30 30/30 25/30
8 Robuste jusqu’a | 26 A-Rs morts | 27 A-Rs morts | 24 A-Rs morts

Les tableaux 5.4 et 5.5 résument la comparaison effectuée entre MC-MO, MC-BO et un autre modele
comportemental bi-objectif, appelé MC-BO’ ayant la méme qualité de regroupement que MC-MO. MC-
BO’ est comparé¢ a MC-MO, pour prouver que méme si deux modéles comportementaux, ayant une
énergie suffisante pour atteindre les mémes performances en termes de qualité de regroupement,
I’approche bi-objective surpasse 1’approche mono-objective, lorsque 1’énergie de la batterie devient
limitée, comme dans les applications du monde réel. Les expériences sont réalisées avec les mémes
paramétres et conditions que ceux présentés dans les sections précédentes. Les résultats surlignés dans
le tableau 5.4 sont les meilleurs.

D’apres le tableau 5.4, nous pouvons décrire que :

- Avec une batterie de grande capacité, les trois modeles comportementaux fonctionnent normalement,
et tous les agents-robots restent fonctionnels jusqu’a la fin. Avec des batteries de plus faible capacité, le
systéme utilisant le MC-MO commence a perdre des membres plus tot que le MC-BO et le MC-BO’ ;

- On obtient une meilleure qualité avec des capacités de batterie plus faibles, en utilisant 1’un des deux
modeles comportementaux bi-objectif analysés (MC-BO ou MC-BO’) ;

- Comme le systéme est décentralisé et homogeéne, les trois modeles comportementaux sont robustes
tant que 3 a 6 parmi les 30 agents-robots sont encore actifs ;

84



Chapitre 5 : Etude de I’un des meilleurs modéles comportementaux bi-objectif trouvés

Test de scalabilité

Test de flexibilité (objets)
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Figure 5.8 : Comparaisons entre les différents modeles comportementaux selon la scalabilité et la flexibilité
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Qualité Energie Robots morts
MC-MO ——MC-BO' ——MC-BO MC-MO ——MC-BO' ——MC-BO MC-MO ———MC-BO' == MC-BO

CB = 18000 CB = 27000

Test de flexibilité (taille de I’environnement)

\
\

Test de flexibilité (taille du probléme)

CB = 18000

Figure 5.8 : continuée
D’apres la figure 5.8, nous pouvons décrire que :

- Dans les expériences de scalabilité et de flexibilité, le MC-BO consomme moins d’énergie que le MC-
BO!, car il atteint le seuil fixé de la qualité (0,9) plus rapidement que le MC-BO', avec moins d’agents-
robots morts dans la plupart des expériences ;

- Pour tous ces modeles comportementaux, le systéme robotique est plus scalable et plus flexible avec
des batteries de grande capacité qu’avec des batteries de faible capacité ;
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- Le MC-MO consomme plus d’énergie dans toutes les expériences et compte plus d’agents-robots morts
dans la plupart d’entre elles ;

- Le systéme robotique est plus scalable en utilisant MC-BO ou MC-BO’ qu’en utilisant MC-MO ;
- Le systéme robotique est plus flexible en utilisant MC-BO qu’en utilisant MC-MO dans tous les cas ;

- Le systeme robotique est plus flexible en utilisant MC-BO’ qu’en utilisant MC-MO dans les
expériences relatives aux dimensions du terrain d’entrainement et a la taille du probléme.

5.11. Conclusion

Dans ce chapitre, une étude expérimentale est faite afin d’examiner la robustesse, la scalabilité et la
flexibilité du systeme. D’autres expériences sont faites pour étudier la maniere dont le systéme réagit
face aux différents facteurs dynamiques et accidentels. Aussi une comparaison est faite entre les modeles
comportementaux bi-objectif et mono-objectif, pour prouver la supériorité de 1’approche proposée. Les
résultats montrent que le systéme robotique reste robuste tant que plus de 14 % des agents-robots sont
encore actifs. La solution bi-objectif est plus adaptée, car elle permet d’économiser de 1’énergie tout en
offrant une meilleure qualité. De plus, elle est plus scalable et plus flexible qu'une solution a objectif
unique.
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Chapitre 6: L’algorithme d’optimisation
basé sur I’enseignement-
apprentissage pour les
probléemes multi-objectif
discrets a grande échelle

6.1. Introduction

De nombreuses études ont été réalisées pour résoudre le probléme de regroupement d’objets sous sa
forme mono-objectif, comme [4, 6, 196, 280]. Dans le chapitre 4, nous avons remodelé le probléme de
regroupement d’objets conventionnel en un autre probléme bi-objectif, ou les modeles
comportementaux de compromis, permettant de maximiser la qualité du regroupement et de minimiser
I’énergie consommée par les robots, sont sujets de la recherche évolutive [9]. Nous avons découvert
qu’il existe une relation étroite entre le choix des comportements, la qualité du regroupement et I’énergie
consommée. Afin d’améliorer la qualité du front de Pareto obtenu par NSGA-II, une variante de
I’algorithme basé sur 1’enseignement-apprentissage est proposée dans ce chapitre.

En plus de parametres communs, 1’algorithme NSGA-II, comme d’autres algorithmes basés sur la
population, nécessite des parameétres spécifiques a I’algorithme tel que la probabilité de mutation et de
croisement. Le réglage de ces paramétres est un facteur trés important qui influe sur les performances
de I’algorithme [281]. Un mauvais réglage affecte la vitesse de convergence et peut mener la recherche
vers des optimums locaux. Par contre, I’algorithme TLBO (Teaching-Learning based optimization)
original et d’autres variantes ne nécessitent aucun paramétre spécifique. Cet algorithme inspiré de la
société humaine est classé dans la nouvelle génération des algorithmes basés sur la population. Il est
basé sur deux phases principales : la phase d’enseignement et la phase d’apprentissage.

Le reste de ce chapitre est organisé comme suit. La section 6.2 décrit la motivation et la taxonomie
du travail présenté dans ce chapitre. Dans la section 6.3, 1’algorithme proposé est présenté. Dans la
section 6.4, les résultats obtenus en utilisant cet algorithme sur le probléme de regroupement d’objets
bi-objectif sont présentés et comparés a ceux de NSGA-II.
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6.2. Motivation et taxonomie de ce travail

Le point commun entre la majorit¢ des algorithmes a base de population est les paramétres
spécifiques a chaque algorithme. Ces parameétres jouent un rdle important dans [’algorithme.
L’ajustement de ces derniers affecte directement 1’efficacité de 1’algorithme. Tandis que 1’optimisation
basée sur le processus enseignement-apprentissage est une technique qui ne nécessite aucun réglage de
parameétre spécifique de 1’algorithme. Malgré que cet algorithme soit récent, il est devenu de plus en
plus populaire grace a son colit de calcul réduit et a sa grande efficacité. Plusieurs versions sont
proposées et appliquées avec succeés dans différents domaines. Les résultats montrent 1’efficacité
appréciable de I’algorithme TLBO pour résoudre les problémes multi-dimensionnels, linéaires et non-
linéaires. Depuis la proposition de sa premiere version par Rao et al. [2, 3], I’algorithme de base a été
amélioré pour accroitre ses performances et ses capacités d’exploration et d’exploitation [8].

Comparé a d’autres algorithmes heuristiques, 1’algorithme TLBO est simple, facile a décrire et a
implémenter. Il n’a pas de paramétre spécifique. De plus, TLBO a une grande précision, une bonne
performance de convergence et une bonne robustesse sur les différents problémes d’optimisation. Ces
derniéres années, 1’algorithme TLBO a été grandement amélioré et largement utilisé [106].

Les versions de TLBO proposées sont dédiées aux problémes multi-objectif qui sont généralement
continus et/ou a petite échelle. Une variante de TLBO a été proposée pour résoudre les problémes mono-
objectif a grande échelle [3]. Malgré que les résultats prouvent la capabilité de TLBO a résoudre les
problémes a grande échelle, aucune variante n’a été proposée pour résoudre les problémes multi-objectif
a grande échelle. La taxonomie de 1’algorithme proposé est résumée dans la figure 6.1.
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Articulation
interactive

— Sans articulation

—  L'approche =

Scalaire

g
< M " | | Non-scalaire et
3 La stratégie non-Pareto
_| Programmation
i mathématique Algorithmes basés
Méthodes de sur solution

résolution unique
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génération | ...
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génération Algorithmes | [[| =

inspires de la <|:
société humaine TLBO

Figure 6.1 : Taxonomie de I’algorithme proposé
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6.3. L’algorithme proposé DLM-TLBO

L’algorithme proposé, appelé Discrete Large-scale Multi-objective Teaching-Learning-Based
Optimization (DLM-TLBO), commence avec N apprenants aléatoires. Les capacités des apprenants sont
obtenues en calculant les valeurs des fonctions objectives. Ensuite, le mécanisme de tri non dominé
(non-dominated sorting) de NSGA-II est adopté pour les classer comme il est décrit dans la figure 6.2.
En se basant sur cette classification, chaque classe d’apprenants suivra un processus différent. Les
nouveaux apprenants qui en résultent sont évalués. Ensuite, la nouvelle population et I’ancienne
population sont fusionnées pour trier les individus en fonction du rang et de la distance d’encombrement.
Les N meilleurs apprenants sont sélectionnés pour participer a la prochaine itération.

Générer la population
initiale
A

Non-dominated sorting

v

Classifier les individus

A

Enseignants Apprenants faibles

pprenants/moyens

i Collaboration | I Enseignement | | | Apprentissage | I Enseignement I
i 1- construire des I I our Chaqgue | Pour Chaque I I our Chaque |
. paires aléatoires . . apprenant . apprenant : . apprenant :
| d’enseignants I | 1- Sélectionner | 1- Sélectionner le | | 1- Sélectionner I
| 2-Sélectionner | | 'enseignant | pair | | l'enseignant |
. I'enseighant o 2-Caleulerletaux i 2_calculer le taux ;- 2- Calculer le taux I
! changeant ses idées I ! d’apprentissage | d’apprentissage I ! d’apprentissage

| 3-Changer lesidées | | 3-Changerlesidées | 3-Changer lesidées || 3-Changer lesidées |

- de I'enseignant "\ de I'apprenant i ’ de I'apprenant [
L._.. .. ghamt . N p_p__R_Ldelapprenant ) PP I

Evaluer les nouveaux apprenants
FE =FE + Nombre de nouveaux
apprenants

Mélanger I'ancienne population et
la nouvelle population

Non-dominated sorting +
Crowding distance

A
Sélectionner les N meilleurs
apprenants

Figure 6.2 : L’organigramme de 1’algorithme DLM-TLBO
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6.3.1. La classification hiérarchique

En fonction de leur rang, les individus sont classés en : enseignants avec le rang égal a 1, apprenants
faibles (débutants) ayant le rang maximal et apprenants moyens avec 1 < rang < max(rang). Les
enseignants choisissent une phase de collaboration ; les apprenants moyens participent aux deux phases
d’enseignement et d’apprentissage ; et les apprenants faibles participent a la phase d’enseignement
uniquement. Ce phénomene est similaire a la réalité ou les débutants suivent leurs enseignants, les
apprenants moyens suivent les enseignants et enrichissent leur bagage en contactant d’autres apprenants
du niveau supérieur, tandis que les enseignants collaborent, par exemple en effectuant des travaux de
recherche.

6.3.2. La sélection des enseignants et des pairs

La sélection de I’enseignant en fonction de la distance d’encombrement la plus élevée risque
d’orienter les apprenants vers un optimum local [155]. Pour la raison que le probléme traité est un
probléme a grande échelle, la diversité de la recherche doit étre prise en considération. Pour améliorer
la diversité de I’algorithme proposé, I’enseignant t d’un apprenant spécifique [ est choisi au hasard
parmi les individus du premier front. Différemment des autres versions de TLBO, ou le pair est choisi
au hasard parmi tous les individus de la population, le pair p dans la version proposée est choisi au
hasard parmi les individus du front suivant : rang(p) = rang(l) — 1. Ce qui garantit le changement
des idées de I’apprenant dans le bon sens, résultant par la suite a une amélioration de ses performances.
La figure 6.3 résume la classification hiérarchique et la méthode de sélection des enseignants et des
pairs.

A Apprenants
— Enseignement faibles ® Apprenants g

— — —»> Apprentissage

— * =» Collaboration

Figure 6.3 : Principe de fonctionnement de DLM-TLBO
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6.3.3. Les phases d’enseignement et d’apprentissage modifiées

Enraison de la nature discréte et a grande échelle du probléme, nous proposons d’utiliser ce que nous
pouvons appeler «le changement radical des idées», I’enseignant change certaines idées fausses
(variables) de ses apprenants en les remplacant par ses propres idées, en espérant que cela aidera
I’apprenant & améliorer ses résultats. La méme technique est utilisée dans la phase d’apprentissage. La
perturbation du transfert de connaissances est garantie dans d’autres variantes de ’algorithme en
utilisant la moyenne de la population. Dans la nétre, les connaissances sont transférées individuellement
et la perturbation est assurée par le choix aléatoire des variables a remplacer (voir la figure 6.4).

6.3.4. La phase de collaboration

Les enseignants, dans le premier front, participeront a la phase de collaboration. Les enseignants sont
répartis au hasard par paires (ty,t;). L’enseignant qui changera ses idées est choisi au hasard et un
nouvel individu est obtenu en utilisant le méme processus décrit dans les phases d’enseignement et
d’apprentissage et présenté sur la figure 6.4.

L’enseignant t , le pair p ou bien 1’enseignant pair t;

0[5 ]t [4 o Jo [2 ]3[4t |..]o]5 213 ]4]o0]5 [o0o]

L’apprenant [ ou bien 1’enseignant ¢,

1|2 |4 [3 1 |5 ]2 [1 |4 2 [..]1t]o |4 o [2]3]4]s5 1]

Le nouvel individu

12 [0 |3 [t JoJ2 [t a2 ].]1t]o 2o |23 [4]5 1 |

Figure 6.4 : Le principe de changement d’idées

6.3.5. Taux d’apprentissage adaptatif

Dans I’algorithme original, I’individu apprend tout de son enseignant si Tr = 2 et rien si Ty = 1.
Dans I’algorithme proposé, et suivant d’autres versions améliorées, le taux d’apprentissage utilisé doit
varier dans un intervalle pour simuler le processus réel, ou les apprenants peuvent apprendre avec
proportions différentes. Aussi dans I’algorithme original, les connaissances acquises par 1’apprenant
sont affectées par les capacités des autres apprenants, en utilisant la moyenne du groupe. Cela signifie
que tous ces apprenants peuvent converger vers la méme zone a cause d’avoir le méme enseignant. De
ce fait, la distribution de I’ensemble sera diminuée. Dans I’algorithme proposé, les connaissances
acquises dépendent uniquement des capacités individuelles de I’apprenant et de 1I’enseignant, en utilisant
le taux d’apprentissage adaptatif LR inspiré du facteur d’enseignement adaptatif TF calculé dans
I’espace objectif [105]. A la différence, ce taux définira le pourcentage de changements dans les idées
de I’apprenant (variables). Le taux d’apprentissage adaptatif € [0, 1] est calculé, a I’aide de 1’équation
(6.1), entre ’apprenant [ et son enseignant t, ’apprenant [ et son pair p ou bien entre-deux enseignants
t; ett,. Ou, M est le nombre d’objectifs.

1 min{fL rt
LR=1 2%“#’% 6.1)

Ce taux est calculé dans I’espace objectif et non pas dans I’espace de décision pour deux raisons : (1)
la distance entre les individus dans I’espace de décision ne donne pas une vraie estimation de la
différence entre leurs performances a cause de I’inexistence d’une relation claire et nette entre les valeurs
de variables au niveau micro et les fitness obtenues au niveau macro ; (2) le calcul de la distance dans
un espace a grande échelle devient coliteux en temps de calcul.
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L’effet de la distance entre deux individus sur la valeur de LR est étudié, en choisissant 7 cas. Comme
le montre le tableau 6.1, si les individus sont loin I’'un de 1’autre, le taux LR sera petit et vice-versa.
Dans [98], I’enseignant d’un certain apprenant est le plus proche parmi ceux qui le dominent. Dans
1”algorithme proposé, le choix de I’enseignant/pair reste aléatoire, mais 1’individu apprend mieux aupres
d’un individu avec un niveau proche de son niveau. L’apprenant L apprend mieux si son enseignant/pair
est A, B ou bien C et il apprend moins dans le cas de D, E, F ou G.

La valeur de LR n’est pas seulement affectée par la distance entre les individus mais aussi affectée
par la direction. Comme le montre le tableau 6.1, la distance euclidienne (DE) entre ’apprenant L et les
candidats A, B et C est la méme, alors que LR est différent. Malgré que la distance euclidienne DE (L,
D) et DE (L, E) est la méme la diminution de LR est plus importante dans le cas de D par rapport au cas
de E (ce qui est le cas de F et G aussi). Aussi dans le tableau 6.2, malgré que la distance entre X et Y est
plus importante que celle entre A et B, le taux LR (X, Y) est supérieur a LR (A, B). Il est observé, en
utilisant NSGA-II que la zone supérieure du front de Pareto est plus difficile a explorer et le nombre de
solutions trouvées est moins que celles trouvées dans la zone inférieure. Ce taux d’apprentissage est
utilisé pour favoriser la recherche dans cette zone supérieure.

Tableau 6.1 : Effet de la distance et la direction sur le taux d’apprentissage adaptatif

L’apprenant
7 L (1,3) DE LR
g (Fg,Fe)
6
A(2,1) 2.23 0.41
5 Ee
B (3,2) 2.23 0.5
4 Ce
. . C(34 2.23 0.54
3 Le L’enseignant/pair
5 ° possible D (5.1) 4.47 0.26
B (Fq' F)
1 ® ° E (5,5) 4.47 0.4
A D E
0 ® F (7,0) 6.7 0.07
o 1 2 3 4 5 6 7
G (7,6) 6.7 0.32

Tableau 6.2 : Calcul du taux d’apprentissage adaptatif dans différents cas

L’apprenant Son

/ enseignant
A L’enseignant /pair DE LR
(Fg,Fe) (Fg,Fe)

X (0.3,0.6) Y (0.8,0.4) 053 052

B (0.45,0.03) 0.3 0.42

A (0.6,0.3)
C(0.55,0.06) 024  0.55

T1(0.6,0.07) T2 (0.82,0.5) 0.48 0.43
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6.4. Résultats de DLM-TLBO

Les performances de 1’algorithme proposé sont testées sur le probléme de regroupement d’objets
décrit dans le chapitre 4. Le fait qu’on doit trouver 486 comportements, le probléme décrit est classé
parmi les problémes a grande échelle. Les résultats obtenus par cet algorithme sont aussi comparés avec
ceux de NSGA-II. Pour une comparaison équitable, les deux algorithmes sont exécutés avec les mémes
parameétres. Aussi, I’exécution de chaque algorithme est répétée 10 fois, la moyenne de la population est
calculée et enregistrée pour les deux fonctions objectifs durant les 10 exécutions, la meilleure
approximation du front du Pareto sur les 10 est aussi présentée. Les individus du premier front de toutes
les exécutions sont triés et la distance d’encombrement entre ces individus est calculée. Par la suite,
seuls les individus non-dominés sont choisis pour représenter I’approximation du front obtenue par
I’algorithme.

Les paramétres généraux sont fixés comme suit : le nombre maximum d’évaluations Max-FE =
30.000 est fixé comme condition d’arrét, la taille de la population N = 65, aussi chaque individu est
entrainé et évalué 10 fois (T = 10), en changeant les conditions initiales. Le temps d’entrainement est
2000 pas de temps. Alors que les paramétres du probléme sont : le nombre d’agents-robots est 30, le
nombre d’objets est 60 avec 9000 unités comme énergie initiale, la taille de I’environnement est 33x33
cellules. Tandis que DLM-TLBO ne nécessite aucun parametre spécifique, NSGA-II nécessite la
spécification des parameétres suivants : le pourcentage de croisement est 0.9 et le pourcentage de
mutation est 0.4.

6.4.1. L’évaluation de performance sur le probléeme de regroupement

Pour étudier les performances de DLM-TLBO, I’algorithme décrit dans la section précédente est
implémenté sous NetLogo, dans le but de résoudre le probléme de regroupement bi-objectif présenté
dans le chapitre 4, avec les paramétres déja spécifiés. Aprés avoir répété I’exécution 10 fois, la procédure
Non-Dominated Sorting est utilisée pour ranger toutes les solutions trouvées. La figure 6.5 représente
les solutions non-dominées parmi toutes les solutions trouvées, alors que pour obtenir les 10, 20 ou 30
meilleures solutions, présentées sur la figure 6.5, les solutions non-dominées sont triées selon la distance
d’encombrement.

Comme on I’a déja mentionné, le front de Pareto réel du probléme traité est inconnu, ce qui est le cas
dans pas mal de problémes d’optimisation réels. La seule information qu’on a ¢’est que la meilleure
qualité est proche de ou égale a 1. Comme le présente la figure 6.5, I’approximation obtenue en utilisant
’algorithme DLM-TLBO est proche du front de Pareto réel inconnu, le fait que la meilleure qualité de
regroupement obtenue est égale a 0.96. Dans la figure 6.6, les 30, 20 et 10 meilleures solutions obtenues
sont aussi présentées afin de donner au décideur de multiple choix et simplifier la tiche de décision du
modele comportemental a intégrer dans les agents-robots.

Les profils de convergence, présentés par 1’évolution de la moyenne de la qualité de formation du tas
et la moyenne de la consommation d’énergie de toute la population, sont enregistrées est présentées sur
la figure 6.6. La courbe de 1’évolution de la moyenne de la qualit¢é de formation se compose
essenticllement de deux parties. Dans la premiére partie, 1’évolution est plus rapide que dans la deuxiéme
partie ou la courbe devient plus stable. Tandis que la courbe de 1’évolution de la moyenne de
consommation de I’énergie se compose de trois parties. Dans la premicre partie, la consommation
augmente en raison du nombre important de cas d’incompatibilité entre les perceptions et les
comportements a exécuter, générés aléatoirement. Dans la deuxiéme partie, les efforts de 1’algorithme
pour optimiser les deux objectifs commencent a apparaitre, la moyenne de consommation diminue et
celle de la qualité continue son augmentation. Alors que dans la derniére partie, la moyenne de
consommation devient stable aussi.
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Figure 6.5. : L’approximation du front de Pareto obtenue par DLM-TLBO

Le modele comportemental qui donne une qualité de formation du tas égale a 0.96 est utilisé¢ pour
prendre des instances du temps de la maniére dont 1’essaim réalise le regroupement d’objets bi-objectif.
La figure 6.7 présente un apergu chronologique pris dans différentes instances de temps. Malgré que la
tache de regroupement soit stochastique et le temps nécessaire pour accomplir la tache peut étre différent
d’une exécution a une autre, on peut dire que la solution qui donne la meilleure qualité, générée par
DLM-TLBO, prend moins de temps que celle générée par NSGA-II ; en plus du fait qu’elle génere une
qualité de formation du tas plus élevée en consommant moins d’énergie.
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Figure 6.7 : Apercgu chronologique de la tiche de regroupement d’objets
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6.4.2. Comparaison entre les résultats de NSGA-1I et DLM-TLBO

Par la suite, les résultats obtenus en utilisant les deux algorithmes : NSGA-II et DLM-TLBO sont
comparés. Dans un premier temps, les meilleures approximations du front de Pareto sont comparées,
comme le présente la figure 6.8. En termes de convergence, le front généré par DLM-TLBO domine
celui généré par NSGA-II. En termes de diversification, la partie inférieure du front, dans les deux
algorithmes, est surpeuplée a cause de la nature du probléme. Ou il est plus difficile de trouver des
solutions qui générent une bonne qualité que de trouver des solutions qui consomment moins d’énergie.
Ces régions du front deviennent de moins en moins peuplées, en présentant les meilleures solutions
selon la distance d’encombrement. L’utilisation du taux d’apprentissage LR résulte en une bonne
convergence dans la zone supérieure du front.

Aussi les profils de convergence des deux objectifs durant les 10 exécutions sont enregistrés et la
moyenne de ces exécutions est présentée sur la figure 6.9. Comme le montre la figure, 1’algorithme
proposé converge plus vite que NSGA-II. En plus, DLM-TLBO atteint des fitness moyennes plus
importantes que celles atteintes par NSGA-II, dans les deux objectifs.
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Figure 6.8 : Comparaison entre les approximations du front de Pareto obtenues par NSGA-II et DLM-TLBO
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Figure 6.9 : Comparaison de la vitesse moyenne de convergence des deux objectifs durant 10 exécutions en
utilisant NSGA-II et DLM-TLBO

6.5. Conclusion

Dans ce chapitre, un algorithme d’optimisation basé sur 1’enseignement-apprentissage est proposé
pour résoudre un probléme discret, a grande échelle et multi-objectif connu dans le domaine de la
robotique en essaim comme le probléme de regroupement d’objets. Dans ’algorithme proposé, chaque
individu sélectionne son processus d’apprentissage en fonction de son niveau défini selon son rang. Les
meilleurs participent a une phase de collaboration, les apprenants moyens participent aux phases
d’enseignement et d’apprentissage, tandis que les apprenants du dernier niveau participent uniquement
a la phase d’enseignement. De plus, un taux d’apprentissage adaptatif est proposé pour définir 1’effet
d’un individu (apprenant) sur I’autre. Le taux d’apprentissage adaptatif définit les connaissances qui
seront acquises en fonction du niveau. Les résultats montrent la supériorité de 1’algorithme proposé par
rapport 3 NSGA-IL Il a montré des performances prometteuses face au probléme multi-objectif discret
et a grande échelle présenté.
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Conclusion générale

« Plus vous en savez, plus vous savez que vous
ne savez pas. »

— Aristote

Les travaux de recherche menés dans cette thése portent sur I’optimisation multi-objectif. La présente
conclusion résume les propositions, les contributions de recherche, et les résultats obtenus et nos
perspectives pour les futurs travaux de recherche. Souvent, les applications du monde réel ont plusieurs
objectifs, généralement en conflit, & optimiser. Plusieurs méthodes de résolution ont été proposées pour
ce type de probléme. L’un des domaines d’application trés intéressants est la robotique en essaim. Dans
cette thése, le probléme de regroupement d’objets est choisi comme un cas d’étude.

Le probléme de regroupement d’objets classique a comme objectif I’optimisation de la qualité du tas
formé par les agents-robots. La premiére contribution de ce travail consiste a remodeler ce probléme en
un probléme avec un autre objectif supplémentaire, qui est la consommation énergétique. Ce dernier
objectif est ajouté puisque son optimisation devient de plus en plus importante dans un environnement
d’agents-robots simples munis d’une capacité de batteries limitée et sans avoir la possibilité de
rechargement de leur énergie, ce qui conduit a un avortement possible de la mission. L’algorithme
évolutionnaire multi-objectif NSGA-II a été utilisé pour résoudre le probleme de regroupement bi-
objectif. Par la suite, un ensemble de solutions (modeles de comportements) a été présenté. Les résultats
montrent que les bonnes solutions en termes de qualité de regroupement consomment plus d’énergie,
mais qu’elles restent le meilleur compromis possible dans ce contexte. Aussi, I’existence d’une relation
étroite entre le choix des comportements, la qualité du regroupement et 1’énergie consommée a été
montrée.

De l’autre part, I’une des meilleures solutions représentant un modele comportemental bi-objectif est
s¢lectionnée pour étre évaluée dans différentes circonstances. La robustesse, la scalabilité et la flexibilité
du systéme utilisant ce modele comportemental ont été examinées. L’effet de quelques facteurs
dynamiques et accidentels, qui peuvent influencer le fonctionnement du systéme, a été étudié. Aussi,
deux modéles comportementaux bi-objectif sont comparés a un autre mono-objectif. Les résultats
montrent la supériorité de 1’approche de modélisation bi-objectif proposée. La solution bi-objectif est
plus adaptée, car elle permet d’économiser 1’énergie tout en offrant une meilleure qualité. De plus, elle
est plus scalable et plus flexible qu’une solution a objectif unique.

Motiver par les caractéristiques de I’algorithme basé sur I’enseignement-apprentissage et afin
d’améliorer la qualité du front de Pareto obtenu, une variante de ce dernier a été proposée pour résoudre
le probléme bi-objectif décrit ci-dessus. Dans 1’algorithme proposé, chaque individu sélectionne son
processus d’apprentissage en fonction de son rang. Les meilleurs individus participent a une phase de
collaboration, les apprenants moyens participent aux phases d’enseignement et d’apprentissage, tandis
que les apprenants du dernier niveau participent uniquement a la phase d’enseignement. Aussi, pour
définir I’effet d’un individu (apprenant) sur ’autre et déterminer le flux de connaissances entre eux, un
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taux d’apprentissage adaptatif est proposé. Les résultats montrent les performances prometteuses et la
supériorité de 1’algorithme proposé par rapport 8 NSGA-IL

Comme perspectives de cette thése, nous envisageons de mener des travaux de recherche sur les
points suivants :

(1) Utiliser un feedback négatif pour arréter les agents-robots une fois la tiche est terminée. Dans
les travaux déja cités et le travail présenté dans cette thése, le moment de terminaison de la tiche
de regroupement d’objets est déterminé au niveau macro, en fixant un seuil de la qualité et/ou
d’énergie consommeée. Sinon les agents-robots poursuivent leur fonctionnement, ce qui pourrait
mener a la déformation du tas d’objets. L’utilisation d’un feedback négatif déclenche un arrét
graduel au niveau micro.

(2) Aussi, le feedback négatif peut étre utilisé pour minimiser I’énergie, en donnant par exemple un
feedback négatif en cas d’existence de plusieurs agents-robots dans le méme voisinage.

(3) Améliorer la diversité de 1’algorithme proposé DLM-TLBO en utilisant le taux d’apprentissage
pour équilibrer de maniére auto-adaptative 1’exploration et 1’exploitation pendant le processus
de recherche.

(4) Valider les performances de DLM-TLBO sur des problémes d’optimisation multi-objectif
discrets a grande échelle en utilisant une suite de problémes de référence (benchmarks).
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Annexe 1. Exemple d’un POMO non-liniére continu
Soit le probléme multi-objectif non-linéaire continu suivant :

- (Fi(x) = 3(x; —3)% +4(x, — 1)?
m‘“{ Fy (%) = (x; — 8)2 + (x, + 2)2

X

g1(x) =(x; —5)%+ x,2—-25<0
g2(x) = (x; —8)2—(x, +3)2-02<0
0<x, <10
( -5<x,<5

Sujet aux Contraintes : {

Les illustrations suivantes sont le résultat d’implémentation de cet exemple dans MATLAB. Dans la
figure Al.1, on présente I’espace de décision avec deux variables x; et x,, les contours de F, et F, et les
contours de contraintes sur les bordures g; = 0 et g, = 0. Les valeurs de variables de décision satisfaisant les
contraintes, qui forment 1’espace de décision indiqué par X dans la figure, sont délimitées par les deux contraintes.

Figure Al.1 : L’espace de décision avec quelques contours

La figure Al.2, illustre graphiquement les deux espaces X et Z de 1’exemple donné ci-dessus. L’espace de
décision X est délimité par les intervalles de x; et x, et les contraintes d’inégalité g;et g,, alors que I’espace
d’objectifs Z représente les images f; et f, des variables satisfaisant les contraintes du probléme.

decision space X criterion space Z

x2
o

+ x1

Figure A1.2 : Tllustration de I’espace de décision et I’espace d’objectifs de I’exemple
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Annexe 2. Exemple d’un POMO combinatoire : Sac a dos multi-objectif
multidimensionnel
Plusieurs problémes réels tels que la répartition des budgets et I’allocation de ressources peuvent étre
modélisés par le modele « sac a dos » dont I’idée du probléme mono-objectif est d’emporter des
équipements dans un sac a dos avec un poids total limité et fixé par une borne supérieure W, tout en
maximisant le bénéfice total f(x). Chaque objet O; est caractérisé par un poids w; et un bénéfice c;.
Pour illustrer concrétement cela, prenons 1’exemple du transport de marchandises dans des conteneurs,
avec une capacité maximale prédéfinie. Les produits a charger dans le conteneur sont modélisés par des
objets ; ou chaque produit a un poids et un avantage différents des autres. Ce probléme est modélisé par
le sac a dos afin de maximiser le profit total du commergant tout en respectant la capacité maximale du
conteneur. Il faut noter que Y}/, w; > W, ce qui laisse entendre qu’on ne peut pas mettre tous les objets
dans le sac a dos. Ce probléme mono-objectif combinatoire est considéré comme un probléme NP-
difficile [282]. Sa formulation mono-objectif est donnée par :

n

mfxf(x) = Z CiXi

i=1
Sujeta: Yl wix; < W
x;€{0,1}i = 1,...,n , nest le nombre d’objets

x; =1 sil'objet estretenu

Tel que{ x; =0 sinon

Le probléme du sac a dos multi-objectif multidimensionnel (MOMKP) est formulé comme suit :

n

max fi, (x) = ZC}'{xi k=1,..,p
X

i=1
Sujeta: Z?zlwijxi =W j=1..,m
x;e{0,1}i=1,..,n
Tel que p est le nombre de fonctions objectifs (bénéfices), m le nombre de caractéristiques WL-j de

chaque objet O; (poids, volume, etc.), n est le nombre d’objets. Aussi, dans ce cas >}/ Wl-j >W, j=

1, ...,m. Chaque objet posséde différents bénéfices pour chaque objectif ¢} tel que k = 1, ..., p. Dans
le cas oum = 1 le probléme est dit multi-objectif (MOKP) [282].

Les caractéristiques des sacs a dos et d’objets de I’exemple expérimental donné sont résumées,
respectivement, dans les tableaux A2.1 et A2.2.

Tableau A2.1. Les caractéristiques des sacs a dos

Sac a dos 1 Sac a dos 2
Poids 40 36
Volume 36 30

123



Annexes

Tableau A2.2. Les caractéristiques des dix objets

Objet w! poids w2 volume ¢! benefit1 c? benefit 2
1 6 6 3 14
2 6 3 4 17
3 12 6 11 12
4 2 5 10 4
5 2 4 18 13
6 11 2 16 3
7 10 6 15 3
8 9 4 2 12
9 12 5 3 7
10 11 6 3 12

Tableau A2.3. Les solutions de Pareto

Combinaison (F1f2) (Z wl Z w?)
d’objets i=1 i=1
24567 (63,40) (31,20
23456 (59,49) (33,20
12567 (56,50) (35.21)

124568 (53,63) (36,24)
1245810 (40,72) (36,28)

Avec ces données, 1021 combinaisons d’objets sont possibles, parmi elles, 399 combinaisons
vérifient les contraintes de poids et de volume. Les valeurs des deux objectifs de ces 399 points sont
présentées sur la figure A2.1, parmi ces solutions, 5 solutions non-dominées sont entourées en rouge.

Les combinaisons d’objets donnant ces solutions, leurs (f;, f>) et leurs sommes de poids et leur volume sont

résumés dans le tableau A2.3.

Figure A2.1 : Illustration de 1’espace d’objectifs et le front de Pareto du probléme de sac a dos
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Annexe 3. Les procédures de comportements d’agent-robot

Algorithme A3.1 : Déplacer

Les entrées : La situation actuelle S : liste ; le comportement a exécuter C €{0, 1, 2} ;
Les sorties : Changement possible de la position et/ou la direction ;
Changement de 1’énergie d’agent-robot ;

01 SiS[0]=0etC=0// lacellule 0 est vide et le comportement a exécuter est un déplacement
02 wvers cette cellule// Alors Avancer ; Energie = Energie - 3 ;

03 Sinon

04 SiS[1]=0etC=1 Alors Tourner a droite 90° ; Avancer ; Energie = Energie - 4 ;

05 Sinon

06 Si S [2]=0et C=1 Alors Tourner a gauche 90° ; Avancer ; Energie = Energie - 4 ;

07 Sinon

08 Si S[3]=0et C =2 Alors // chercher un chemin

09 Si S [0] = 0 Alors Avancer ; Tourner a droite 90° ; Avancer ; Energie = Energie - 7 ;
10 Sinon

11 Si S [1] =0 Alors Tourner 90° a droite ; Avancer ; Tourner a gauche 90° ; Avancer ;
12 Energie = Energie — 8 ;

13 Sinon // les deux chemins sont bloqués

14 Tourner 180° ; Energie = Energie — 2 ;

15 Fin si

16 Fin si

17 Sinon

18 Si S[4] =0 et C =2 Alors // chercher un chemin

19 Si S [0] = 0 Alors Avancer ; Tourner a gauche 90° ; Avancer ; Energie = Energie - 7 ;
20 Sinon

21 Si S [2] = 0 Alors Tourner 90° a gauche ; Avancer ; Tourner a droite 90° ; Avancer ;
22 Energie = Energie — 8 ;

23 Sinon // les deux chemins sont bloqués

24 Tourner 180° ; Energie = Energie — 2 ;

25 Fin si

26 Fin si

27 Sinon // le comportement ne s’exécute pas avec une telle perception

28 Tourner 180° ; Energie = Energie — 2 ;

29 Fin si

30 Fin si

31 Fin si

32 Finsi

33 Finsi

Algorithme A3.2 : Ramasser

Les entrées : La situation actuelle S : liste ; le comportement a exécuter C €{3, 4, 5} ;
Les sorties : Changement possible de la position et/ou la direction ;

Changement de 1’énergie d’agent-robot ;

Et ramassage possible d’un objet ;

01 SiS[0]=2etC=23//lacellule O contient un objet et le comportement a exécuter est ramasser
02 un objet de cette cellule// Alors Avancer ; Ramasser ; Energie = Energie - 7 ;

03 Sinon

04 SiS[1]=2etC=4 Alors Tourner a droite 90° ; Avancer ; Ramasser ; Energie = Energie - 8 ;
05  Sinon

06 Si S [2] =2 et C =4 Alors Tourner a gauche 90° ; Avancer ; Ramasser ;

07 Energie = Energie - 8 ;

08 Sinon

09 Si S [3]=2 et C=5 Alors // chercher un chemin
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10 Si S [0] = 0 Alors Avancer ; Tourner a droite 90° ; Avancer ; Ramasser ;
11 Energie = Energie - 11 ;

12 Sinon

13 Si S [1] =0 Alors Tourner 90° a droite ; Avancer ; Tourner a gauche 90° ; Avancer ;
14 Ramasser ; Energie = Energie — 12 ;

15 Sinon // les deux chemins sont bloqués

16 Tourner 180° ; Energie = Energie — 2 ;

17 Fin si

18 Fin si

19 Sinon

20 Si S[4] =2 et C =5 Alors // chercher un chemin

21 Si S [0] = 0 Alors Avancer ; Tourner a gauche 90° ; Avancer ; Ramasser ;
22 Energie = Energie - 11 ;

23 Sinon

24 Si S [2] = 0 Alors Tourner 90° a gauche ; Avancer ; Tourner a droite 90° ; Avancer ;
25 Ramasser ; Energie = Energie — 12 ;

26 Sinon // les deux chemins sont bloqués

27 Tourner 180° ; Energie = Energie — 2 ;

28 Fin si

29 Fin si

30 Sinon // le comportement ne s’exécute pas avec une telle perception

31 Tourner 180° ; Energie = Energie — 2 ;

32 Fin si

33 Fin si

34 Fin si

35 Finsi

36 Fin si

Algorithme A3.3 : Déposer

Les entrées : La situation actuelle S : liste ; le comportement a exécuter C €{3, 4, 5} ;
Les sorties : Changement possible de la direction ; Changement de I’énergie d’agent-robot ;
Et dépdt possible d’un objet ;

01 SiS[0]=0etC=23//lacellule 0 est vide et le comportement a exécuter est un dépot de 1’objet
02 dans cette cellule// Alors Avancer ; Déposer ; Tourner 180° ; Avancer ; Energie = Energie - 12 ;
03 Sinon

04 SiS[1]=0et C=4 Alors Tourner a droite 90° ; Avancer ; Déposer ; Tourner 180° ; Avancer ;
05 Energie = Energie - 13 ;

06  Sinon

07 Si S [2] =0 et C =4 Alors Tourner a gauche 90° ; Avancer ; Déposer ; Tourner 180° ;

08 Avancer ; Energie = Energie - 13 ;

09 Sinon

10 Si S [3]=0et C=5 Alors // chercher un chemin

11 Si S [0] = 0 Alors Avancer ; Tourner a droite 90° ; Avancer ; Déposer ; Tourner 180° ;
12 Avancer ; Tourner a gauche 90° ; Avancer ; Energie = Energie - 20 ;

13 Sinon

14 Si S [1] =0 Alors Tourner 90° a droite ; Avancer ; Tourner a gauche 90° ; Avancer ;
15 Déposer ; Tourner 180° ; Avancer ; Tourner a droite 90° ; Avancer ;

16 Energie = Energie — 21 ;

17 Sinon // les deux chemins sont bloqués

18 Tourner 180° ; Energie = Energie — 2 ;

19 Fin si

20 Fin si

21 Sinon

22 Si S[4] =0 et C =5 Alors // chercher un chemin

23 Si S [0] = 0 Alors Avancer ; Tourner a gauche 90° ; Avancer ; Déposer ; Tourner 180° ;
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24
25
26
27
28
29
30
31
32
33
34
35
36
27
38
39

Avancer ; Tourner a droite 90° ; Avancer ; Energie = Energie - 20 ;
Sinon
Si S [2] = 0 Alors Tourner 90° a gauche ; Avancer ; Tourner a droite 90° ; Avancer ;
Déposer ; Tourner 180° ; Avancer ; Tourner a gauche 90° ; Avancer ;
Energie = Energie — 21 ;
Sinon // les deux chemins sont bloqués
Tourner 180° ; Energie = Energie — 2 ;
Fin si
Fin si
Sinon // le comportement ne s’exécute pas avec une telle perception
Tourner 180° ; Energie = Energie — 2 ;
Fin si
Fin si
Fin si
Fin si
Fin si
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Annexe 4. Les Procédures connexes a I’algorithme NSGA-II

Algorithme A4.1 : Non-dominated Sorting

Les entrées : L1 : liste d’individus ; // contient les ID des individus

Les sorties : L1 : liste d’individus avec un changement dans Rank, Dominationset, Dominatedcount
des individus ;
Front : liste ;

01 Front={}; // Front de Pareto

02 Pour chaque individu

03  Rank =0, Dominationset = {}, Dominatedcount =0 ;
04 Fin pour

05 Pouri=1 ataille (L)

06  Pourj=i+l1 ataille (L1)

07 Si individu L1(i) domine individu L1(j) Alors

08 Individu L1(i) : Dominationset = Dominationset + {L1(j)} ;
09 Individu L1(j) : Dominatedcount = Dominatedcount + 1 ;

10 Fin si

11 Si individu L1(j) domine individu L1(i) Alors

12 Individu L1(i) : Dominatedcount = Dominatedcount + 1 ;
13 Individu L1(j) : Dominationset = Dominationset + {L1(i)} ;
14 Fin si

15  Fin pour

16 Individu i : Si Dominatedcount = 0 Alers Rank =1 ; Front = Front + {L1(i)} ;
17 Fin pour

18 Rank-pop = individus ayant Rank =1 ;

19 R=2;

20 Tant qu’il y a des individus avec Rank =0

21 Pour chaque individu dans Rank-pop :

22 Pour chaque individu dans la liste Dominationset : Dominatedcount = Dominatedcount - 1 ;
23 Les individus ayant Dominatedcount = 0 et Rank =0 : Rank=R ;

24 Rank-pop = individus ayant Rank =R ;

25 R=R+1;

26 Fin tant que

Algorithme A4.2 : Crowding distance

Les entrées : L1 : liste d’individus ;
Les sorties : L1 : liste d’individus avec un changement dans Crowddist des individus ;

01 Pour chaque individu

02 Crowddist=10.0;

03 Fin pour

04 Pour chaque front // les individus ayant le méme Rank

05  Tricroissant des individus de ce front selon F ;

06 Les deux individus d’extrémités : Crowddist F;; = 1.0 ;

07  Pour chacun des autres individus : Crowddist F; est calculée en utilisant I’équation4.5
08  Tri croissant des individus de ce front selon F, ;

09 Les deux individus d’extrémités : Crowddist = Crowddist F, + 1.0 ;

10 Pour chacun des autres individus : Crowddist = Crowddist F, + Crowddist F; (calculée en
11 ytilisant I’équation4.5)

12 Fin pour
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Algorithme A4.3 : Génération d 'une nouvelle population

Les entrées : L1 : liste d’individus ; nCrois, nMut, mu : réels ;
Les sorties : L2 : liste d’individus ;

01
02
03
04
05
06
07
08
09
10
11
12
13
14
15
16

/I croisement
Parents = Sélection aléatoire (L1, nCrois) ;
Diviser la liste Parents en P1 et P2 ;
Pour i=1 ataille (P1)
[Chrom1, Chrom2] = Croissement (Chrom d’individu P1(i), Chrom d’individu P2(i));
Créer deux nouveaux individus 11, 12 ;
Individu I1 : Chrom = Chrom1 ; ajouter son ID dans la liste L.2 ;
Individu 12 : Chrom = Chrom?2 ; ajouter son ID dans la liste L2 ;
Fin pour
// mutation
Mutants = Sélection aléatoire (L1, nMut) ;
Pouri=1 anMut
[Chrom1] = Mutation (Chrom d’individu Mutants(i), mu) ; // Algorithme A4.5
Créer un nouveau individu I ;
Individu I : Chrom = Chrom1 ; ajouter son ID dans la liste L2 ;
Fin pour

Algorithme A4.4 : Le croisement

Les entrées : Chrom1, Chrom?2 : tableaux ;
Les sorties : Chrom1, Chrom2 : tableaux ;

01

Choisir un point de scission aléatoire entre 2 et 485

02 Découper Chroml en X1 et Y1 dans point de scission ;
03 Découper Chrom 2 en X2 et Y2 point de scission ;
04 Chroml=X1+Y2;
05 Chrom2=X2+Y1;

Algorithme A4.5 : La mutation 0
Les entrées : Chrom : tableau ; mu : réel ; 5 1
Les sorties : Chrom : tableau ;
01  [N-mut]=-entier (mu * 486) ; //calculer le nombre de génes a muter
02 Sélectionner aléatoirement N-mut geénes parmi les 486 du Chrom ; 4 2
03 Modifier chaque géne sélectionné selon le schéma a droite ;
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