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Introduction générale

Contexte et motivation

L’un des éléments clés des systèmes de production est la politique de maintenance, qui
a évolué au fil des années, passant d’une simple stratégie basée sur la réparation des dé-
faillances après leur apparition, connue sous le nom de maintenance corrective, à une vision
plus élaborée qui est la maintenance préventive. Dans cette stratégie, l’intervention est ef-
fectuée en respectant certains intervalles déterminés sur la base de facteurs de fiabilité sta-
tistiques connexes. Par la suite, la maintenance conditionnelle (CBM) a été introduite, où la
tâche de maintenance est effectuée en réponse à une alarme déclenchée si certains seuils de
fiabilité définis sont dépassés. Actuellement, le pronostic et la gestion de l’état des systèmes
(PHM) est la stratégie de maintenance la plus avancée, mais la politique CBM est la vision de
maintenance la plus adoptée en raison du coût et de la complexité de l’installation PHM [1].
L’adoption d’une telle maintenance prédictive présente plusieurs avantages, notamment la
réduction des coûts de maintenance et la diminution de la durée en panne, ce qui implique
une augmentation du taux de production [2]. La popularité de l’approche PHM a augmenté
avec l’arrivée de l’industrie 4.0. Dans cette nouvelle ère d’organisation, une grande quantité
de données est collectée et manipulée à l’aide de capteurs dédiés installés sur les machines
et les emplacements critiques. De plus, la liaison des clusters de calcul à haute performance
(HPC) aux installations industrielles, la connectivité à l’internet des objets (IoT) et les tech-
nologies ‘big data’ sont absolument nécessaires pour traiter efficacement des structures de
données énormes et sophistiquées. En raison de ces contraintes, un intérêt accru a été porté
à la stratégie PHM, ce qui a conduit à l’augmentation considérable de sa popularité [1].

Le rôle principal de l’approche d’ingénierie PHM est l’évaluation de l’état réel du sys-
tème. En gros, on y parvient en prédisant non seulement le comportement futur mais aussi
la durée de vie utile restante à l’aide des informations disponibles recueillies au fil du temps
[3]. Le pronostic du comportement futur d’un système peut être réalisé par trois approches
principales : les méthodes basées sur la physique, qui utilisent principalement des modèles
mathématique et physique du fonctionnement du système. Les méthodes fondées sur les
données, qui reposent sur l’étude des données numériques fournies à l’aide de techniques
avancées d’apprentissage automatique, et les méthodes fondées sur les connaissances, qui
reposent sur les connaissances d’experts. Ces dernières années, une nouvelle classe de mé-
thodes de pronostic a été introduite pour exploiter les avantages et contourner les défauts
des techniques précédentes en considérant des cadres intégrés utilisant des stratégies de fu-
sion vigilantes. Il convient de mentionner que cette classe peut être considérée comme un
domaine en pleine expansion en raison de l’intérêt croissant suscité par les communautés
industrielles et universitaires. Les outils mis en œuvre dans cette classe sont connus sous
le nom de méthodes hybrides et ils constitueront l’objectif principal de ce travail. Dans ce
contexte, notre thèse est consacrée au développement de nouvelles méthodes hybrides re-
médiant de nombreuses lacunes et couvrant certains aspects qui, à notre connaissance, n’ont
pas encore été étudiés dans la littérature existante.
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Contributions

Les principales contributions de cette thèse sont :

• Réalisation d’une synthèse érudite de la littérature disponible pour extraire et présen-
ter les techniques récentes de pronostic et notamment la vision hybride où les straté-
gies de combinaison sont détaillées ;

• Proposition d’approches hybrides robuste en développant différentes stratégies de fu-
sion utilisant l’apprentissage automatique comme IOWA, les fonctions analytiques
explicites (proposées) et les méthodes métaheuristiques (AG), où un jeu de données
réelles est étudié pour la mise en œuvre pratique des approches proposées ;

• Introduction de la méthode IOWA en tant que technique de fusion qui, à notre connais-
sance, n’a pas été exploitée pour ce but auparavant, où nous avons introduit certaines
spécifications concernant la composante cruciale, à savoir l’ordre d’induction [4] ;

• Proposition d’une phase préliminaire indispensable pour avoir une bonne performance,
où les données d’apprentissage initiales sont transformées en valeurs de gradient.
Cette transformation représente une contribution originale dans le domaine du pro-
nostic ;

• Introduction du temps d’exécution en tant que facteur de performance pour l’évalua-
tion précise des approches proposées. Ce critère n’a pas été pris en considération dans
plusieurs travaux connexes ;

• Réalisation d’une comparaison avec les travaux existants dans la littérature pour va-
lider les méthodes de pronostic hybrides proposées, où nous avons révélé la perfor-
mance et la capacité satisfaisantes des méthodes développées.

Organisation

Le présent travail est organisé en quatre chapitres dont le premier est réservé à l’état de
l’art relatif aux méthodes de pronostic. Les trois autres chapitres sont associés aux stratégies
hybrides proposées et développées, où une revue de littérature spécifique est présentée pour
chaque chapitre. La structure détaillée de la thèse est illustrée ci-dessous :

Dans le chapitre 1, notre objectif est de mettre en pratique notre thème de recherche en
fournissant une vue globale du domaine du pronostic et de la gestion de l’état des systèmes
industriels. Tout d’abord, nous présentons les principaux concepts du domaine du pronos-
tic et nous détaillons de manière claire les différentes approches de pronostic disponibles,
y compris leur classification, leurs principaux avantages et inconvénients et les techniques
existantes, ainsi que quelques références importantes associées. Nous décrivons ensuite dif-
férentes stratégies de combinaison employées pour développer des approches hybrides. En-
fin, nous fournissons quelques applications de pronostic et offrons au lecteur quelques jeux
de données largement utilisés pour le pronostic.

Le chapitre 2 est consacré à la présentation des approches de fusion et de sélection pro-
posées pour l’estimation de la durée de vie utile restante basé sur les opérateurs IOWA.
Nous fournissons diverses composantes exploitées lors du développement des nouvelles
approches. Dans ce chapitre, nous proposons une transformation des données utilisées en
valeurs de gradient, où une amélioration remarquable est obtenue. Des résultats expérimen-
taux utilisant un jeu de données de batteries sont présentés et une comparaison en termes
de critères de performance avec certaines études disponibles est exposée.
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La contribution du chapitre 3 porte sur la proposition de trois fonctions de pondération
analytiques (pondération exponentielle, pondération logarithmique et pondération inverse)
à des fins de fusion. Nous discutons en détail la procédure de détermination des poids expli-
cites et du processus d’agrégation. De plus, nous introduisons le temps de fonctionnement
comme nouvelle mesure de comparaison des performances afin d’évaluer les approches dé-
veloppées avec les modèles de fusion proposés dans le chapitre précédent en utilisant le
même benchmark. En outre, le facteur d’incertitude est pris en compte dans les approches
hybrides établies. Nous fournissons également une comparaison des méthodes développées
avec d’autres travaux extraits de la littérature.

Un algorithme génétique hybride de pronostic est développé dans le chapitre 4 pour pré-
dire la durée de vie utile restante. L’AG est étudiée pour attribuer des poids appropriés à un
ensemble de régresseurs compétitifs. Nous avons proposé trois étapes principales : initialisa-
tion des paramètres et préparation des données, processus d’optimisation de l’AG et phases
de prédiction. Ces phases sont décrites pour clarifier le codage des chromosomes et l’exé-
cution des tâches de pronostic. Les mêmes jeux de données utilisés dans les deux chapitres
précédents sont adoptés comme référence pour valider l’algorithme génétique hybride de
pronostic proposé, où une comparaison avec certains articles traitant la même application
est établie.

Nous terminons ce travail par une conclusion et quelques perspectives.
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Chapitre 1

Pronostic industriel : Concepts,
techniques et applications

Résumé : Le présent chapitre est consacré à la présentation d’une vue globale des approches de
pronostic industriel et de la gestion de l’état des systèmes de production. Premièrement, une pré-
sentation des principaux concepts de pronostic industriel est introduite. Ensuite, nous détaillons
d’une façon claire les approches de pronostic adoptées dans la littérature et notamment les ap-
proches hybrides ainsi que leur classification, les principaux avantages et inconvénients et les
techniques associées. Nous exposons d’une manière rigoureuse les techniques et stratégies pos-
sibles pour le développement des approches hybrides de pronostic industriel. Des tableaux clés
montrant quelques références importantes pour l’application des approches de pronostic présen-
tées, sont fournis. Enfin, nous décrivons les champs d’application de ces techniques en indiquant
les domaines généraux les plus ciblés ainsi que quelques composantes critiques nécessitant une
surveillance efficace. Une liste de quelques jeux de données largement utilisés dans le domaine
de pronostic industrielle est révélée au lecteurs intéressés par le développement des approches de
pronostic efficaces.
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1.1 Introduction

Le Pronostic et Management de la Santé des systèmes industriels (en anglais : Prognos-
tics and Health Management PHM), est un nouveau concept introduit non seulement pour
surveiller l’état des systèmes industriels en respectant leurs conditions de fonctionnement
mais aussi pour fournir des informations précises sur l’état futur. Le terme PHM a été intro-
duit initialement dans le domaine médical. Il était focalisé sur le prétraitement des patients
après la prédiction de toute maladie probable. Le concept a été ensuite adopté en mécanique
dans le but d’estimer toute dégradation ou défaillance possible afin d’effectuer la mainte-
nance préconisé [1].

L’émergence du PHM date aux années 1980 par l’Autorité de l’aviation civile du Royaume-
Uni pour minimiser les accidents d’hélicoptère. Un système de surveillance des hélicoptères
« Health and Usage Monitoring System » (HUMS) a été développé en 1990 [2]. L’introduc-
tion du concept PHM dans les systèmes aéronautiques permet d’alerter les opérateurs de
toute situation critique en intégrant des alarmes et des analyses de tendances [3]. Dans la
même année, la NASA a introduit un système de gestion intégrée de l’état des véhicules «
Integrated Vehicle Health Management (IVHM) » pour surveiller et pronostiquer différents
systèmes spatiaux [2]. Le terme PHM a ensuit connu un essor dans différent domaines et a
attiré l’attention de nombreux centres et instituts tels que, Center for Advanced Life Cycle
Engineering (CALCE), Intelligent Maintenance Systems (IMS) Center, FEMTO-ST Institute,
PHM Society et NASA Prognostics Center of Excellence (PCoE). Le concept PHM suscite
de plus en plus l’intérêt des ingénieurs industriels et des chercheurs universitaires où nom-
breux travaux ont été publiés ces dernières années. Plus de 850 articles sur le pronostic des
machines ont été publiés entre 2012 et 2016, alors que seulement 572 travaux ont été publiés
durant la période de 1997 à 2011 [4]. L’ingénierie de fiabilité, la physique des défaillances,
les technologies de détection, les méthodes statistiques et les méthodes d’apprentissage au-
tomatique sont les techniques les plus populaires introduites pour gérer la gestion de l’état
des équipements en temps réel en utilisant les données historiques fournies [2].

Dans ce chapitre, nous présentons les principaux concepts du pronostic dans la section
1.2 et nous détaillons d’une manière rigoureuse les différentes approches adoptées dans
le domaine du PHM dans la section 1.3. Les applications de ces méthodes ainsi que les
différents jeux de données exploités dans la littérature sont présentées respectivement dans
les sections 1.4 et 1.5. Nous terminons ce chapitre par quelques remarques et conclusions.

1.2 Cadre de pronostic

Le pronostic est considéré comme une tâche principale qui vise à prédire l’état futur
des systèmes industriels. Dans cette section, nous présentons les principaux concepts du
pronostic.
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1.2.1 Définition de pronostic

Il n’existe pas une définition universelle du terme pronostic, une liste de quelque défini-
tions proposées est présentée ci-dessous [5, 6] :

• Le pronostic est un processus permettant de prédire la dégradation future et la durée
de vie utile restante (RUL) du système en utilisant les données de dégradation dispo-
nibles.

• Sous ISO 13381-1, le pronostic est défini comme une estimation du temps de défaillance
et du risque pour un ou plusieurs modes de défaillance existants et futurs.

• Le pronostic consiste à prédire les défaillances/dégradations futures et estimer le RUL
des systèmes en service en utilisant les jeux de données des défaillances.

• Le pronostic est le processus de prédiction de la fiabilité future d’un produit en éva-
luant l’étendue de la dérivation ou de la dégradation du produit par rapport à ses
conditions de fonctionnement normales attendues. Il s’agit de la prédiction de leur
état futur en se basant sur les conditions d’état actuelles et passé.

La première définition est sélectionnée comme étant une définition clé pour notre tâche
de pronostic.

1.2.2 Quelques activités relatives

Dans cette sous-section, nous introduisons quelques activités liées à la tâche de pronos-
tic.

1.2.2.1 Surveillance

La surveillance fait référence à la vérification des performances de la machine via la
comparaison du comportement actuel avec l’état normal souhaité. La différence entre les
deux états est dit résidu où une alarme est déclenchée en cas d’une différence significative.
Lorsqu’un comportement anormal est détecté, le module de diagnostic ou de pronostic est
activé pour prédire quel mode de défaillance est ou sera apparu. La différence entre les
machines et la variation des conditions de fonctionnement sont sources de fausse alarme, ce
qui est l’un des principaux défis relatifs à la procédure de surveillance [7].

1.2.2.2 Indice d’état (Health index)

L’indice d’état (HI) reflète le comportement de dégradation d’un composant dans le pro-
cessus étudié, où un ensemble de caractéristiques est extrait ou combiné pour représenter
telle mesure [8]. La procédure de construction de HI et l’évaluation de son adéquation re-
présentent des étapes ardues envers la réalisation d’un indicateur fiable. D’une manière
générale, nous distinguons deux types d’indicateurs, l’Indicateur Physique (PHI) extrait de
la physique des pannes et l’Indicateur Virtuel (VHI) résultant de la fusion d’un ensemble de
PHI ou de signaux délivrés par des capteurs [4].
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1.2.2.3 Durée de vie utile restante (Remaining useful life)

La durée de vie utile restante (RUL) désigne le temps resté pendant lequel un composant
ou un système continue à remplir sa fonction. La prédiction du RUL donne aux utilisateurs
la possibilité de prolonger la durée de vie utile du système et d’atténuer le niveau des risques
[2]. Le terme RUL est utilisé par les ingénieurs et les praticiens du domaine PHM avec diffé-
rents termes, notamment la fatigue dans le domaine du mécanique, la vitesse de propagation
des fissures dans la modélisation théorique et le taux d’usure pour les composants de ma-
chine. Dans l’ingénierie des matériaux, les chercheurs parlent du taux de corrosion où de la
durée de vie et les politiques de remplacement sont liés au domaine de maintenance [9].

La figure 1.1 présente le processus de pronostic, y compris les concepts définis ci-dessus.
Les états de fonctionnement normal, dégradé et critique sont déterminés. En outre, d’autres
critères importants, notamment le cycle actuel, le seuil et la fin de vie du système (EoL) sont
décrits.

FIGURE 1.1 – Illustration de différents concepts de pronostic

1.3 Différentes approches du pronostic

Depuis l’introduction de la notion de PHM dans le domaine industriel, de nombreuses
approches ont été développées. La figure 1.2 présente les différents types d’approches du
pronostic disponibles dans la littérature.

1.3.1 Approches basées sur un modèle physique

Les approches basées sur un modèle supposent la disponibilité d’un modèle physique
qui est une représentation mathématique reflétant le comportement de dégradation d’un
système. En général, le modèle physique est issu de principes, d’expériences, de lois phy-
siques connues, de méthode de similitude, d’analyse dimensionnelle et de prototypage.
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FIGURE 1.2 – Classification des approches du pronostic

Aussi, il est déterminé en cas de disponibilité des données de dégradation [10]. La com-
préhension de la physique des défaillances, connaissance sur le système, les conditions de
fonctionnement et les charges du cycle de vie sont nécessaires pour développer un modèle
physique solide [11]. A titre d’exemple, pour appliquer le modèle de croissance des fissures,
nous avons besoin de la géométrie des matériaux, les charges opérationnelles et les condi-
tions environnementales [12]. De plus, une connaissance approfondie des phénomènes de
fissures est une étape essentielle pour l’application de ce modèle. Cependant, le modèle
physique en pratique n’est pas disponible ou incomplet et les conditions d’utilisation future
sont incertaines, ce qui rend difficile l’adoption de ce type d’approches [2]. Généralement
ces approches peuvent être appliquées pour des problèmes de prédiction à court ou à long
terme [13]. La figure 1.3 présente un organigramme général de l’adoption de telles méthodes
[14].

Dans les lignes suivantes, nous présentons les classes principales des approches à base
de modèles.

1.3.1.1 Classification des approches basées sur un modèle physique

Deux classes d’approches basées sur le modèle physique peuvent être distinguées dans
la littérature, la physique de la défaillance et la modélisation du système [5].

1. Physique de la défaillance - Physics of Failure (PoF)
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FIGURE 1.3 – Organigramme d’approche basée sur un modèle physique

Ce type d’approches aborde les principales causes de défaillance telles que la corrosion
en se concentrant sur la durée de vie du système et l’aspect de fiabilité de composant.
Par conséquent, les méthodes PoF sont spécifiques aux composants tels que le modèle
de fissure. Elles permettent, dans les conditions de fonctionnement actuelles, d’évaluer
la fiabilité de système [5, 10].

2. Modélisation du système

Dans cette classe d’approches, le composant sous dégradation est démontré par un
modèle qui peut présenter le comportement stochastique du système. Le modèle d’es-
pace d’état est l’une des méthodes adoptées dans ce type de techniques où il est basée
sur les équations différentielles qui représentent le modèle par un ensemble d’entrées,
de sorties et de variables d’état [5].

1.3.1.2 Avantages et inconvénients

Les principaux avantages des approches à base de modèles sont [2, 10, 15, 16] :

• Prédiction à long terme : Prédiction précise en dehors des données d’apprentissage en
extrapolant le modèle physique jusqu’à ce que la dégradation atteigne le seuil défini ;

• Petit nombre de données : nécessite une quantité de données relativement faible et
beaucoup moins que le modèle basé sur les données ;

• Robustesse : Possibilité d’application pour différentes conditions d’exploitation si les
paramètres du modèle sont identifiés avec précision ;

• Généralisation : Capacité d’adaptation ou de validation à nouveaux systèmes ayant
le même type et la même configuration ;

• Lisibilité : Compréhension du système et de la physique de la dégradation ce qui
simplifie la certification et la justification de modèle développé ;

• Signification physique : L’indicateur d’état et le modèle de dégradation associés ont
une signification physique ;

• Précision : Exactitude et précision élevées si le modèle physique est bien défini.
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Malgré les avantages obtenus lors de l’adoption de ce type d’approches, certaines limita-
tions critiques peuvent être remarquées [1, 5, 7, 9, 10, 15, 16] :

• Connaissances sur le système : Connaissances sur la physique fondamentale, les condi-
tions de fonctionnement et l’environnement du système sont requises ;

• Coût d’implémentation : Consommation de temps et de calcul élevée en raison du
manque d’approches de modélisation et de la complexité de modélisation ;

• Dépendance : Dépendance élevée du modèle mathématique au domaine d’expérience
dans lequel une exploration exhaustive du comportement de dégradation est requise ;

• Difficulté de modélisation : La corrélation entre les variables du système et les fac-
teurs externes rend leur modélisation et leur estimation très difficiles. De plus, cer-
tains comportements de dégradation ne peuvent pas être modélisés et la présence de
relations non linéaires et discrètes rend le processus de modélisation difficile ;

• Difficulté de généralisation : La dépendance de la robustesse des approches à une
défaillance spécifique et aux conditions expérimentales limite leur réutilisabilité ;

• Complexité : La difficulté de comprendre la physique du système et le comportement
de dégradation implique la prise en compte d’une phase simplificatrice.

1.3.1.3 Techniques

L’approche à base de modèles est fondée sur la présence d’un modèle mathématique
d’un type de défaillance spécifique tel que le modèle de croissance de fissure et le modèle
de croissance d’écaillage. Certains paramètres du modèle sont définis à base du domaine
d’expérience ou mis à jour en continu en fonction de l’état des machines en temps réel [1].
Les approches principales de la technique basée sur les modèles sont :

a. Filtre à particules

Le filtre à particules est l’approche basée sur modèle la plus utilisée dans le domaine
du pronostic, où la distribution postérieure des paramètres est modélisée sous forme
de particules avec des poids. La méthode comprend trois étapes principales [17] :

(a) Prédiction de l’état actuelle de défaillance en utilisant l’état précédent

(b) mise à jour de l’état de défaillance et les paramètres du modèle

(c) Ré-échantillonnage des particules où les échantillons de poids élevés sont dupli-
qués et les autres de poids faibles sont supprimés.

Les principaux avantages de la méthode sont sa précision élevée, applicabilité aux
problèmes non linéaires avec un bruit non gaussien et son élimination par rééchan-
tillonnage du problème de dégénérescence. La définition du modèle et le coût de cal-
cul élevé sont parmi les inconvénients de la méthode [18]. Un guide pratique de l’ap-
proche dans le domaine du pronostic en utilisant le code Matlab est fourni par An et
al [19].
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b. Filtre de Kalman

Le filtre de Kalman (Kf) est un estimateur de traitement du signal récursif développé
pour prédire l’état optimal dans les modèles linéaires en utilisant les estimations de
l’état actuel et les mesures des capteurs prises au fil du temps. La procédure d’optimi-
sation dans le filtre de Kalman est basée sur la minimisation de l’erreur de covariance
en supposant une distribution gaussienne pour tous les processus [3]. Dans le cas des
systèmes non linéaires, une extension du filtre de Kalman connue sous le nom de filtre
de Kalman étendu (EKf) est proposée où la non-linéarité est obtenue en rapprochant la
moyenne et la covariance actuelles [20]. La sensibilité au bruit et la nécessité de définir
avec précision le modèle sont les limites principales de la méthode [18].

c. Modèle de Paris-Erdogan (PE)

Le modèle de Paris est l’une des approches à base de modèle les plus adoptées dans
le domaine du PHM. Ce modèle a été proposé pour la première fois pour décrire la
croissance des fissures et adopté plus tard pour d’autres problèmes [4]. En considérant
certaines hypothèses, le taux de croissance des fissures peut être décrit dans le modèle
PE par [2] :

da
dN

= c(∆σ
√

πa)m

où a est la moitié de la taille de fissure, N désigne le nombre de cycles. C et m sont
des paramètres spécifiques du modèle. Un exemple pratique d’application utilisant le
modèle de Paris sous Matlab est présenté par Kim et al [2].

d. Méthode bayésienne

La méthode bayésienne (BM) est basée sur le théorème de Bayes où la distribution
postérieure des paramètres de l’état actuel est obtenue à l’aide d’une équation unique
et de la multiplication de toutes les fonctions de vraisemblance des données mesu-
rées. A ce niveau où l’expression de la distribution postérieure est choisie, une phase
d’échantillonnage est réalisée pour générer des échantillons à partir de la distribu-
tion postérieure. Dans les problèmes pratiques, la distribution postérieure en général
ne suit pas la distribution standard, pour ce faire, une méthode d’échantillonnage est
nécessaire pour générer des échantillons [2, 17].

Le tableau 1.1 présente quelques applications de techniques populaires à base de modèle
et leurs exigences principales.

TABLE 1.1 – Quelques applications des approches basées sur le modèle physique

Approche Exigences Techniques Références

Physique de
défaillance

Creep, Fatigue and Wear models [15]
Modèle physique spécifique Damage models (bearing, Gear) [21]
Compréhension des mécanismes de défaillance Finite element model of a helicopter transmission [22]

Markovian Fractional Brownian Motion (FBM) [23]

Modélisation de
système

Démonstration du modèle mathématique Particle filter [24-27]
Données historiques (utiles) (Extended) Kalman filter [28-32]

Paris-Erdogan model [33-35]
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1.3.2 Approches guidées par les données

La complexité des systèmes, la diversité et l’incertitude des conditions environnemen-
tales et le développement croissant de nouveaux produits et de nouvelles technologies rendent
l’adoption d’approches basées sur un modèle physique plus difficile. Par conséquent, l’avè-
nement de l’IA fait des techniques guidées par les données un paradigme de pronostic po-
tentiel et efficace [36]. Ces approches sont les plus utilisées parmi les méthodes de pronostic
existantes et ont gagné beaucoup d’importance ces dernières années. De nombreuses don-
nées historiques, informations opérationnelles et données externes sont mesurées et enre-
gistrées dans les systèmes modernes. Grâce à ces données, les approches orientées données
peuvent identifier les paramètres d’état actuels du système et prédire le comportement futur
[2, 37]. Dans ce type de méthodes, la dégradation de la défaillance est extraite directement
des données fournies en utilisant un ensemble de caractéristiques sélectionnées [7]. D’un
point de vue théorique, l’approche basée sur le modèle est plus préférable en raison de sa
précision et de sa capacité de prédiction en temps réel. Cependant, dans la pratique, les ap-
proches guidée par les données sont plus adoptées en raison de leur facilité d’utilisation et
leur souplesse de déploiement [11]. Le cadre général de la méthode guidée par les données
est illustré sur la figure 1.4.

FIGURE 1.4 – Cadre de l’approche guidée par les données

1.3.2.1 Classification des approches guidées par les données

Parmi les différentes classifications des approches orientées données existant dans la
littérature [5, 10, 17, 37], nous distinguons trois grandes catégories :

1. Approches d’intelligence artificielle (apprentissage automatique)

Les méthodes d’intelligence artificielle ou leur sous-domaine les techniques d’appren-
tissage automatique tentent d’apprendre le comportement de dégradation d’un sys-
tème à partir des données disponibles en utilisant des méthodes d’IA spécialisées.
Ces méthodes ont la capacité d’apprendre le mécanisme de dégradation des systèmes
complexes et de prédire le RUL en extrapolant la dégradation au seuil défini [4, 37,
38].

2. Approches statistiques ou méthodes probabilistes
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La méthode statistique ou probabiliste tente d’analyser le comportement de dégrada-
tion considéré comme une variable aléatoire basée sur les données fournies à l’aide
d’une analyse statistique. Ce type d’approches analyse les propriétés statistiques des
données de surveillance, et compare les critères statistiques actuels avec la nouvelle
observation. Cette observation sera considérée comme anomalie si elle ne représente
pas les propriétés statistiques connues [37, 39]. Plus de détails sur l’approche statis-
tique peuvent être trouvés dans Si et al [40].

3. Approches stochastiques

Le modèle stochastique traite les informations de fiabilité telles que temps moyen de
bon fonctionnement avant défaillancee (MTTF) comme une variable aléatoire ou une
probabilité de défaillance. Cette classe d’approches est basée sur l’hypothèse que les
temps de défaillance des systèmes identiques peuvent être décrits par des variables
aléatoires indépendantes et identiques représentées par une fonction de densité de
probabilité [41]. Le RUL est obtenu en prédisant leur distribution de probabilité dé-
gradée dans le temps avec une quantification de l’incertitude des résultats [38]. Le
processus de Markov, le processus Gaussien sont des exemples de processus stochas-
tiques formant l’élément constitutif principal des modèles stochastiques [37].

Ces dernières années, les algorithmes d’apprentissage profond, qui constituent une
branche de l’IA, ont suscité une attention accrue et prouvé leur efficacité dans de nom-
breux domaines. Ce type de modèle peut traiter des données très complexes et non
linéaires à l’aide d’un réseau neuronal profond sans avoir recours à la connaissance
du domaine et sans avoir besoin d’extraire et de sélectionner des caractéristiques ex-
plicites. Par conséquent, il est considéré comme un outil de pronostic efficace en pré-
sence de données brutes de haute dimension où certaines tâches de PHM telles que le
traitement des caractéristiques sont intégrées dans l’architecture profonde [42, 43]. Les
étapes principales de ce type d’architecteurs sont : l’acquisition des données, l’appren-
tissage, la construction d’un modèle prédictif intelligent et enfin la prédiction [42].

1.3.2.2 Avantages et inconvénients

Comme toute méthode de pronostic, l’ approche guidée par les données a ses propres
avantages, dont les principaux sont présentés ci-dessous [1, 2, 5, 9, 11, 16, 39, 44] :

• Facilité d’utilisation : Pratiquement, les approches pilotées par les données sont ra-
pides et faciles à utiliser en raison de la disponibilité de nombreux packages de traite-
ment de données et d’apprentissage automatique ;

• Auto-apprentissage : Aucune connaissance approfondie des algorithmes d’appren-
tissage automatique est requise et leur disponibilité et simplicité de compréhension
encouragent les chercheurs et les débutants à mettre en œuvre ce type de techniques ;

• Connaissance sur le système : Les approches guidées par les données ont la capacité
de capturer des comportements complexes sans aucune ou rare connaissance de la
physique du système et de ses conditions de fonctionnement ;
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• Faible coût : Les méthodes basées sur les données ont un faible coût de mise en œuvre
et de développement d’algorithmes, car elles ne nécessitent pas d’étude physique ;

• Robustesse : Ces méthodes ont une capacité de prédiction pour des données dimen-
sionnelles et bruitées sans altération considérable par les conditions de fonctionne-
ment ;

• Précision : Elles ont également une capacité de prédiction précise à court terme et de
réduction des erreurs de modèle ;

• Généralisation : Les méthodes basés sur les données peuvent être adaptés pour d’autres
systèmes dans lesquels le comportement de dégradation peut être appris.

Malgré l’utilisation réussie des approches guidées par les données dans le domaine du
pronostic, certaines limites et inconvénients existent. Nous pouvons citer [2, 5, 9, 16, 39, 44] :

• Prévision à court terme : Aucune preuve de réussite générale concernant la prédiction
à long terme n’est fournie ;

• Grande quantité de données : La présence d’une quantité suffisante de données est la
principale exigence de l’approche basée sur les données pour être précise ;

• Absence de transparence et de signification physique : Manque de transparence sur
la façon dont la décision est prise et aucune explication physique sur les causes du
problème ;

• Gestion de l’incertitude : Nécessité d’algorithmes de gestion de l’incertitude pour
contrôler les résultats prédits ;

• Sur-apprentissage : La précision est affectée par les problèmes de sur-apprentissage
et de sur-généralisation ;

• Dépendance de la précision : La précision dépend fortement de la qualité et de la
taille des données disponibles.

1.3.2.3 Techniques

Un ensemble de techniques guidées par les données adoptées dans le domaine du PHM
est présenté dans cette sous-section.

a. Réseaux de neurones artificiels

Le RNA vise à imiter le cerveau humain en connectant un ensemble de nœuds dans
une architecture complexe. Il est considéré comme la technique de l’IA la plus utilisée
dans le pronostic, en raison de sa bonne capacité d’approximation des systèmes non
linéaires. Le RNA tente d’apprendre la relation entre l’indicateur d’état et le RUL en
utilisant les données fournies. Les inconvénients majors de RNA sont leur faible trans-
parence, la nécessité d’un grand nombre de données et le choix du nombre de couches
et de nœuds [4, 7].

b. Régression par processus gaussien
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La régression par processus gaussien (GPR) est une technique d’IA considérée comme
une méthode probabiliste et non paramétrique basée sur le processus gaussien. Un
modèle GPR est défini par sa fonction moyenne et sa fonction de covariance [45]. L’un
des avantages de la technique GPR est sa capacité de prédire le RUL avec un petit ou
un grand jeu de données, alors que le principal problème est son calcul lourd [4]. Une
extension de GP connue sous le nom de processus gaussien inverse est proposée pour
modiliser la dégradation des systèmes hétérogènes avec un environnement aléatoire
[46]. Pour plus de détails sur la méthode GP, le lecteur peut se référer au fameux livre
de Rasmussan intitulé « Gaussian process for machine learning » [45].

c. Machine à vecteurs de support

La machine à vecteurs de support est une technique d’IA largement utilisée dans le
domaine du pronostic et fondée sur la théorie statistique. Elle a la capacité de fournir
une solution unique et n’est pas sujette aux minima locaux. Contrairement aux RNA,
la méthode SVM est plus adaptée aux problèmes du PHM avec une taille des données
petite ou limitée. En introduisant la prédiction probabiliste dans la méthode SVM, une
nouvelle version appelée Relevance Vector Machine (RVM) est proposée pour surmon-
ter les limites de la technique SVM. Les inconvénients critiques des méthodes SVM et
RVM sont la forte dépendance de leurs performances au choix de la fonction noyau et
la sélection des paramètres [4, 7].

d. Processus de Wiener

Le processus de Wiener est utilisé pour modéliser la variabilité temporelle du compor-
tement de dégradation dans un processus où le bruit est estimé d’être un mouvement
brownien aléatoire. Le processus de Wiener est basé sur l’hypothèse que l’état futur
du composant dépend de l’état actuel sans aucune dépendance avec le comportement
dans le passé. En général, la PDF de RUL est difficile à obtenir analytiquement dans
l’approche de Weiner dans laquelle une solution approximative est nécessaire [4, 47].
Pour une application plus poussée du modèle de dégradation conventionnel basé sur
le processus de Wiener, le lecteur est invité à consulter le travail de Zhang et al [47].

e. Chaînes de Markov et chaînes de Markov cachées

Les chaînes de Markov sont une séquence d’états en nombre fini où chaque état ne
dépend que de l’événement immédiatement précédent. Dans le domaine du PHM, le
processus de dégradation dans la chaîne de Markov est supposé être transformé en
états à base du principe de Markov. Le modèle de Markov caché (HMM) est une ex-
tension représentant la séquence stochastique du système avec une chaîne de Markov
où les états sont supposés d’être cachés. Les HMM sont applicables aux systèmes non
linéaires et non stationnaires. Deux types de HMM sont reconnus, les HMM discrets
conçus pour la modélisation des observations discrètes et un second type opté pour
les observations continues connu sous le nom de HMM continus [4, 20].

f. Modèles d’apprentissage profond

L’introduction d’algorithmes d’apprentissage profond dans le domaine du PHM a at-
tiré beaucoup d’attention ces dernières années en raison de leur succès dans nombreux
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domaines. En outre, la présence d’un grand nombre de données collectées dans les
systèmes de fabrication, tels que les signaux de vibration, motivent l’adoption de ces
approches. Parmi les architectures d’apprentissage profond proposées dans la littéra-
ture, nous pouvons distinguer quatre modèles largement utilisés dans le domaine du
PHM : le réseau neuronal récurrent (RNN), la machine de Boltzmann restreinte (RBM),
l’encodeur automatique (AE) et le réseau neuronal convolutif (CNN) [48].

D’autres modèles guidés par les données proposés et adoptés dans le domaine du PHM
peuvent être distingués, notamment le modèle autorégressif (AR) le modèle du processus
gamma, les réseaux bayésiens (BN), le modèle de Gray, etc...

Le tableau 1.2 présente quelques applications des modèles guidés par les données, y com-
pris leurs principales exigences. Ce tableau peut donner un aperçu global concernant la
classification de ces modèles.

TABLE 1.2 – Quelques applications des méthodes guidées par les données

Approches Exigences Techniques Références

Intelligence
artificielle
(Apprentissage
automatique)

ANN [49-53]
Historique de données GPR [54-57]
Extraction et sélection de caractéristiques SVM [58-65]
dans le traitement des données LR, MLP [66]
Compétences en apprentissage automatique Extreme learning machine [67]

Intelligence
artificielle
(apprentissage
profond)

CNN [68]
DCNN [69]
DNN [70]

Grand jeu de données historiques LSTM [71]
Compétences en apprentissage profond Semi-supervised deep learning [72]

RNN [73]
LFGRU [74]
Transfer learning [75]

Modèles
statistiques

Historique de données Autoregressive model [76-79]
Compétences en statistiques et probabilités Gamma process [80, 81]

Proportional hazards model [82-84]

Modèles
stochastiques

Historique de données Wiener process [47, 85, 86]
Compétences en statistiques et probabilités (Hidden) Markov model [87-89]

Bayesian method [90, 91]

1.3.3 Approches basées sur l’expérience ou la connaissance

Approches basées sur l’expérience, basées sur la connaissance ou sur la fiabilité statis-
tique, différentes appellations pour la même classe d’approches de pronostic sont adop-
tées pour les composants critiques, non surveillés et sans modèle physique [11]. Ce type de
méthodes est développé sur la base de l’expérience et les connaissances des experts pour
prédire le RUL en analysant la similarité entre les données d’expérience collectées et les
situations observées (Figure. 1.5). Elle se base initialement sur les données d’expérience his-
toriques fournies, incluant la moyenne des défaillances de composant étudié [10, 11]. Les
connaissances et l’expérience peuvent être présentées par des faits, des règles ou des cas
recueillis au fil des années d’exploitation et de maintenance des composants techniques. Les
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faits, les cas et les règles sont utilisés pour décrire la dégradation et les défaillances et pré-
dire les futures défaillances potentielles en utilisant des techniques intelligentes [37]. L’ana-
lyse de Weibull, les lois de Poisson et les modèles statistiques log-normaux sont d’autres
exemples adoptés dans les approches basées sur l’expérience [11].

FIGURE 1.5 – Cadre d’approche basée sur les connaissances

1.3.3.1 Classification des approches basées sur l’expérience

Quatre classes principales d’approches basées sur l’expérience sont présentées ci-dessous :

1. Modèle à base de règles

Le modèle à base de règles est représenté par un ensemble de règles "si-alors" dans le
but d’imiter le raisonnement humain. Les composants fondamentaux d’un modèle à
base de règles sont : la base de connaissances, la base de faits et un moteur d’inférence
utilisé pour déduire des nouveaux faits. Les règles sont définies par "Si conditions,
alors résultats ou actions" et collectées durant le fonctionnement de système au fil
des ans. Le moteur d’inférence utilise les faits initiaux pour déduire à base des règles
existantes de nouveaux faits qui sont inclus comme une nouvelle entrée. La difficulté
principale de ces méthodes est la construction de la base de connaissances qui doit être
complète le plus possible sans aucune contradiction entre les règles [10, 37].

2. Système expert basé sur un modèle

Le système expert à base de modèle est proposé pour imiter le comportement et la
dégradation d’un système industriel. Pour réaliser un pronostic à l’aide d’un système
expert basé sur un modèle, trois étapes sont indispensables : la génération d’hypo-
thèses, le test d’hypothèses et la discrimination d’hypothèses. La divergence entre le
modèle établi et le système réel est corrigée jusqu’à ce que le comportement de dégra-
dation dans le modèle développé reflète le processus de dégradation réel. À ce niveau,
le modèle est prêt à accomplir la tâche de pronostic [10].

3. Modèle à base de cas

La représentation des connaissances dans un modèle à base de cas est réalisée par des
connaissances sous la forme de (problème, solution) recueillies à partir d’expériences
et de solutions de problèmes réels. Le travail principal des méthodes à base de cas
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est la réutilisation de la même solution pour un nouveau problème tel qu’elle a été
adopté dans le cas le plus similaire. La base de cas est enrichie par un nouveau cas si la
solution est confirmée. Un point important des méthodes à base de cas par rapport aux
techniques basées sur les règles est leur possibilité d’application en cas de difficulté de
déclarer d’une manière explicite la relation entre les faits [37]. En outre, l’une des forces
des systèmes à base de cas est l’amélioration de leur qualité au fur et à mesure que de
nouveaux cas sont ajoutés et traités [10].

4. Modèles à base de connaissances floues

Les modèles à base de connaissances floues utilisent des règles "si alors" de la même
manière que les techniques à base de règles, mais avec des déclarations floues. Dans
les règles floues, les énoncés sont basés sur des termes linguistiques tels que : "haut",
"bas", où une valeur de degré de vérité est introduite pour surmonter la théorie de la
logique classique. Dans l’approche du pronostic flou, nous pouvons distinguer trois
composantes principales : la base de connaissances, les règles floues et le moteur d’in-
férence. Deux étapes importantes sont nécessaires dans une telle méthode, les phases
de fuzzification et de défuzzification. La première étape consiste à fuzzifier (transfor-
mer en floue) l’entrée réelle. Une fois que l’inférence est réalisée sur les entrées floues
et génère des sorties floues, une étape de défuzzification est déclenchée pour produire
des sorties interprétables à valeurs continues [10, 37]. Le modèle flou est introduit pour
définir les règles de pronostic, classifier des défauts, traiter les perturbations et le bruit,
gérer l’incertitude et traiter les variables continues [7].

1.3.3.2 Avantages et inconvénients

Les principales avantages de l’approche basée sur l’expérience sont énumérés ci-dessous
[9, 12, 44] :

• Simplicité de la programmation : Aucune compétence rigoureuse en programmation
ou de formulation des données n’est requise et simplicité du contrôle des paramètres ;

• Aucun modèle requis : Aucun modèle physique est requis ;

• Raisonnement humain : Remplacement de la prise de décision de l’expert humain et
possibilité de comprendre les résultats et le processus de décision ;

• Augmentation des performances : Les problèmes résolus sont introduits comme une
nouvelle expertise qui augmente la performance du système de pronostic ;

• Gestion de l’incertitude : L’introduction de la logique floue facilite la gestion de l’in-
certitude et le traitement des données inexactes et incomplètes.

Malgré les avantages de l’approche fondée sur l’expérience, nous pouvons distinguer cer-
taines limites comme [9, 12, 14, 37, 44] :

• Coût élevé : Les expériences sont souvent coûteuses ;
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• Difficulté de la modélisation : La conversion des connaissances en règles reflétant le
sens souhaité est une tâche difficile et nécessite une certaine expertise. De plus, l’intro-
duction de la logique floue dans les règles n’est pas toujours une mission facile ;

• Généralisation : Difficulté de traiter de nouveaux problèmes ou situations qui ne sont
pas couverts par la base de connaissances ;

• Sensibilité : Simplicité des modifications apportées à la base de connaissances peut
créer des erreurs dans le processus du SE ou provoquer des contradictions entre les
règles ;

• Explosion combinatoire : Des problèmes de calcul peuvent survenir en cas de taille
énorme de la base de connaissances ;

• Dépendance de la précision : La précision dépend fortement de la qualité et de la
taille de la base de connaissances.

1.3.3.3 Techniques

Certaines techniques des méthodes basées sur les connaissances introduites dans la lit-
térature sont présentées dans la sous-section suivante.

a. Systèmes experts

Les systèmes experts sont adoptés dans l’industrie pour traiter des problèmes qui sont
habituellement résolus par des experts humains. Les SEs sont définis comme un pro-
gramme informatique conçu pour surveiller un système industriel et prendre une dé-
cision en cas de nouvelle situation. Les connaissances des experts accumulées au fil
d’années sont stockées dans l’ordinateur sous forme de règles pour simuler le raison-
nement de l’expert humain. Les règles sont stockées dans une base de connaissances
où un moteur d’inférence est opté pour déduire des solutions par l’examen des règles
existantes. La phase difficile dans la construction des SEs est la construction de la base
de connaissances qui implique deux phases : l’acquisition de connaissances et leur
représentation où certaines compétences sont nécessaires [14, 44].

b. Systèmes flous

Depuis sa proposition, la logique floue a été exploitée dans le contexte de nombreux
systèmes. Le point principal des systèmes flous est l’introduction de la logique floue
dans la modélisation des règles qui peuvent représenter des informations bruitées,
imprécises ou ambiguës. Basée sur la théorie des ensembles flous, la logique floue
peut facilement modéliser le comportement de dégradation et fournir des décisions
similaires au raisonnement humain. En général, la logique floue dans les systèmes
flous de pronostic est intégrée avec d’autres méthodes telles que le SE et le RNA ce qui
conduit à des modèles hybrides comme c’est le cas de SE floue ou RNA floue [14, 44].

Nous soulignons dans le tableau 1.3 quelques applications des techniques basées sur la
connaissance et leurs exigences centrales.
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TABLE 1.3 – Quelques applications de modèles basés sur la connaissance

Approches Exigences Techniques Références

Modèles basés sur des
règles

Données d’expérience Système à base des règles [92-95]
Compétences en IA

Système expert basé sur un
modèle

Données d’expérience Système à base de connaissance [96]
Compétences en IA

Modèles basés sur des cas
Données d’expérience Raisonnement à base des cas [97, 98]
Compétences en IA

Modèles à base de
connaissances floues

Données d’expérience Système de connaissance floue [99, 100]
Compétences en IA
Compréhension de la logique floue

1.3.4 Approches hybrides

La complexité des systèmes industriels implique une augmentation du nombre et de
la complexité des défauts et des modes de défaillance, du type et de taille des données
brutes collectées et de la difficulté de la modélisation physique. En raison de la complexité
croissante des systèmes industriels et de la miniaturisation des composants, les approches
simples deviennent de plus en plus complexes et ne parviennent pas à prévoir les dé-
faillances de manière robuste. Pour surmonter ces inconvénients et éviter la limitation de
l’adoption simples de méthodes, la combinaison de plusieurs modèles est considérée comme
une solution potentielle [37]. Les approches hybrides, combinées, d’ensemble, multi-modèles
et de fusion dénotent la même signification d’intégrer d’une certaine manière différentes
méthodes. L’idée principale des approches hybrides est de combiner deux ou plusieurs mé-
thodes dans le but d’intégrer leurs mérites et d’éviter leurs limites. En outre, plus d’un dé-
faut peut se produire simultanément dans les systèmes complexes et différents types de
données peuvent être collectés, d’où l’utilisation d’une méthode hybride peut fournir une
meilleure solution [7, 18]. À titre d’exemple, un modèle physique peut être adopté dans une
approche guidée par les données pour définir le modèle mathématique [2]. La combinaison
des méthodes de pronostic peut être utilisée pour l’extraction où l’examen des données, la
modélisation de la dégradation ou l’estimation du RUL [14].

1.3.4.1 Configurations des approches hybrides

Trois architectures principales de combinaison peuvent être construites dans lesquels
des stratégies plus complexes peuvent être déduites en utilisant ces trois points de base.
Les trois configurations possibles sont : combinaison en série, combinaison en parallèle et
combinaison embarquée [37]. La Figure 1.6 met en évidence la présentation graphique de ces
configurations de base dont les fonctions principales sont présentées dans les sous-sections
suivantes.

1. Modèles en série

Deux modèles de pronostic sont considérés comme étant en série si les résultats four-
nis par le premier sont utilisés comme entrée pour le second modèle. Par exemple, la
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FIGURE 1.6 – Configurations des méthodes hybrids

méthode basée sur un modèle physique est utilisée comme modèle ayant une connais-
sance préalable du système et la méthode basée sur les données est adoptée pour esti-
mer les paramètres non mesurables [101, 102]. Certains chercheurs ne considèrent pas
le modèle en série comme une approche hybride en raison de l’absence de coopération
mutuelle entre les techniques fusionnées pour obtenir les valeurs de sortie [37]. Une
vue schématique de l’approche en série est présentée sur la figure 1.6.a.

2. Modèles en parallèles

Deux méthodes de pronostic sont considérées en parallèles si elles utilisent des don-
nées d’entrée identiques ou connexes et fournissent des résultats de sortie compétitifs.
Les modèles combinés peuvent partager les mêmes données ou des entrées connexes
différentes, le premier traitant les valeurs numériques des capteurs alors que le second
est adopté pour le traitement des connaissances. Les sorties fournies par les approches
combinées sont fusionnées ou filtrées afin de fournir des résultats plus précis [37]. La
figure 1.6.b illustre le schéma des approches parallèles.

3. Modèles embarqués

Dans la vision des modèles embarqués, l’un des modèles combinés est intégré comme
sous-partie dans le second modèle. Dans cette configuration, le modèle intégré est in-
troduit pour réaliser certaines tâches internes qui ne sont pas vérifiées par le modèle
principal. Comme exemple de mise en œuvre, le système d’inférence floue est intro-
duit avec succès dans de nombreuses méthodes telles que les RNAs qui aboutit au
développement de systèmes neuro-flous [37]. L’architecture des modèles embarqués
est illustrée sur la figure 1.6.c.

1.3.4.2 Stratégies de combinaison

Différentes approches hybrides peuvent être obtenues en combinant les méthodes de
pronostic présentées, comme le montre la figure 1.7. Dans les sous-sections suivantes, nous
examinons en détail les stratégies possibles.

1. Approches multiples basées sur un modèle physique (P+P)
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FIGURE 1.7 – Combinaisons hybrides possibles des approches de pronostic

En général, ce type de combinaisons est ciblé dans le but d’augmenter la précision
et d’obtenir une bonne présentation physique de la dégradation. La plupart des ap-
proches multiples sont adoptées dans une combinaison en série. La première est intro-
duite pour contrôler l’état du système et la seconde est choisie pour prédire le RUL.
L’estimation de l’état du système dans des cas réels à l’aide de ce type d’approches
n’est pas préférée en raison de sa complexité et de sa coût croissant et il exige une
connaissance approfondie de la physique du système [37].

2. Approches multiples guidées par les données (D+D)

De la même manière de la stratégie précédente, les approches multiples guidées par
les données tentent à améliorer le pronostic en combinant les avantages des méthodes
concurrentes. La forme hybride de cette vision peut être obtenue en fusionnant les
résultats fournis par les approches combinées. Pour la configuration en série, une ap-
proche peut être sélectionnée pour estimer l’état de système et une autre est choisie
pour extrapoler le comportement de dégradation futur et prédire le RUL. Le RNA est
la technique la plus adoptée dans ce type d’hybridation [12, 18, 37].

3. Modèles multiples à base de connaissances (K+K)

Des techniques multiples basées sur des connaissances sont introduites pour obtenir
un bon raisonnement en pronostic pour les systèmes complexes en combinant diffé-
rentes stratégies de raisonnement. La combinaison de plusieurs techniques basées sur
la connaissance n’est pas largement adoptée en raison de leur difficulté de réalisa-
tion. La tâche difficile dans l’application de l’approche basée sur la connaissance est la
construction de la base de connaissance qui génère multiples difficultés et défis lors de
l’examen des stratégies hybride [37].

4. Stratégie intégrant un modèle physique avec un modèle guidé par les données (P+D)
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Ce type d’approches hybrides est le plus souvent utilisé dans la littérature en raison
de la popularité croissante de la méthode guidée par les données ces dernières années
[37]. Les deux méthodes peuvent être utilisées en parallèle ou en série où une tech-
nique pilotée par les données est utilisée pour estimer l’indice d’état et la méthode
basée sur un modèle physique est réservée à la prédiction du RUL [1]. Sur la base
des classes de méthodes guidées par les données, trois combinaisons principales de
méthodes physiques hybrides peuvent être discernées, à savoir [37] :

• Techniques d’IA combinées avec des méthodes basées sur un modèle physique ;

• Modèle statistique tels que le SVM avec une méthode basée sur un modèle phy-
sique ;

• Modèle stochastique combinés à une méthode basée sur un modèle physique.

Liao et al [12], donnent quatre grandes combinaisons possibles de modèles basés sur
un modèle physique avec des méthodes pilotées par les données :

• Introduction d’une méthode guidée par les données pour déduire le modèle de
mesure où la méthode basée sur un modèle physique est adoptée pour prédire
Le RUL;

• Méthode guidée par les données choisie pour remplacer le modèle du système
dans la technique basée sur un modèle physique ;

• Estimation des mesures futures à l’aide de l’approche basée sur les données et
prédiction de la durée de vie utile par la technique basée sur un modèle physique ;

• Fusionner les sorties prédites fournies par les méthodes combinées.

5. Stratégie intégrant un modèle physique avec un modèle basé sur les connaissances
(P+K)

Dans cette stratégie de combinaison, les résultats fournis par la technique basée sur la
connaissance peuvent être utilisés comme auxiliaire pour améliorer la capacité de la
méthode basée sur un modèle physique. De plus, la méthode basée sur la connaissance
peut être sélectionnée pour estimer l’état réel du système étudié alors que la méthode
basée sur un modèle physique est réservée à la tâche de prédiction [12, 18]. En général,
ce type de combinaison est adopté dans le domaine de la maintenance prédictive dans
lequel des résultats explicatifs élevés sont offerts en rassemblant l’explication physique
et le raisonnement d’experts. Cependant, le principal inconvénient de cette méthode
hybride est sa combinaison de la complexité de la modélisation physiques et de la
difficulté de la construction de la base de connaissances [37].

6. Stratégie intégrant un modèle guidé par les données avec un modèle basé sur les
connaissances (D+K)

La puissance de la méthode basée sur la connaissance en fournissant un raisonnement
d’expert est introduite pour couvrir la limitation de la technique pilotée par les don-
nées dans l’explication de la façon d’obtention des résultats. En outre, la capacité de la
méthode guidée par les données à traiter des données numériques est introduite pour
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surmonter la difficulté de la méthode basée sur la connaissance à traiter des valeurs
continues [12, 18]. La puissance du modèle résultant dans une telle combinaison réside
dans sa capacité de traitement des données hybrides, textuelles et numériques [37].

7. Stratégie intégrant un modèle basé sur la physique avec un modèle basé sur les
données et un modèle basé sur les connaissances (P+D+K)

L’objectif principal de la construction de ce modèle est de tirer profit des principaux
privilèges des trois approches de pronostic. Il tient compte de la signification physique
de la méthode basée sur un modèle physique, la capacité du modèle basé sur les don-
nées à traiter les données numériques et l’explicabilité de la technique basée sur la
connaissance. Par conséquent, un modèle hybride dans cette catégorie fusionne trois
types d’informations : la physique du système, les données de dégradation, et le retour
d’information sur la maintenance et l’intervention d’un expert. Cette catégorie est la
technique extrêmement difficile parmi les dernières approches multi-modèles présen-
tées. La complexité de la modélisation et de la construction d’une architecture valable
du modèle hybride est le principal défi de ce type de modèles combinés. D’autres défis
sont abordés davantage dans la façon dont les informations hétérogènes seront fusion-
nées et incluses comme entrées et comment les résultats dissemblables fournis seront
agrégés [12, 37].

1.3.4.3 Avantages et inconvénients

Les principaux avantages des modèles hybrides sont présentés dans les points suivants
[1, 7, 14] :

• Meilleure précision : Pronostics plus précis avec un niveau de confiance élevé lorsque
les modes de défaillance, le comportement de la dégradation et la propagation des
défauts sont mieux capturés ;

• Avantages de l’intégration : Considération des avantages des modèles combinés, no-
tamment la signification physique, le traitement des données numérique et le raison-
nement humain ;

• Éviter les faiblesses : Viser à éviter les inconvénients des modèles concurrents, en sim-
plifiant la modélisation physique de la méthode basée sur un modèle physique, cou-
vrant la non-lisibilité de l’approche basée sur les données et surmontant la difficulté
de traiter directement des données continues de la méthode basée sur la connaissance ;

Malgré les avantages obtenus par l’adoption de méthodes hybrides, des difficultés im-
portantes sont perçues et sont indiquées dans ce qui suit [12, 37] :

• Complexité de la modélisation : Dans certains cas, il est difficile d’intégrer une mé-
thode de pronostic avec une autre qui ne partage pas la même architecture ou qui
possède des données et des informations hétérogènes ;

• Explosion des calculs : La fusion de différents modèles de pronostic peut nécessiter
des calculs et des simulations plus poussés ;
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• Inconvénients supplémentaires : Des défis supplémentaires sont rencontrés pour sur-
monter les inconvénients potentiels des techniques de pronostic combinées ;

1.3.4.4 Techniques

Dans cette section, nous discutons des modèles hybrides populaires et des techniques
utilisées pour la fusion et l’agrégation de modèles de pronostic.

a. Réseau de neurones hybride

Le RNA est la technique la plus utilisée dans le domaine du pronostic pour construire
des modèles hybrides vigilants en raison de leur succès dans de nombreux domaines.
L’introduction d’un RNA en combinaison avec d’autres approches de pronostic vise à
inclure une certaine autonomie et intelligence dans le modèle hybride développé [37].
Le modèle RNA est inclus avec succès dans les méthodes basées sur la connaissance
telles que les modèles flous et les SEs, ce qui a donné lieu au développement de RNA
flous et de SE connexionnistes [14, 103].

b. Modèles hybrides d’apprentissage profond

Les méthodes d’apprentissage profond ont gagné une grande importance au cours
des dernières années en raison de leur capacité à analyser d’énormes quantités de
données numériques sans besoin explicite d’extraction de caractéristiques. Le déve-
loppement de modèles hybrides d’apprentissage profond s’augmente de jour en jour
et attire l’attention des chercheurs et des praticiens pour développer des modèles of-
frant une meilleure précision de pronostic. De nombreuses architectures hybrides ont
été développées sur la base des modèles standards connus ou à partir des modèles
existants, par exemple : CNN, RNN, CNN-LSTM, CBLSTM, etc.

c. Fusion des sorties de modèles

Dans ce type d’hybridation, plusieurs modèles de pronostic sont utilisés simultané-
ment pour prédire la durée de vie utile restante. Les résultats obtenus sont fusionnés à
l’aide d’une technique d’agrégation bien élaborée pour fournir une durée de vie utile
finale précise. La fusion de modèles de pronostic peut conduire à une meilleure perfor-
mance dans les résultats de prédiction et fournir une meilleure précision par rapport
aux méthodes simples [12]. Dans les lignes suivantes, nous présentons certaines mé-
thodes d’agrégation adoptées dans le domaine du pronostic.

• Moyenne pondérée

La manière standard de calculer une solution finale des RULs obtenus à partir de
méthodes de pronostic combinées est la technique de moyenne pondérée où la
moyenne simple qui est un modèle de moyenne pondérée avec des poids égaux.

• Opérateur de la moyenne pondérée ordonnée induits– Induced Ordered Weigh-
ted Averaging (IOWA)

Cet opérateur est considéré comme une technique de calcul de moyenne pon-
dérée développée par Yager [104]. Yager a introduit un nouveau mécanisme ren-
dant la méthode OWA non linéaire qui est l’étape de classement où les arguments
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sont classés par leurs valeurs. Au lieu d’un argument spécifique, les poids dans
OWA sont affectés à une position particulière dans le classement. Yager améliore
la méthode proposée à une nouvelle version appelée Induced Ordered Weigh-
ted Averaging (IOWA) par l’introduction d’un facteur auxiliaire pour classer les
arguments [105]. L’étape de réorganisation constitue le nouveau aspect où de-
puis sa proposition, de nombreuses variantes ont été suggérées pour l’agrégation
[106-108].

• Techniques d’IA

Plusieurs méthodes d’IA telles que l’optimisation par essaims de particules (PSO)
et la programmation génétique ont été adoptées pour fusionner les différents ré-
sultats fournis par les modèles combinés. Ces techniques sont introduites pour
estimer le poids optimal alloué à chacun des modèles concurrents, en résolvant
une programmation linéaire soumise à certaines contraintes ou en optimisant cer-
tains critères à base d’erreurs [109].

Le tableau 1.4 souligne certaines applications de modèles hybrides et leurs exigences
essentielles. Nous avons collectés dans ce tableau plusieurs références relatives à ce type
d’approches de pronostic, ce qui est sans doute utile pour le développement des approche
hybrides.

TABLE 1.4 – Quelques applications courantes des modèles hybrides

Classe d’approche hybride Exigences Techniques Références

Multiple approches
basé sur un modèle
physique

Modèle physique BS-SRCKF [110]
Compréhension du mécanisme de défaillance Gear physical models [111]
Données historiques (utiles)

Multiple approches
guidées par les
données

EWMA + SVR + RFR + DE [112]
Multiple GPR [113]
CNN-LSTM [114, 115]

Historique de données CNN-SBULSTM [116]
Compétences en IA, statistiques et probabilités ADLSTM-MC [117]

LSTM + GPR [118]
IDMFFN [119]
DTMLKR [120]

Multiples modèles à
base de connaissances

Données d’expérience CBR + RBR [121]
Compétences en IA Fuzzy expert system [122]

Modèle basé sur un
modèle physique avec
modèle guidé par les
données

Modèle physique AUKF-GA-SVR [123]
Compréhension du mécanisme de défaillance PSW + modified Paris crack growth model [124]
Historique de données DNN +physics-inferred model [125]
Compétences en IA, statistiques et probabilités

Modèle basé sur un
modèle physique avec
modèle basé sur la
connaissance

Modèle physique
Compréhension du mécanisme de défaillance Kalman filter + Fuzzy logic
Données d’expérience and expert human knowledge [126]
Compétences en IA

Modèle guidé par les
données et modèle
basé sur les
connaissances

Historique de données
Compétences en IA, statistiques et probabilités HMM + BRB (Expert system) [127]
Données d’expérience MoG-EHMM [128]
Compétences en IA

Modèle basé sur la
physique avec un
modèle basé sur les
données et un modèle
basé sur la
connaissance

Modèle physique
Compréhension du mécanisme de défaillance
Historique de données FB+DD+KB [129]
Compétences en IA, statistiques et probabilités
Données d’expérience
Compétences en IA
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1.4 Applications de pronostic

Cette section donne un bref aperçu de certaines applications de pronostic, soit dans des
domaines généraux ou des composants spécifiques.

1.4.1 Domaines d’application

Dans ce qui suit, certains domaines d’application générale des procédures PHM sont
élucidés.

a. Génie mécanique

Une grande variété de produits mécaniques est utilisé comme composant critique dans
différents systèmes, notamment les véhicules et les machines industrielles. Par consé-
quent, le pronostic, la sécurité et la fiabilité de ces produits mécaniques sont devenus
des préoccupations essentielles dans le monde entier. Pour ce faire, différentes ap-
proches sont proposées et adoptées par les chercheurs pour la prédiction de la durée
de vie utile de ces systèmes [130].

b. Electronique

Dans un système industriel complexe, les composants électroniques sont largement
implémentés et utilisés pour assurer le fonctionnement du système. Ces composants
sont considérés comme des éléments critiques car une défaillance peut engendrer des
défauts catastrophiques ou altérer le fonctionnement du système. Par conséquent, la
surveillance de ces composants et le développement d’outils de diagnostic et de pro-
nostic fiables qui contrôlent leur état et prédisent la durée de vie restante appropriée
constituent le principal défi [11].

c. Éoliennes

Ces dernières années, l’application de l’énergie éolienne se développe de jour en jour
dans le monde. En général, les éoliennes sont plus grandes en taille et en puissance et
sont installées dans des grandes fermes, ce qui signifie qu’elles fonctionnent dans des
conditions environnementales différentes et complexes. Par conséquent, la gestion du
pronostic et de l’état des éoliennes est une procédure très importante pour assurer un
fonctionnement fiable et efficace des parcs éoliens et maintenir la quantité d’énergie
fournie [131].

Nous n’avons mentionné dans la dernière section que quelques domaines d’application
des méthodes PHM, alors que plusieurs autres disciplines introduisent des solutions PHM
dans leurs systèmes, notamment les véhicules, les systèmes énergétiques, le domaine avio-
nique, les systèmes aérospatiaux et bien d’autres

1.4.2 Applications focalisées sur des composants

Dans les systèmes de fabrication, certains composants sont considérés comme des élé-
ments critiques pour lesquels leur surveillance est très importante [7, 132]. Dans ce qui suit,
certains composants largement étudiés dans la littérature sont décrits.
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a. Batteries

La batterie est le composant le plus critique du stockage d’énergie introduit dans plu-
sieurs systèmes. Avec le développement rapide de ces systèmes, la fabrication des bat-
teries est augmentée ces dernières années et a reçu plus d’exigence pour sa gestion
et son contrôle périodique [133]. Pour ce faire, le développement des modèles puis-
sants pour estimer l’état des batteries à une importance auprès des chercheurs et des
industriels. De nombreux articles de synthèse ont été publiés dans plusieurs revues
afin d’aborder les techniques adoptées pour le pronostic de l’état de batterie (SoH) et
la prédiction du RUL [38, 134-136].

b. Engrenages

Les engrenages sont des composants critiques dans les machines tournantes dans les-
quelles leur surveillance et leur entretien sont d’une grande importance par les ingé-
nieurs chercheurs et les praticiens industriels [137]. D’après les directives de la norme
ISO 10825 :1995, les défauts des engrenages sont classés en cinq groupes : fissure,
fatigue, éraflure, rupture de dent et déformation permanente. L’un des défis princi-
paux du pronostic des engrenages et des roulements est l’identification d’un indica-
teur d’état direct et simple comme dans le cas des batteries [138]. Plusieurs travaux
traitant le diagnostic et le pronostic des engrenages en plus de la construction de leur
indicateur d’état sont présentés dans la littérature [15, 137, 138].

c. Roulements

Les roulements sont d’autres composants critiques utilisés dans les machines tour-
nantes où leurs défauts provoquent une dégradation croissante dans les éléments ad-
jacents et l’ensemble du système. Par conséquent, la surveillance de l’état des rou-
lements est inévitable pour garantir la fiabilité et la sécurité de fonctionnement des
composants adjacents et préserver la fonction générale du système [138]. Les causes
principales de défaillance des roulements sont classées en trois origines : erreurs d’as-
semblage, qualité du lubrifiant et les conditions de fonctionnement[15]. Le pronostic
d’état des roulements a été considéré par plusieurs travaux de synthèse dans la littéra-
ture [132, 138, 139] et un modèle hybride est adopté dans le travail de Wang et al [112].
Sim et al ont établi un tutoriel sur la manière d’extraire des caractéristiques pertinentes
à des fins de pronostic des engrenages et des roulements [140].

D’autres composants critiques ont une importance pour leur surveillance et leur pronostic,
comme les axes de rotation, les diodes, les alternateurs, les pompes et bien d’autres [14, 132].

1.5 Jeux de données

L’ingrédient critique de la procédure de pronostic est la disponibilité des données histo-
riques reflétant le comportement de dégradation du système étudié. En réalité, il est difficile
de trouver un ensemble de données représentatives obtenues à partir de systèmes réels en
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raison de différents obstacles. La longue durée de vie du processus de dégradation, les acci-
dents catastrophiques et soudains, les événements externes et les conditions environnemen-
tales ainsi que la confidence et la concurrence commerciale sont quelques causes critiques de
la présence de ce type de données à usage public [4]. Le mécanisme de dégradation accélérée
est l’une des stratégies largement utilisées pour contourner ces problèmes et fournir des jeux
de données dans une petite période. Dans les lignes suivantes, nous fournissons quelques
ensembles de données populaires adoptés dans le domaine de PHM. Il convient de men-
tionner que plusieurs jeux de données sont fournis sur le site Web de NASA Prognostics
Center of excellence [141].

a. Jeux de données de simulation de dégradation de turboréacteurs

En utilisant le Commercial Modular Aero Propulsion System Simulation C-MAPSS
développé par la NASA, des données de simulation de fonctionnement de turboréac-
teurs sont fournies pour un usage public. Un total de 21 sorties sélectionnées parmi
58 séries temporelles générées par le simulateur sont fournies à des fins de pronos-
tic. Quatre ensembles de données ont été générés dans différentes conditions et l’un
d’entre eux a été sélectionné pour la conférence de compétition PHM’08 [142]. Plus de
détails sur les données et leurs applications sont fournis dans les travaux de Saxena et
al. [143] et Lei et al. [4] en plus de site web de NASA[141].

b. Jeu de données IMS des roulements

Un jeu de données sur les essais de défaillances de roulements est fourni par le centre
NSF I/UCR pour les systèmes de maintenance intelligents. Trois jeux de données sur
quatre roulements installés sur un arbre où des accéléromètres sont montés dans ces
roulements. Deux accéléromètres sont installés dans chaque roulement pour la pre-
mière base et un seul pour chaque roulement pour les deux derniers jeux de données.
Plus de détails sur les jeux de données et leurs applications sont fournis sur le site web
de NASA [141] et le travail de Lei et al [4]. Un exemple d’une méthode hybride a été
proposé pour ce jeu de données par Ahmad et al [144].

c. Jeu de données des fraiseuses

Seize cas de données "run-to-failure" sont collectés à partir d’expériences réalisées sur
une fraiseuse avec différentes conditions de fonctionnement. Les données sont collec-
tées à partir de différents types de capteurs installés dans la machine. Diverses valeurs
de profondeur et de vitesses de coupe avec deux types de matériaux ont été adoptées
dans cette expérience pour étudier une variété de tests [145]. Les données ont été pré-
senté en détail avec des travaux associés sur le site web de NASA [141] et dans l’article
de Lei et al [4].

d. Jeu de données de roulements FEMTO (IEEE PHM 2012 Prognostic challenge)

Un jeu de données sur les roulements est fourni par l’IEEE Reliability Society et l’ins-
titut FEMTO-ST dans le cadre du compétition IEEE PHM 2012. Une dégradation ac-
célérée des roulements est effectuée sur une plateforme expérimentale de laboratoire
PRONOSTIA dans différentes conditions de fonctionnement dans lesquelles certaines
données numériques sont enregistrées. Six ensembles de données « run-to failure »
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sont fournis aux participants pour développer leur propre méthode de pronostic dans
laquelle 11 autres sont pris en compte pour l’estimation du RUL [146]. Plus de détails
sur les données et leurs applications sont présentés dans la dernière référence et le site
web du NASA [141] et dans le travail de Lei et al [4].

D’autres jeux de données publiques sont disponibles dans la littérature et sur cer-
tains sites web pour fournir des données précieuses aux chercheurs et aux industriels
afin que les approches de pronostic qu’ils proposent puissent être testées et validées
[43]. Pour les jeux de données disponibles sur les batteries, le lecteur intéressé peut se
référer à l’article de Hasib et al [147].

1.6 Conclusion

Dans ce chapitre, nous avons présenté en détail les principaux concepts et définitions
du pronostic, à savoir la surveillance, l’indicateur d’état et la durée de vie utile restante.
Les quatre principales catégories d’approches de pronostic sont discutées en détail, y com-
pris l’approche basée sur un modèle physique qui nécessite comme ingrédient essentiel le
modèle physique du processus. Les approches guidées par les données et les méthodes ba-
sées sur les connaissances sont d’autres visions qui considèrent comme un apport important
les données numériques historiques et les informations des experts respectivement. Dans
ce chapitre, nous nous sommes concentrés sur les approches hybrides, qui constituent la
quatrième catégorie d’approches de pronostic et visent à combiner plusieurs techniques
classiques afin de bénéficier des avantages inhérents et de surmonter les limites de leur
utilisation individuelle. En outre, nous avons fourni les configurations possibles des solu-
tions hybrides et les stratégies potentielles qui peuvent être adoptées pour des applications
réelles. Les catégories principales, les avantages et les limites des techniques susmention-
nées ont été présentées et discutées afin de donner un meilleur aperçu de leur adoption.
Pour une aide pratique, nous avons introduit pour chaque approche des techniques popu-
laires adoptées dans la littérature. Par exemple, le filtre à particules, le RNA, le système
expert et le réseau neuronal hybride sont des modèles largement utilisés dans le domaine
du PHM pour les techniques basées sur le modèle physique, les données, les connaissances
et les techniques hybrides, respectivement. Après avoir détaillé les différentes techniques
adoptées, nous avons présenté les applications principales de ces méthodes, que ce soit dans
des domaines généraux comme la mécanique ou dans des composants spécifiques comme
les batteries. Avant de conclure le chapitre, nous avons spécifié quelques jeux de données
populaires et largement utilisés qui peuvent être appliqués pour évaluer l’efficacité d’une
technique proposée.

Dans les prochains chapitres, nous nous concentrerons sur le développement et la valida-
tion de modèles hybrides pour estimer la durée de vie restante des équipements industriels,
en choisissant les batteries comme exemple d’application.
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Chapitre 2

Nouvelles approches hybrides de
pronostic à base du GPR et IOWA

Résumé :Dans ce chapitre, nous proposons de nouvelles approches de fusion et de sélection pour
prédire avec précision la durée de vie utile restante. Le schéma de fusion est construit via la com-
binaison des résultats fournis par un ensemble de modèles de régression à processus gaussien.
Chaque régresseur est caractérisé par sa propre fonction de covariance et ses hyperparamètres
initiaux. Dans ce contexte, nous adoptons la moyenne pondérée ordonnée induite comme outil
de fusion pour réaliser une telle combinaison. Deux techniques de fusion supplémentaires basées
sur les opérateurs de moyenne simple et de moyenne pondérée ordonnée, ainsi qu’une approche
de sélection, sont mises en œuvre. Les différences entre les éléments adjacents des données d’en-
trée sont utilisées pour l’apprentissage au lieu des valeurs originales. Les résultats expérimentaux
menés sur des données de batteries lithium-ion indiquent une amélioration significative des résul-
tats obtenus. Ce travail peut contribuer au développement d’alternatives de fusion intelligentes et
efficaces.
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2.1 Introduction

De nos jours, l’estimation fiable de la durée de vie utile restante (RUL) avant l’appa-
rition d’une défaillance ainsi que la prédiction de l’évolution du comportement de dégra-
dation constituent un sujet intéressant pour les chercheurs universitaires et les ingénieurs
industriels [1-3]. En se concentrant sur ces aspects, il est possible d’obtenir de nombreux
avantages dans les systèmes complexes, par exemple la diminution du coût global du cycle
de vie par la réduction des opérations de maintenance inutiles et des frais logistiques [4]. En
général, la prédiction de la durée de vie utile peut être réalisée par trois méthodologies prin-
cipales, les approches basées sur la physique, les approches guidées par les données et les
approches hybrides [5]. Dans le cadre de cette dernière stratégie, l’agrégation des résultats
associés aux différents modèles, basée sur un mécanisme de fusion vigilant, peut conduire
à une amélioration de la performance de prédiction et présenter une meilleure efficacité par
rapport aux techniques individuelles simples [6].

Malgré qu’un grand nombre de techniques de pronostic a été largement étudié dans
la littérature, une stratégie de fusion basée sur l’opérateur IOWA n’a pas encore été utili-
sée à notre connaissance [1, 5, 7, 8]. Motivé par le succès de cette approche, notre objectif
dans ce chapitre est de proposer une nouvelle approche de fusion pour l’estimation du RUL
en combinant les prédictions d’un ensemble de modèles GPR en utilisant l’opérateur IOWA.
Cependant, pour une estimation précise de RUL en agrégeant les prédictions d’un ensemble
d’estimateurs à l’aide de l’opérateur de fusion IOWA, il est nécessaire de déterminer la com-
posante d’ordre inducteur. La variance générée par le modèle GPR est utilisée comme valeur
d’ordre inducteur dans la technique IOWA. En outre, deux autres mécanismes de fusion sont
introduits : la fusion à base d’OWA et la fusion à base de moyenne. Nous proposons éga-
lement une solution de sélection, où les valeurs de prédiction des modèles GPR combinés
ayant une variance minimale sont choisies.

Selon les directives susmentionnées, les détails de notre travail sont élucidés dans ce qui
suit. Tout d’abord, nous construisons un ensemble d’estimateurs GPR, où chaque modèle
est caractérisé par ses propres hyperparamètres initiaux et/ou fonctions de covariance. Une
phase préliminaire cruciale est nécessaire afin de transformer l’ensemble d’apprentissage
initial en nouveaux données basées sur la transformation en différences. L’inclusion d’une
telle transformation dans le cadre de la prédiction représente une contribution originale, où
la différence entre deux points successifs est calculée et les valeurs entières obtenues sont
considérées comme les nouvelles données d’apprentissage. Une meilleure variation du si-
gnal en fonction du temps peut être obtenue grâce à cette transformation, ce qui facilite
l’analyse du comportement des données. Dans l’étape suivante, nous améliorons la perfor-
mance de la prédiction en utilisant les trois approches de fusion proposées (Mean fusion,
OWA fusion et IOWA fusion) plus une approche basée sur la sélection, que nous appelons
« Min variance selection ». Comme les deux principaux inconvénients du IOWA résident
dans la manière de sélectionner la valeur de l’ordre d’induction et les poids des opérateurs,
nous optons pour la variance estimée autour des sorties de prédiction des modèles GPR
comme valeur d’ordre d’induction et les poids associés sont estimés à partir des données
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d’apprentissage prédites. Cette méthodologie est basée sur l’algorithme proposé et inspiré
de la technique de descente de gradient adoptée dans les réseaux de neurones artificiels
[9-11].

La section 2.2 de ce chapitre est consacrée à un état de l’art. Cet état de l’art est réservé
essentiellement à la présentation de quelques travaux connexes dans la littérature. La sec-
tion 2.3 présente les principaux concepts liés aux techniques GPR et IOWA, respectivement.
Dans la section 2.4, nous détaillons de manière rigoureuse les différentes composantes des
approches proposées. Les résultats expérimentaux sont présentés dans la section 2.5, où
une comparaison est effectuée en termes de critères de performance par rapport à certaines
études similaires. Nous terminons ce chapitre par des remarques finales et des orientations
de travaux futures.

2.2 Etat de l’art

Il convient de mentionner que certaines procédures d’agrégation ont été adoptées par
les chercheurs pour prédire la durée de vie utile restante à l’aide de techniques de fusion ba-
sées sur les résultats fournis par divers modèles [12-14]. La moyenne de modèles bayésiens
(BMA) est une méthode de fusion utilisée pour combiner des modèles de machine à vecteur
de pertinence (RVM) avec différentes fonctions noyaux afin d’estimer la durée de vie utile
restante des batteries lithium-ion [15]. Dans Du et al [16], la méthode du vote majoritaire
(MVM) est appliquée pour fusionner les sorties de prédiction fournies par un ensemble de
réseaux neuronaux artificiels (RNA). Cette étude est consacrée à la prédiction du processus
de dégradation des roulements, où l’intégration de l’optimisation par essaims de particules
et du recuit simulé a été développée pour la sélection du sous-ensemble optimal à combi-
ner. Hu et al [12] ont proposé des procédures de pondération comprenant la pondération
basée sur la précision, la pondération basée sur la diversité et la pondération basée sur l’op-
timisation dans le but de déterminer un vecteur de poids approprié pour un ensemble de
quatre algorithmes basés sur des données. Le processus de pondération est fondé sur une
métrique d’erreur évaluée à l’aide d’une validation croisée k-fold. Les auteurs Xu et al [13]
ont calculé la séquence d’erreurs relatives pour trois méthodes de pronostic différentes, la
régression de Dempster-Shafer (DSR), les machines à vecteurs de support (SVM) et les RNA.
Dans l’approche de fusion basée sur la théorie de la comentropie, le coefficient de pondé-
ration associé est déduit comme l’inverse de la métrique d’erreur calculée. Dans He et al
[17], une approche de fusion basée sur l’analyse en ondelettes et les méthodes de régres-
sion par processus gaussien (GPR) est proposée pour estimer l’état de santé des batteries
lithium-ion. La méthode d’analyse en ondelettes est adoptée pour décomposer le signal ori-
ginal en un signal approximatif et un ensemble de signaux détaillés à différentes échelles.
Les estimateurs GPR proposés sont approuvés pour s’adapter à la dégradation globale, à
la régénération locale et aux fluctuations des séries chronologiques de l’état de santé. Les
résultats de la prédiction finale sont obtenus en combinant les résultats fournis par tous les
modèles GPR proposés.
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Un nouveau type d’opérateurs d’agrégation, appelé opérateur OWA (Ordered Weigh-
ted Averaging), a été introduit par le travail pionnier de Yager [18]. Plus tard, cette vision
a été améliorée pour donner un cadre plus précis connu sous le nom de moyenne pondé-
rée ordonnée induite (IOWA) [9]. L’opérateur d’agrégation général approuvé dans les deux
approches offre non seulement un outil facile à utiliser, mais aussi un outil très compétitif
accrédité dans plusieurs domaines tels que les applications environnementales, la chimio-
métrie, l’analyse des réseaux sociaux, l’ontologie, le raisonnement à base de cas et la prise de
décision [19-22]. L’idée innovante d’OWA est l’étape de réorganisation dans laquelle les va-
leurs des arguments sont d’abord réorganisées de la valeur la plus élevée à la valeur la plus
faible. Ensuite, ces valeurs classées sont exploitées dans le contexte de la procédure connue
de calcul de moyenne pondérée. Au lieu de l’ordre basé sur la valeur adoptée dans OWA,
les arguments dans IOWA sont classés par une autre composante appelée valeur d’ordre
inductrice, qui généralise l’OWA standard.

Parmi les techniques reconnues dans le domaine du pronostic, la méthode probabiliste
et non paramétrique, connue sous le nom de régression par processus gaussien, a suscité un
intérêt majeur. Cela peut être justifié par sa facilité d’utilisation et sa rapidité de prédiction
par rapport aux autres méthodes de régression basées sur les données [23, 24]. De plus, la
régression par processus gaussien est caractérisée par sa flexibilité et sa capacité à fournir
une variance autour de sa prédiction moyenne, ce qui permet de représenter l’incertitude au
niveau du modèle. Il faut souligner que même sans la disponibilité d’un modèle physique,
le paradigme GPR permet d’élaborer des prédictions précises [25].

2.3 Description des techniques adoptées

Dans cette section, nous donnons un aperçu des techniques utilisées pour l’élaboration
de notre approche de fusion proposée, qui sont exprimées par la technique de régression
par processus gaussien et les opérateurs IOWA.

2.3.1 Régression par processus gaussien

Un processus gaussien (GP) est un modèle probabiliste et non paramétrique définissant
une distribution sur des fonctions. Il est considéré comme un ensemble de variables aléa-
toires, qui ont une distribution gaussienne conjointe multivariée [23]. Le GP est un proces-
sus stochastique f (x) spécifié par sa fonction moyenne m(x) et sa fonction de covariance
k(x, x′), qui représente la covariance entre deux observations x et x′ [25]. Les expressions
analytiques de ces deux fonctions peuvent être écrites par les équations 2.1 et 2.2 :

m(x) = E[ f (x)] (2.1)

k(x, x′) = E[( f (x)− m(x))( f (x′)− m(x′))] (2.2)

Le processus gaussien est noté par :
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f (x) ∼ GP(m(x), k(x, x′)) (2.3)

La composante clé de la méthode du processus gaussien est la fonction de covariance
car elle permet de coder les hypothèses concernant la fonction inconnue à apprendre. N’im-
porte quelle fonction peut être traitée comme une fonction de covariance. De nombreuses
instances couramment utilisées de ces fonctions sont exprimées, y compris leurs propriétés,
dans Rasmussen et Williams [23]. En combinant plusieurs types de fonctions de covariance
simples, il est possible de construire une fonction de covariance plus complexe capable de
modéliser les données de manière adéquate.

Dans les problèmes de régression, un modèle GP est exprimé comme une somme de
la fonction linéaire latente f (x) et d’un bruit blanc gaussien additif ϵ, comme indiqué par
l’équation 2.4 :

y = f (x) + ϵ (2.4)

où le bruit blanc additif gaussien suit une distribution normale de moyenne nulle et d’écart
type ϵ ∼ N(0, σ2

ns) (l’indice ns dans σ2
ns indique le bruit). La distribution antérieure de y sur

l’observation bruitée devient :

Cov(y) = K(X, X) + σ2
ns I (2.5)

et la distribution conjointe antérieure d’une valeur cible y et d’une valeur de prédiction des
données de test f∗ peut être décrite comme suit :[

y
f∗

]
∼ N

([
m(X)

m (X∗)

]
,

[
K(X, X) + σ2

ns I K (X, X∗)

K (X∗, X) K (X∗, X∗)

])
(2.6)

où m(x) et K sont la fonction moyenne et la matrice de covariance du processus gaussien
respectivement, tandis que X et X∗ représentent les cas utilisés pour l’apprentissage et le
test. I et σ2

ns désignent la matrice d’identité et la variance du bruit, respectivement. La sortie
de test f∗ est calculée selon la distribution postérieure avec l’équation prédictive clé pour la
régression du processus gaussien :

f∗|X, y, X∗ ∼ N( f̄∗, cov( f∗)), (2.7)

où

f̄∗ = m(X∗) + K(X∗, X)[K(X, X) + σ2
ns I]−1(y − m(X))

et

cov( f∗) = K(X∗, X∗)− K(X∗, X)[K(X, X) + σ2
ns I]−1K(X, X∗)
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avec m(X) et m(X∗) représentent la moyenne des données d’apprentissage et la moyenne
des données de test, respectivement.

Les fonctions de moyenne et de covariance contiennent des paramètres libres appelés
hyperparamètres, qui seront ajustés en fonction des données d’apprentissage en maximisant
la vraisemblance marginale. Cette mesure est obtenue par marginalisation sur la fonction
latente, comme indiqué par l’équation 2.8 :

log(y|X, θ) = −1
2

yT(K + σ2
ns I)

−1
y − 1

2
log(|K + σ2

ns I|)− nt
2

log(2π) (2.8)

où θ est le vecteur connexe des hyperparamètres, nt désigne le nombre de données d’appren-
tissage et I désigne la matrice unitaire de dimension nt. Une solution approximative pour ce
problème de maximisation peut être obtenue en utilisant une technique de recherche basée
sur le gradient [23].

À ce niveau de développement, deux questions fondamentales se posent dans le cadre
de la régression par processus gaussien. La première concerne la définition du modèle global
et de la fonction de covariance, tandis que la seconde concerne l’ajustement des hyperpara-
mètres employés. Néanmoins, l’optimalité de ces paramètres n’est pas toujours assurée et
même s’ils sont obtenus, ils ne constituent pas dans certaines situations le meilleur choix
[26].

La fusion de différents modèles peut être considérée comme une solution puissante
pour contourner l’influence d’une sélection inappropriée de la fonction de covariance ou
d’une mauvaise initialisation des hyperparamètres. En raison de la robustesse de l’approche
IOWA, elle peut être adoptée comme un candidat potentiel pour réaliser le schéma de fu-
sion.

2.3.2 Opérateurs de moyenne pondérée ordonnée induits (IOWA)

La technique OWA (Ordered Weighted Averaging Operator) est considérée comme un
ensemble paramétré d’opérateurs d’agrégation de type moyenne, où la moyenne standard
est un cas particulier de ces nouveaux opérateurs. Une caractéristique importante de ces
opérateurs qui les rend non linéaires est l’étape de réorganisation dans laquelle les argu-
ments sont classés par leurs valeurs. Dans les lignes suivantes, nous présentons les opéra-
teurs OWA tels définis par Yager [18].

L’opérateur OWA de dimension n peut être formulé comme une cartographie à valeurs
multiples :

F : Rn → Rn (2.9)

auquel est attribué un vecteur de pondération noté par W = [wj, j = 1..n]T tel que :

wj ∈ [0, 1] (2.10)
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n

∑
j=1

wj = 1 (2.11)

et

F(a1, a2, ..., an) =
n

∑
j=1

wjbj (2.12)

où bj est le jème plus grand élément de ai. L’aspect principal de cet opérateur est l’étape de
classement où le poids wj n’est pas associé à un argument particulier aj mais à l’argument
ayant la jème position dans le classement. Par analogie avec le calcul de la moyenne, l’agréga-
tion par les opérateurs OWA/IOWA satisfait les critères de monotonicité, de commutativité,
d’idempotence et de bornage (Min(ai) ≤ F(a1, a2, . . ., an) ≤ Max(ai)) [18].

Si nous supposons les formes simples suivantes pour le vecteur de pondération W : W =

[ 1
n , 1

n , . . ., 1
n ]

T, W = [1, 0, 0, . . ., 0]T et W = [0, 0, . . ., 0, 1]T respectivement, on peut facilement
montrer que l’opérateur OWA contient les opérateurs Moyenne, Maximum et Minimum
comme cas particuliers. L’agrégation OWA offre plus de flexibilité car il ne s’agit pas des cas
extrêmes spécifiés par le "et" et le "ou" standards. Elle permet plutôt d’ajuster implicitement
le degré de "et" et de "ou" dans le processus [18]. Pour caractériser le degré de "et" et "ou",
Yager a défini une mesure appelée Orness. Une deuxième mesure appelée Dispersion est
proposée pour calculer le niveau de déploiement de l’information dans les arguments lors
d’une agrégation basée sur le vecteur de pondération W [9] :

Orness(W) =
1

n − 1

n

∑
i=1

(n − i)wi (2.13)

et

Disp(W) =
n

∑
i=1

wiln(wi) (2.14)

La méthode IOWA est proposée comme un type générique non linéaire des opérateurs
OWA, tel introduit par Yager dans Yager et Filev [9]. Cette méthode étendue diffère de
l’OWA standard dans l’étape de réorganisation, où les valeurs des arguments sont classées
sur la base d’une composante auxiliaire appelée valeur inductrice au lieu des valeurs des
arguments. De nouvelles classes d’opérateurs OWA sont discutées dans les références Yager
R. [27, 28] et Merigó et al. [29]. Le principal problème de l’agrégation OWA et IOWA est
l’obtention des poids associés wi. De nombreuses approches ont été proposées pour générer
ces poids depuis les premières propositions des deux méthodes [10, 11, 19].

Dans la section suivante, nous décrivons en détail l’approche de fusion proposée.

2.4 Description du cadre de fusion proposé

Considérons un ensemble de données d’apprentissage Y = {t, f (t)}ntrain
t=1 avec t désigne

l’indice temporel des données observées et f (t) = yt correspond aux valeurs disponibles
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des données observées et représente l’indicateur d’état reflétant le comportement de dégra-
dation dans le processus. La paire (t, yt) désigne respectivement les vecteurs d’entrée et de
sortie. Le paramètre ntrain est la longueur des données cibles.

Étant donné l’ensemble de données d’apprentissage Y, nous visons à prédire le com-
portement de dégradation continue pour le prochain temps de test t = ntrain + 1, ntrain +

2, . . ., ntrain + ntest avec l’objectif d’estimer la durée de vie utile restante. La taille de l’en-
semble de données de test est exprimée par le paramètre ntest.

Pour atteindre cet objectif, nombreux modèles GPR sont proposés et mis en œuvre pour
les tâches de prédiction. Il convient de mentionner que les sorties de ces modèles sont agré-
gées afin d’améliorer les performances de prédiction en introduisant trois approches de fu-
sion. La première est la fusion à base de moyenne simple, la seconde est la fusion à base
d’OWA et enfin la fusion basée sur la technique IOWA. Une autre alternative de fusion ré-
side dans une procédure de sélection, où la valeur de prédiction ayant la plus faible variance
est choisie à chaque instant t.

Dans la figure 2.1, nous résumons les étapes principales de l’approche proposée et nous
fournissons une description détaillée de chaque étape dans les sous-sections suivantes.

FIGURE 2.1 – Illustration des étapes principales de l’approche proposée

2.4.1 Conversion des données originales en valeurs différentielles

Dans nombreux cas, il est important de transformer les données sous une forme plus
appropriée, car cela offre divers avantages statistiques lors de l’exploitation. En effet, une
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telle transformation peut aider à révéler nombreuses hypothèses, notamment la normalité
et l’homogénéité de la variance. En outre, la procédure de transformation rend les unités des
attributs comparables, même sur des échelles distinctes. En général, la transformation des
données peut être effectuée soit d’une manière monotone où les modifications sont réali-
sées pour chaque valeur de la matrice de données indépendamment des autres valeurs, soit
par relativisation en utilisant certains standards de la ligne ou de la colonne de la matrice.
La transformation monotone contient de nombreuses variantes telles que les transforma-
tions de puissance, logarithmique et racine carrée arcsine, tandis que la transformation de
relativisation peut être liée à des mesures statistiques comme la moyenne et la somme. Par
exemple, l’ajustement à la moyenne ou à l’écart-type et la transformation binaire par rapport
à la moyenne ou à l’écart-type sont deux classes largement explorées dans la pratique. Si nos
données sont issues d’une série temporelle, il est possible de manipuler la différence des va-
leurs entre des dates consécutives au lieu des données initiales, de manière analogue à la
dérivée première d’une courbe de série temporelle. En effet, cette transformation des diffé-
rences peut être appliquée également pour la nième différence en exécutant la transformation
des différences récursivement n fois. En pratique, cela signifie que la deuxième différence
est la même que la différence des données différenciées résultantes. En outre, si nos données
sont un vecteur de longueur l, alors la transformation des différences renvoie un vecteur de
longueur l − 1. Sinon, si les données sont une matrice non vide de nr par nc, alors la transfor-
mation des différences renvoie une matrice de taille (nr − 1) par nc, dont les éléments sont
les différences entre les lignes de la matrice. Ainsi, les données générées peuvent donner
lieu à des variations plus expressives par rapport au temps en représentant une distribution
normale autour des moyennes proches de zéro [30].

Dans ce contexte, nous adoptons la transformation en différences sur des éléments ad-
jacents afin d’obtenir des caractéristiques de données adéquates en plus de rendre le signal
plus pertinent à l’analyse. Un indicateur d’état approprié devrait refléter le comportement
de dégradation d’un système surveillé, ce qui aide à l’évaluation de la dégradation future.
Pour préserver la tendance à la dégradation du signal prédit et réduire les résultats de pré-
diction aberrants, la différence entre les éléments adjacents des données d’apprentissage est
utilisée à la place des valeurs originales. La transformation proposée s’effectue comme suit :

Considérons dt comme la différence entre deux valeurs observées successives, dt =

yt+1 − yt par laquelle nous obtenons un nouvel ensemble de données d’apprentissage Dtrain =

{t, dt}ntrain−1
t=1 .

La procédure de restauration des valeurs de données prédites originales est présentée
dans la dernière partie de cette section.

2.4.2 Génération des modèles de régression par processus gaussien

Dans cette étape, nous construisons un ensemble de n estimateurs GPR déterminés par
leurs propres fonctions de covariance. D’une manière standard, nous pouvons sélectionner
un ensemble de modèles ayant les mêmes fonctions de covariance conjointement avec des
initialisations aléatoires des hyperparamètres. Afin d’augmenter la diversité de l’ensemble
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et d’assurer l’indépendance entre les estimateurs, il est plus intéressant de considérer diffé-
rents modèles avec des fonctions de covariance distinctes.

2.4.3 Fusion avec les opérateurs IOWA

L’objectif principal de cette phase est de combiner les différentes sorties de prédiction
des modèles GPR générés en utilisant les opérateurs OWA et IOWA. Ainsi, considérons
< ptj, vtj >= GPRj(t) où ptj et vtj signifient la valeur de prédiction et la variance correspon-
dante pour le temps t fournies par le jème estimateur GPR.

Afin d’agréger les résultats obtenus par l’ensemble des modèles GPR utilisant les opé-
rateurs de fusion OWA et IOWA, nous devons construire le vecteur B appelé vecteur d’ar-
guments classés. Il est alors possible de formuler les opérateurs de fusion OWA et IOWA en
utilisant une notation vectorielle :

FOWA(pt1, pt2, . . ., ptn) = WT
OWABOWA (2.15)

FIOWA(pt1, pt2, . . ., ptn) = WT
IOWABIOWA (2.16)

où F est l’opérateur de fusion et ptj sont les arguments agrégés, WOWA et WIOWA représentent
les vecteurs de pondération de OWA et IOWA, respectivement. Les vecteurs BOWA et BIOWA

sont liés aux arguments classés, où les éléments dans BOWA sont classés par leurs valeurs en
ordre décroissant et pour les éléments dans BIOWA, nous utilisons −vtj pour classer les ar-
guments en ordre décroissant. Dans cette procédure de classement, une plus grande impor-
tance est attribuée aux valeurs prédites ptj ayant une petite variance vtj, où −vtj représente
la valeur d’ordre inductrice.

2.4.3.1 Détermination des poids

La détermination du vecteur des poids W étant d’une importance cruciale dans plu-
sieurs domaines d’applications où nombreuses stratégies ont été proposées pour sa spéci-
fication. Dans la littérature, nombreuses techniques sont élaborées et dédiées à cette tâche,
notamment les techniques d’optimisation, les techniques basées sur des arguments et les
techniques d’apprentissage à base de données [19]. Dans les dernières techniques, nous ap-
prenons les poids à partir des données d’apprentissage observées ptj, où t = 1 : ntrain − 1,
j = 1 : n. Le processus d’apprentissage est basé sur la méthode de descente de gradient
comme expliqué dans l’algorithme présenté dans [9-11].

Notre objectif est d’obtenir un vecteur de poids W = [w1, w2, . . ., wn]T en préservant la
condition 2.17

WTBt = dt|t=1:ntrain−1 (2.17)

où Bt = [bt1, bt2, . . ., btn] représente le vecteur ordonné de la sortie (pt1, pt2, . . ., ptn) fournie
par les estimateurs GPRj, et dt la valeur correspondante aux données d’apprentissage ob-
servées. Les éléments du vecteur de poids W satisfont les conditions 2.10 et 2.11.
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Les poids {wi}i=1:n approximant les opérateurs d’agrégation sont obtenus en optimisant
les erreurs instantanées et comme indiqué dans l’équation 2.18 :

et =
1
2
(bt1w1 + bt2w2 + . . . + btnwn − dt)

2 (2.18)

L’ajout des conditions 2.10 et 2.11 à ce problème d’apprentissage donne lieu à un pro-
blème d’optimisation sous contrainte. Afin d’éliminer les contraintes imposées aux poids
wi, Yager a défini chaque poids de la manière suivante [17] :

wi =
eλi

∑n
j=1 eλj

, i = 1 : n (2.19)

où λ est un paramètre auxiliaire.
En effectuant cette transformation, on passe d’un problème de minimisation sous contrainte

à un problème de programmation non linéaire sans contrainte, qui peut être résolu par la
méthode de descente de gradient. Le résultat final de cette phase est exprimé par les vecteurs
de pondération WOWA et WIOWA.

2.4.3.2 Agrégation / Sélection des différences prédites des données de test

A ce stade, il est possible de réaliser l’agrégation des valeurs de test prédites par les n
différents modèles GPR par un simple calcul de moyenne. Pour une agrégation plus sophis-
tiquée, il est fortement recommandé de réaliser la fusion en considérant des techniques plus
élaborées comme OWA et IOWA, où deux étapes de base sont nécessaires pour leur appli-
cation. La première est l’étape de réorganisation dans laquelle les données de test prédites
(pt1, pt2, . . ., ptn) pour t = ntrain, ntrain + 1, . . ., ntrain + ntest − 1 sont classer par leur va-
leur pour la méthode OWA et par la valeur négative de leur variance correspondante pour
les opérateurs IOWA. La deuxième étape est la moyenne pondérée basée sur les vecteurs de
pondération WOWA et WIOWA tels qu’obtenus dans la dernière phase.

Par conséquent, nous obtenons trois stratégies de fusion : La fusion à base de moyenne,
la fusion à base d’OWA et la fusion à base d’IOWA. Comme approche alternative, au lieu de
réaliser l’agrégation sur les données de test prédites, nous pouvons adopter une procédure
de sélection en prenant la valeur prédite ptj ayant la variance minimale vtj pour chaque
entrée t.

2.4.4 Conversion des données de différences prédites en données d’origine

En conséquence, nous obtenons la prédiction des différences des valeurs adjacentes liées
aux données de test et nous devons récupérer le domaine du signal original du RUL prédit.
Ainsi, nous ajoutons la première valeur de différence prédite d̂ntrain à la dernière valeur
yntrain au données d’apprentissage pour obtenir la première donnée de test prédite ŷntrain+1.
La déduction des valeurs prédites restantes est établie de la même manière en utilisant la
formule suivante ŷt+1 = ŷt + d̂t pour t = ntrain + 1 à ntrain + ntest.
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Une description récapitulative de la fusion à base de moyenne proposée, de la fusion à
base de IOWA et de la sélection à base de minimum variance est fournie dans les algorithmes
2.1, 2.2 et 2.3. Il convient de mentionner que la fusion à base d’OWA n’est pas décrite en
raison de sa similitude avec l’algorithme de fusion à base de IOWA, où la seule différence
se situe au niveau de la phase de réorganisation.

Algorithm 2.1: Mean fusion

Input Ytrain = {t, yt} pour t = 1 : ntrain
Output Résultat moyenne Ŷtest

Step 1 Effectuer la transformation en différences
dt = yt+1 − yt pour t = 1 : ntrain − 1

Step 2 Générer n modèles GPR et réaliser la prédiction telle que :
< ptj, vtj >= GPRj(t), t = ntrain à ntrain + ntest − 1 (prédiction des
différences des données d’apprentissage)

Step 3 Calculer la moyenne des données de test prédites
d̂t = Mean(d̂tj) pour t = ntrain à ntrain + ntest − 1 et j = 1 : n

Step 4 Calculer les valeurs originales Ŷtest
ŷntrain = yntrain
ŷt+1 = ŷt + d̂t pour t = ntrain à ntrain + ntest

End

Comme mentionné précédemment, il est possible de démontrer que la fusion à base
de IOWA admet la fusion à base de moyenne, la fusion à base d’OWA et la sélection à
base de minimum variance comme des cas particuliers. Ceci est prouvé en choisissant les
vecteurs de poids W = [ 1

n , 1
n , . . ., 1

n ]
T et W = [1, 0, 0, . . ., 0]T pour représenter la fusion à base

de moyenne et la sélection de variance minimale, respectivement. Si nous sélectionnons la
valeur de l’ordre inducteur égale à la valeur de l’argument, nous obtenons la fusion à base
d’OWA.

2.5 Données expérimentales et résultats

Le jeu de données utilisé dans le cadre de notre travail, connu sous le nom d’ensemble
de données des batteries, est obtenu à partir du référentiel de données du Centre d’excel-
lence en pronostic (PCoE) de la NASA. Ainsi, les valeurs extraites sont étudiées pendant
l’exécution des expériences de pronostic. Dans ce qui suit, nous fournissons une descrip-
tion détaillée des caractéristiques de la batterie, où un ensemble de quatre batteries de type
Lithium-ion ( 5, 6, 7 et 18) fonctionnent à température ambiante sous trois régimes distincts :
charge, décharge et impédance. Le régime de charge est caractérisé par un mode de courant
constant (CC) à 1,5A jusqu’à ce que la tension de la batterie atteigne une valeur de 4,2V.
Ensuite, la tension continue dans un mode de tension constante (CV) jusqu’à la chute du
courant de charge à une valeur de 20mA. Dans le régime de décharge, le niveau de courant
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Algorithm 2.2: IOWA fusion

Input Ytrain = {t, yt} où t = 1 : ntrain
Output Résultat de la fusion Ŷtest

Step 1 Effectuer la transformation en différences
dt = yt+1 − yt pour t = 1 : ntrain − 1

Step 2 Générer n modèles GPR et réaliser la prédiction telle que :
< ptj, vtj >= GPRj(t), t = ntrain à ntrain + ntest − 1 (prédiction des
différences des données d’apprentissage)

Step 3 Réorganiser les données d’apprentissage prédites en fonction de −vtj :
Btrain = {btj} pour t = 1 : ntrain − 1 et j = 1 : n
où btj est le jème ptj avec la plus grande −vtj (plus petite variance)
En cas d’égalité dans l’opération de classement, on prend la moyenne des
éléments liés

Step 4 Minimiser WT
IOWABtrain = Dtrain basé sur la transformation en utilisant

l’algorithme de descente de gradient comme suggéré dans Yager et Filev
[9].

Step 5 Réorganiser les données de test prédites en fonction de −vtj :
Btest = {btj}, t = ntrain à ntrain + ntest − 1 et j = 1 : n
où btj est le jème ptj avec la plus grande −vtj (plus petite variance)

Step 6 Appliquer la procédure d’agrégation
D̂test = WTBtest

Step 7 Calculer les valeurs originales Ŷtest
ŷntrain = yntrain
ŷt+1 = ŷt + d̂t pour t = ntrain à ntrain + ntest

End

est maintenu constant (CC) avec une valeur de 2A jusqu’à ce que la tension de la batterie soit
réduite à 2,7V, 2,5V, 2,2V et 2,5V pour les batteries étiquetées 5, 6, 7 et 18, respectivement.
Pour le dernier régime concernant le profil d’impédance, les mesures sont effectuées sur
la base d’une fréquence de spectroscopie d’impédance électrochimique variant dans l’inter-
valle [0,1Hz : 5kHz]. La répétition des cycles de charge/décharge conduit à une dégradation
monotone des performances de la batterie, tandis que les mesures offrent des indications sur
les paramètres inhérents à la batterie affectés par la progression de dégradation. Il convient
de préciser que les tests sont interrompus lorsque le critère de fin de vie (EoL) des batteries
est atteint, ce qui correspond à une diminution de trente pour cent de la capacité nominale
(de 2Ahr à 1,4Ahr) [31].

L’estimation de l’état de santé (SOH) associé aux batteries de type lithium-ion est l’un des
indicateurs d’état vitaux exploités pour le PHM des appareils alimentés par batterie. L’une
des méthodes approuvées pour déterminer le SOH d’une batterie est basée sur la capacité
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Algorithm 2.3: Min variance selection

Input Ytrain = {t, yt} où t = 1 : ntrain
Output Résultat sélectionné Ŷtest

Step 1 Effectuer la transformation en différences
dt = yt+1 − yt pour t = 1 : ntrain − 1

Step 2 Générer n modèles GPR et réaliser la prédiction telle que :
< ptj, vtj >= GPRj(t), t = ntrain à ntrain + ntest − 1 (prédiction des
différences des données d’apprentissage)

Step 3 Compléter la procédure de la sélection d̂t = d̂tj avec une minimum vtj
pour t = ntrain à ntrain + ntest − 1 et j = 1 : n

Step 4 Calculer les valeurs originales Ŷtest
ŷntrain = yntrain
ŷt+1 = ŷt + d̂t pour t = ntrain à ntrain + ntest

End

exprimée par l’équation 2.20

SOH =
Ci

C0
× 100 (2.20)

où Ci désigne la ième grandeur de capacité dégradée avec les cycles et C0 indique la capacité
initiale [32].

Dans l’expérience suivante, nous choisissons les données de la batterie n° 5 pour appren-
tissage et test. Ce choix est essentiellement motivé par l’exploitation abondante des données
de cette batterie dans plusieurs travaux, ce qui facilite les tâches d’évaluation et de com-
paraison ultérieures. Dans la figure 2.2, nous décrivons l’état de quatre batteries utilisées
dans les expériences. On peut observer que le comportement général des courbes SOH pour
toutes les batteries à une tendance monotone incluant quelques fluctuations, ce qui peut
rendre la tâche de prédiction plus difficile à réaliser.

La figure 2.3 représente les valeurs de dégradation de SOH allant du cycle 1 au cycle
168, où la période globale est divisée en données d’apprentissage et données de test. Dans
ce cas, les ensembles de données d’apprentissage et de test sont représentés par Ytrain =

{t, SOH(t)}100
t=1 et Ytest = {t, SOH(t)}168

t=101, respectivement. Les cycles allant de 1 à 100 sont
sélectionnés comme entrée d’apprentissage dans la procédure de prédiction et ceux allant
de 101 à 168 sont sélectionnés comme entrée pour l’étape de test. Le SOH(t) correspondant
est évalué pour représenter les données d’apprentissage et de test, respectivement. Puisque
la régression par processus gaussien est considérée comme un modèle non paramétrique, les
données d’apprentissage Ytrain en plus de valeurs d’entrée de test t (t représente le nombre
de cycles allant de 101 à 168) dans l’étape de prédiction peuvent être utilisées comme entrée
du modèle GPR avec des hyper-paramètres optimaux.
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FIGURE 2.2 – Evolution de critère SOH des batteries en fonction de nombre de cycle

FIGURE 2.3 – Illustration de mesure SOH de batterie No. 5 avec les deux régions d’appren-
tissage et de test

Dans certaines conditions de fonctionnement, le processus de dégradation de la batterie
montre des tendances anormales, où la capacité disponible augmente dans certains cycles.
Ces fluctuations sont reconnues comme des phénomènes d’auto-charge ou de régénération
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[32]. La prise en charge de ces variations est un aspect obligatoire à satisfaire par des prédic-
teurs robustes.

Dans les prochaines sous-sections, nous présentons et discutons les résultats obtenus
associés à l’application des différentes phases constituant l’approche proposée.

2.5.1 Conversion des données originales en valeurs de différence

Les résultats de cette première étape sont illustrés dans la figure 2.4 Dans la partie supé-
rieure, les données d’apprentissage originales sont représentées et leurs différences corres-
pondantes sont visualisées dans la partie inférieure, qui représente les nouvelles données
d’apprentissage. La courbe des données obtenues reflète la présence d’une variation pério-
dique en plus de quelques irrégularités. L’existence conjointe de ces deux composantes mo-
tive la sélection de certaines fonctions de covariance appropriées. Par conséquent, la fonc-
tion périodique (PER) est sélectionnée pour modéliser la variation périodique conjointement
avec chacune des fonctions de covariance suivantes : Squared Exponential (SE), Eye, Noise,
Neural Network (NN), Underdamped Linear Langevin (ULL) et Matérn(Matern), qui sont
choisies pour modéliser le terme d’irrégularités [23].

2.5.2 Génération des modèles de régression par processus gaussien

Nous comparons et évaluons l’approche proposée selon dix scénarios. Dans le premier,
nous construisons un ensemble d’estimateurs GPR avec une fonction de covariance simple
(Squared Exponential) et différentes initialisations des hyperparamètres. Du deuxième au
septième scénario, nous construisons un ensemble de modèles GPR basés sur des fonctions
de covariance conjointement avec l’utilisation du PER et l’une des sept fonctions de co-
variance proposées pour le terme d’irrégularités. En procédant ainsi, il est plus probable
d’obtenir un bon ajustement des données. Les deux fonctions de covariance avec différentes
initialisations des hyperparamètres sont considérées séparément pour ces scénarios. Une
fonction de covariance composite du PER avec les fonctions SE, Eye et Noise est sélection-
née afin de modéliser les estimateurs GPR pour les trois derniers scénarios, respectivement.

Les configurations des dix scénarios sont présentées dans le tableau 2.1. Dans la première
phase d’apprentissage, les hyperparamètres liés à chaque estimateur GPR sont initialisés
avec des valeurs aléatoires dans la plage [0 :15], et ils sont ensuite optimisés en utilisant la
maximisation de la fonction de vraisemblance logarithmique [23].

Après l’apprentissage des trente estimateurs GPR, nous appliquons les modèles obtenus
pour prédire la dégradation du SOH des prochains cycles associés à l’ensemble de données
de test. En conséquence, on obtient trente vecteurs représentant les trente prédictions des
RUL des données de test. Ces vecteurs estimés peuvent être agrégés dans le but d’améliorer
les résultats du pronostic. Un nombre de 500 expériences est réalisé pour chaque scénario,
où le modèle associé à la meilleure erreur d’apprentissage est choisi.
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FIGURE 2.4 – Transformation des données d’apprentissage en valeurs de gradient

2.5.3 Fusion avec les opérateurs IOWA

Dans cette expérience, les trois approches de fusion proposées sont appliquées, à savoir
la fusion à base de moyenne, la fusion à base d’OWA et la fusion à base de IOWA, en plus
d’une approche de sélection appelée sélection de variance minimale.

À cet égard, l’utilité des nouvelles approches de fusion proposées est mise en évidence
par les mauvaises performances de prédiction lorsqu’elles sont basées sur un modèle GPR
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TABLE 2.1 – Fonctions de covariance utilisées pour générer les ensembles de différentes
expériences
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élémentaire et sur une procédure de fusion négligeant l’étape de transformation des diffé-
rences, comme le montrent les figures 2.5 et 2.6, respectivement.

Les résultats de prédiction illustrés sur la figure 2.5 montrent clairement les limites d’un
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FIGURE 2.5 – Prédiction du critère SOH à base de la fonction de covariance SE

FIGURE 2.6 – Prédiction du critère SOH basée sur une procédure de fusion simple sans
l’étape de transformation en différences

modèle GPR de base dans l’estimation du critère SOH des données expérimentales. En
outre, la figure 2.6 confirme que les techniques de fusion et de sélection proposées, qui ne
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tirent pas parti de la transformation des différences, échouent dans la détection de la dégra-
dation continue du comportement du SOH.

Les résultats de prédiction basés sur les techniques proposées pour les dix scénarios sont
présentés dans les figures 2.7, 2.8 et 2.9, respectivement.

FIGURE 2.7 – Prédiction du critère SOH basée sur la fusion des fonctions de covariance SE
(trente initialisations pour les hyperparamètres)

Nous observons sur la figure 2.7 que les prédictions basées sur la fusion IOWA et la sé-
lection de la variance minimale expliquent plus précisément l’évolution de la mesure SOH
puisqu’elles présente des meilleures prédictions par rapport aux approches de fusion basées
sur la moyenne et sur OWA. Les résultats de la prédiction de la figure 2.7 indiquent que les
fluctuations connues dans le domaine des batteries comme le phénomène d’auto-recharge
ne sont pas capturées. Cette remarque met en évidence la faiblesse de la fusion d’estima-
teurs GPR modélisés avec des fonctions de covariance de base, bien qu’ils fournissent de
bons résultats de prédiction. En revanche, les courbes prédites par les approches de fusion
IOWA et de sélection de la variance minimale suivent la variation réelle du SOH, comme
le montre la figure 2.8. Les deux approches sont meilleures que les techniques de fusion à
base de moyenne et à base d’OWA, avec la détection du phénomène d’auto-recharge dans
tous les scénarios, mais moins bien détectée par l’approche de fusion IOWA pour les scéna-
rios S4, S6 et S7. Il ressort clairement de ces figures que les approches de fusion à base de
moyenne et à base d’OWA ont la plus mauvaise capacité de prédiction, où l’écart entre les
courbes prédites résultantes et le SOH réel est important. En outre, nous pouvons remarquer
que certains résultats de prédiction associés aux trois derniers scénarios basés sur la fusion
IOWA et la sélection de la variance minimale dans la figure 2.9 sont à peu près similaires à
leurs homologues liés aux autres scénarios dans la figure 2.8. En effet, nous utilisons pour
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FIGURE 2.8 – Prédiction du critère SOH basée sur la fusion des fonctions de covariance
périodiques conjointement avec les fonctions de covariance additionnelles proposées pour

chaque scénario (quinze initialisations des hyper-paramètres pour chaque modèle))

ces scénarios 30 modèles GPR. Par exemple, dans le deuxième scénario, 15 modèles avec une
fonction de covariance PER ayant trois hyper-paramètres et 15 modèles avec une fonction SE
ayant deux hyper-paramètres sont spécifiés. Pour le huitième scénario, 30 estimateurs GPR
avec une fonction de covariance composite COMP = PER + SE sont générés. Ainsi, dans le
cas du deuxième scénario, nous devons ajuster trente modèles avec trois hyper-paramètres
dans les 15 premiers modèles et deux hyper-paramètres dans les 15 autres modèles, pour
chaque GPR. Pour le huitième scénario, il est nécessaire, de manière analogue, d’optimiser
30 modèles GPR avec cinq (3 + 2) hyper-paramètres pour chaque modèle, ce qui peut entraî-
ner des charges supplémentaires en temps et en mémoire. Du point de vue de la complexité
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FIGURE 2.9 – Prédiction du critère SOH basée sur la fusion de fonctions de covariance com-
posites (trente initialisations pour les hyper-paramètres)

de calcul, la procédure d’optimisation nécessite moins de temps dans le cas du deuxième
scénario, ce qui la rend plus adéquate pour les applications de pronostic en ligne. La réduc-
tion du temps et des coûts de mémoire peut être justifiée dans le cas du deuxième scénario
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par le fait que l’optimisation effectuée sur des ensembles séparés d’hyperparamètres néces-
site moins d’efforts par rapport à l’optimisation effectuée sur un ensemble composite, ce qui
sera prouvé plus tard lorsque nous discuterons la consommation de temps CPU. D’après la
figure 2.9, les prédictions basées sur la fusion à base d’OWA et la fusion à base de moyenne
sont améliorées car les résultats fournis par les modèles GPR générés se rapprochent de la
variation réelle du SOH.

Pour démontrer les avantages obtenus par la fusion et la procédure de sélection adop-
tées dans l’approche proposée, nous représentons sur la même figure (2.10) différents résul-
tats fournis par les estimateurs GPR et le résultat de la fusion correspondante. Les courbes
de couleur grise sont celles attribuées aux différentes prédictions de SOH et utilisées dans
l’agrégation.

FIGURE 2.10 – Comparaison des estimateurs GPR et du résultat de fusion correspondant

Pour une évaluation critique des dix scénarios sur une base quantitative, nous utilisons
l’erreur quadratique moyenne (RMSE) pour effectuer cette comparaison, comme le montre
le tableau 2.2. Le RMSE peut être écrite sous une forme compacte comme suit :

RMSE =

√
∑ntest

i=1 (yi − ŷi)2

ntest
(2.21)

où yi et ŷi représentent respectivement les valeurs réelles et estimées et ntest désigne le
nombre d’échantillons de test.

On peut déduire de ce tableau que l’approche de fusion à base de IOWA fournit les
meilleurs résultats et que la sélection de variance minimal vient en deuxième position avec
un certain écart.
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TABLE 2.2 – Résultats des prédictions pour les dix scénarios appliqués à la batterie n°5

Méthodes Expérience
S1 S2 S3 S4 S5 S6 S7 S8 S9 S10

Méthodes de fusion
Mean fusion 4.77 3.05 1.59 4.01 2.36 3.74 4.01 1.97 0.87 1.26
OWA fusion 6.76 5.82 2.69 6.76 1.03 6.76 6.46 1.13 0.87 1.26
IOWA fusion 0.80 1.06 1.11 1.27 1.17 1.08 0.80 1.66 0.87 1.26

Méthode de sélection Min variance selection 0.80 1.21 1.37 1.17 1.17 1.22 1.17 5.31 1.08 1.07

Pour valider l’approche proposée, nous appliquons la même méthodologie aux autres
batteries restantes (6, 7 et 18). L’analyse quantitative de ces batteries basée sur les quatre
approches proposées et les dix scénarios est résumée dans les tableaux 2.3, 2.4 et 2.5, respec-
tivement.

TABLE 2.3 – Résultats des prédictions pour les dix scénarios appliqués à la batterie n°6

Méthodes Expérience
S1 S2 S3 S4 S5 S6 S7 S8 S9 S10

Méthodes de fusion
Mean fusion 5.41 2.23 3.32 3.16 2.69 3.68 2.16 2.72 2.02 0.94
OWA fusion 7.25 6.54 11.27 6.84 4.12 6.68 7.25 3.36 2.02 4.37
IOWA fusion 2.24 4.19 6.41 1.30 1.43 1.30 1.30 4.07 2.02 1.70

Méthode de sélection Min variance selection 2.24 2.61 5.68 2.71 2.71 3.78 2.71 1.50 5.87 2.63

TABLE 2.4 – Résultats des prédictions pour les dix scénarios appliqués à la batterie n°7

Méthodes Expérience
S1 S2 S3 S4 S5 S6 S7 S8 S9 S10

Méthodes de fusion
Mean fusion 2.84 1.82 2.63 2.71 1.26 2.89 4.07 0.63 0.53 1.04
OWA fusion 5.35 2.67 4.74 4.41 2.81 5.32 4.11 0.53 0.53 1.04
IOWA fusion 0.54 0.75 0.62 0.56 0.98 0.50 0.81 2.37 0.53 1.04

Méthode de sélection Min variance selection 0.54 1.00 1.00 0.72 0.72 0.72 0.72 0.73 0.72 1.01

TABLE 2.5 – Résultats des prédictions pour les dix scénarios appliqués à la batterie n°18

Méthodes Expérience
S1 S2 S3 S4 S5 S6 S7 S8 S9 S10

Méthodes de fusion
Mean fusion 2.05 3.08 2.29 2.32 4.38 2.19 2.53 3.91 4.03 3.65
OWA fusion 1.66 2.72 2.59 1.74 1.80 1.65 1.85 4.33 4.03 4.15
IOWA fusion 4.29 4.59 5.31 4.33 2.67 4.11 3.96 3.17 4.03 4.12

Méthode de sélection Min variance selection 4.29 3.02 1.73 3.08 4.43 2.72 3.08 4.18 3.20 4.17

En analysant les résultats de la prédiction, nous constatons que la fusion à base de IOWA
fournit en général les meilleures performances, suivie par la méthode de sélection. La per-
formance des résultats du IOWA est due à la deuxième phase d’apprentissage consacrée à
la détermination des poids du IOWA.

En outre, presque tous les résultats obtenus associés à la fusion du IOWA et à la sélection
de la variance minimale sont compétitifs, comme l’expliqueront les résultats des comparai-
sons suivantes dans ce travail. Ces résultats compétitifs prouvent la robustesse des deux
approches proposées puisqu’elles ne sont pas altérées par l’utilisation de fonctions de co-
variance différentes. Selon les scénarios 1 à 10, nous pouvons déduire que les fonctions de
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covariance SE utilisées pour la fusion dans le premier scénario fournissent des résultats
satisfaisants dans certaines situations en termes de RMSE mais malheureusement le phéno-
mène d’auto-recharge n’est pas capturé.

Bien que les résultats obtenus en utilisant la fusion à base de moyenne montrent les
meilleurs résultats en termes de RMSE pour certaines configurations, il est inévitable de
remarquer que l’approche de fusion à base de moyenne n’est pas stable comme le confirment
les scénarios S1 à S7. Il est à souligner que le pronostic du SOH lié à la batterie n° 18 présente
des résultats moins précis dans les expériences comme indiqué dans le tableau 2.5. Ceci peut
être dû à la présence d’effets physiques altérant la dégradation du SOH comme l’exprime la
courbe de cette batterie dans la figure 2.2. Par conséquent, le développement d’outils fiables
produisant de bons résultats pour diverses batteries peut s’avérer une mission lourde, voire
inextricable, surtout lorsqu’elle est soumise à des contraintes réalistes.

Dans la figure 2.11, nous mettons en évidence certains résultats obtenus pour ces batte-
ries, où la fusion à base de IOWA et l’approche de sélection confirment leur bonne capacité
à détecter les phénomènes de régénération.

FIGURE 2.11 – Prédiction du critère SOH basée sur la fusion des fonctions de covariance
périodiques conjointement avec les fonctions de covariance additionnelles proposées pour

les scénarios 3 et 5 (batteries 6,7 et 18)

Le temps CPU consommé est un facteur important pour évaluer la performance de toute
approche proposée. Il convient de mentionner que pour plus de transparence dans la com-
paraison du temps CPU, il est important de séparer le temps consommé dans l’exécution
des modèles GPR du temps nécessaire aux procédures de fusion ou de sélection. Dans ce
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but, nous pouvons considérer que les approches proposées sont structurées en deux étapes.
La première étape est l’exécution des modèles GPR tandis que les procédures de fusion et de
sélection sont considérées comme la deuxième étape. Le tableau 2.6 présente le temps CPU
consommé par chaque méthode en secondes pour chaque scénario dans une réplication. Ces
expériences sont réalisées sur un PC équipé de Windows 10, d’un processeur AMD Ryzen 5
3400G CPU@ 3.70 GHz, de 16 Go de RAM et d’un système 64 bits.

TABLE 2.6 – Consommation de temps en secondes pour les dix scénarios appliqués à la
batterie no.5

Phase Expérience
S1 S2 S3 S4 S5 S6 S7 S8 S9 S10

Exécution des GPRs 48.60 86.26 66.92 61.46 99.30 83.12 74.97 427.57 67.35 125.74
Fusion à base de OWA 4.01 4.09 4.13 3.90 3.93 4.09 4.08 4.39 3.61 3.64
Fusion à base de IOWA 4.00 4.02 4.06 4.03 4.10 4.00 4.10 4.04 3.53 3.55
Sélection de variance minimale 0.01 0.01 0.01 0.01 0.01 0.01 0.02 0.02 0.01 0.01

Il ressort clairement du tableau 2.6 que la fonction de covariance composite adoptée dans
les trois derniers scénarios nécessite plus de temps avec 427, 67 et 125 secondes respective-
ment. Ainsi, nous avons besoin de 86, 66 et 61 secondes pour les scénarios S2, S3 et S4, ce qui
démontre qu’il est préférable de considérer séparément les fonctions de covariance au lieu
de les combiner en une fonction de covariance composite. Les temps d’exécution consom-
més par les modèles composites sont proportionnels au nombre d’hyper-paramètres utilisés
dans l’étape d’optimisation, où nous avons 6, 3 et 4 hyper-paramètres pour S8, S9 et S10
respectivement. Le temps d’exécution dans la phase de fusion des deux techniques OWA et
IOWA est le même, soit 4 secondes, qui sont nécessaires pour la procédure d’optimisation
par descente de gradient. En effet, on peut considérer que 4 secondes sont négligeables par
rapport au temps CPU total, mais elles sont relativement importantes par rapport au temps
consommé par la méthode de sélection de variance minimale. Le temps total consommé
est significatif lorsqu’il est calculé en 500 répétitions pour chaque expérience. Par exemple,
nous avons besoin pour le deuxième scénario de 86 × 500 = 43000 secondes (12 heures) pour
l’exécution des modèles GP et de 4 × 500 = 2000 (33 minutes) pour l’exécution de la phase
de fusion IOWA. Au total, nous avons besoin de 12 heures pour les expériences de sélection
et de 33 minutes supplémentaires pour réaliser la méthode du IOWA. En effet, 500 répé-
titions pour la sélection du modèle est un nombre important, qui est fixé pour offrir plus
d’informations sur les résultats obtenus. Pour cette raison, nous avons besoin de certaines
caractéristiques utiles pour révéler la robustesse de la fusion à base de IOWA et de la sélec-
tion de la variance minimale. Les figures 2.12 et 2.13 comparent les performances des 500
modèles créés pour chaque scénario lié à la batterie 5 en termes de RMSE des données de
test. La figure 2.12 représente les RMSEs des données prédites pour les 250 premières ré-
plications associées à chaque scénario lié à la batterie 5 pour les deux techniques IOWA et
sélection de minimum variance. Nous choisissons seulement 250 modèles dans le but d’une
visualisation claire des résultats et la même tendance est observée dans les 250 modèles
restants. Dans la figure 2.13, nous montrons des diagrammes en boîte représentant la distri-
bution des RMSEs pour les données de test obtenues par les 500 modèles, qui sont utilisés
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pour sélectionner le meilleur dans chaque scénario.

FIGURE 2.12 – Variation des valeurs RMSE du test en fonction du nombre de répétitions de
l’expérience

La figure 2.12 montre clairement que de nombreux modèles générés par les méthodes
de fusion IOWA et de sélection de la variance minimale pour tous les scénarios sont géné-
ralement acceptables en termes de valeurs RMSE, ce qui confirme la performance des deux
approches proposées. Par rapport à la méthode de sélection de la variance minimale, les
modèles générés par l’approche de fusion à base de IOWA sont plus prometteurs. La figure
2.13 confirme cette observation, où les diagrammes en boîte relatifs à la méthode de fu-
sion IOWA montrent une bonne distribution des erreurs des modèles générés. Par exemple,
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FIGURE 2.13 – Présentation des diagrammes en boîte associés aux valeurs RMSE du test
pour les deux techniques

toutes les erreurs quadratiques moyennes (RMSE) de test des modèles générés par la mé-
thode de fusion IOWA pour les scénarios S3, S4, S6 et S7 sont inférieures à 1.49, 2.23, 2.08
et 2.22 respectivement. En outre, ces erreurs sont regroupées autour de leurs valeurs mé-
dianes 1.20, 1.03, 0.97 et 1.02 respectivement. Par conséquent, un petit nombre de répétitions
d’expériences dans l’étape de sélection du modèle peut être considéré comme suffisant pour
l’adoption de la méthode de fusion IOWA. Par exemple, l’adoption de 20 réplications pour
chaque expérience semble suffisante pour la technique de fusion IOWA. La figure 2.14 pré-
sente 20 diagrammes en boîte représentant dix ensembles de 20 éléments de valeurs de
RMSE de test, qui sont liés aux deux approches de fusion IOWA et de sélection de variance
minimale. Dans cette figure, le diagramme en boîte avec le numéro impair (i) désigne la
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méthode de fusion IOWA tandis que le diagramme en boîte de l’approche de sélection de
variance minimale est représenté par le numéro pair (i+ 1) pour le même ensemble. Comme
le montre cette figure, 20 répétitions d’expériences suffisent pour adopter la méthode de fu-
sion IOWA, contrairement à la technique de sélection de la variance minimale, qui nécessite
un plus grand nombre de répétitions d’expériences, comme le confirment les diagrammes
en boîte associés. À titre d’exemple, l’exécution de 20 expériences du deuxième scénario né-
cessite 86× 20 = 1720 (28.66 minutes) pour réaliser la phase d’exécution des modèles GPR
et 4× 20 = 80 secondes pour réaliser la phase de fusion IOWA. En ce qui concerne les répé-
titions d’expériences pour achever la procédure de sélection de la variance minimale (pour
laquelle plusieurs réplications sont obligatoires), 86 secondes par réplication supplémen-
taire sont nécessaires, ce qui est supérieur au temps consommé par la phase de fusion de
l’IOWA dans les 20 expériences. Pour cette raison, nous pouvons considérer que l’approche
de fusion IOWA prend moins de temps que la méthode de sélection de la variance minimale,
car cette dernière nécessite un plus grand nombre de répétitions d’expériences.

Dans le tableau 2.7, nous élucidons la comparaison de nos résultats obtenus et ceux four-
nis par certains articles traitant des batteries lithium-ion. Il est intéressant de mentionner
qu’une approche de fusion basée sur la combinaison de modèles GPR est adoptée dans He
et al [17]. Comme on peut l’observer, les stratégies de fusion proposées donnent de meilleurs
résultats que les travaux de référence dans presque tous les cas. Il est important de noter
que les résultats de prédiction associés à la batterie 18 ne sont pas fournis par les travaux de
comparaison.

Dans ce tableau, le codage des approches de fusion IOWA et de sélection est basé sur la
notation suivante (Champ1-Champ2), où la première partie désigne la technique adoptée et
le second champ représente les fonctions de covariance exploitées.

2.6 Conclusion

Dans ce chapitre, nous avons présenté de nouvelles approches de fusion et de sélection
basées sur la régression par processus gaussien et les opérateurs de moyenne pondérée or-
donnée induite IOWA. Le schéma de fusion est basé sur la moyenne pondérée des sorties
fournies par un ensemble de régresseurs de processus gaussiens en utilisant la méthode
IOWA comme outil de fusion. La variance associée aux sorties obtenues fournies par les
modèles GPR concurrents est sélectionnée comme ordre inducteur pour l’opérateur IOWA.
Dans la méthode de sélection, nous avons choisi parmi les résultats concurrents la valeur
ayant la variance la plus faible à chaque instant t. Afin d’améliorer les résultats de la pré-
diction, une phase supplémentaire de transformation de l’ensemble des données d’appren-
tissage en valeurs de différence a été proposée dans lequel le signal résultant est susceptible
d’être analysé. Tout d’abord, un ensemble de modèles GPR avec différentes fonctions de co-
variance et d’hyperparamètres lancés aléatoirement a été construit. Dans la deuxième phase,
une approche de fusion basée sur la méthode IOWA a été proposée en plus de l’adoption
de deux autres techniques de fusion (fusion à base de moyenne et fusion à base d’OWA).
La méthode de fusion à base de moyenne a été introduite pour montrer la non-faisabilité de
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FIGURE 2.14 – Présentation des diagrammes en boîte associés aux valeurs RMSE du test
pour chaque sous-ensemble pour les deux techniques

la vision moyenne simple et l’utilité des techniques proposées. Une méthode de sélection a
également été introduite pour choisir les valeurs de prédiction avec une variance associée
minimale. Différents scénarios ont été considérés afin de valider les approches de fusion et
de sélection proposées. Les expériences numériques ont été menées sur le jeu de données
des batteries, où les résultats obtenus ont confirmé que les deux approches proposées sont
très compétitives en termes d’efficacité et de robustesse.

Dans le chapitre suivant, nous discutons un nouveau cadre de fusion dans lequel la
spécification du vecteur de pondération de l’IOWA est traitée en utilisant une stratégie plus
élaborée au lieu de leur apprentissage à partir de données.
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TABLE 2.7 – Comparaisons des approches proposées et de certains travaux de référence
pour les batteries 5, 6, 7 et 18

Batteries
Ref Méthode Bat 5 Bat 6 Bat 7 Bat 18

Liu et al. [32]

Basic GPR 13.03 22.51 20.70 N/A
LGPFR 1.71 6.90 1.59 N/A
QGPFR 1.50 5.12 5.52 N/A
Combination LGPFR 1.36 6.86 1.73 N/A
Combination QGPFR 1.80 20.44 2.69 N/A

He et al. [17]
SMK–GPR 1.38 7.08 1.88 N/A
P–MGPR 1.36 2.12 1.14 N/A
SE–MGPR 1.20 2.11 1.07 N/A

Qin et al. [33] Improved PSO–SVR 0.75 1.66 0.97 N/A

Approches proposées

IOWA-SE 0.80 2.24 0.54 4.29
IOWA-(PER, SE) 1.06 4.19 0.75 4.59
IOWA-(PER, EYE) 1.11 6.41 0.62 5.31
IOWA-(PER, NOISE) 1.27 1.30 0.56 4.33
IOWA-(PER, NN) 1.17 1.43 0.98 2.67
IOWA-(PER, ULL) 1.08 1.30 0.50 4.11
IOWA-(PER, Matern) 0.80 1.30 0.81 3.96
MinVar-SE 0.80 2.24 0.54 4.29
MinVar-(PER, SE) 1.21 2.61 1.00 3.02
MinVar-(PER, EYE) 1.37 5.68 1.00 1.73
MinVar-(PER, NOISE) 1.17 2.71 0.72 3.08
MinVar-(PER, NN) 1.17 2.71 0.72 4.43
MinVar-(PER, ULL) 1.22 3.78 0.72 2.72
MinVar-(PER, Matern) 1.17 2.71 0.72 3.08

N/A : Non Applicable
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Chapitre 3

Nouveaux cadres hybrides de
pronostic à base des fonctions de
pondération explicites

Résumé : Le présent chapitre est consacré à l’étude de trois nouveaux schémas de fusion pour la
prévision de la durée de vie utile restante. Ces cadres intégrés sont basés sur l’agrégation d’un
ensemble de modèles de régression à processus gaussien grâce aux opérateurs de moyenne pon-
dérée ordonnée induite. La procédure de combinaison repose sur trois schémas de pondération
analytiques proposés, notamment les fonctions exponentielle, logarithmique et inverse. En outre,
l’aspect de l’incertitude est pris en charge dans ce travail, où les fonctions proposées sont uti-
lisées pour réaliser la moyenne pondérée des variances fournées par les modèles de régression
de processus gaussiens compétitifs. Les données d’apprentissage sont transformées en valeurs de
gradient, qui sont adoptées comme nouvelles données d’apprentissage au lieu des observations
originales. Un ensemble de données des batteries lithium-ion est utilisé comme référence pour
prouver l’efficacité des schémas de pondération proposés. Les résultats obtenus sont prometteurs
et peuvent fournir quelques lignes directrices pour les progrès futurs concernant l’estimation pré-
cise de la durée de vie utile restante.
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3.1 Introduction

Le pronostic et la gestion de l’état (PHM) des systèmes a récemment prospéré comme
une nouvelle discipline dans de nombreux domaines. Ceci a permis d’évaluer l’état des
systèmes industriels en utilisant diverses techniques telles que les modèles physiques, l’in-
génierie de la fiabilité et les techniques d’apprentissage automatique. Sur la base des condi-
tions de fonctionnement réelles, des données fournies et de l’état de système, la stratégie
PHM facilite l’obtention d’informations pertinentes et utiles pour maintenir le système dans
un régime souhaité [1]. Parmi les tâches principales de PHM, nous trouvons le pronostic de
la durée de vie utile restante (RUL) utilisant les données observées pour la prédiction du
comportement de dégradation futur du système [2, 3]. En général, le pronostic de la durée
de vie utile restante peut être accompli en se basant sur trois approches clés reconnues, à
savoir les techniques basées sur un modèle physique, les techniques basées sur les données
et les techniques hybrides [4-6]. Pour le pronostic basé sur un modèle physique, la connais-
sance du comportement de dégradation du système est importante. Cependant, les tech-
niques orientées données sont plus privilégiées en cas de compréhension restrictive ou non
disponibilité d’un point de vue physique. Afin de remédier aux inconvénients inhérentes à
chaque classe, des approches hybrides ont été développées pour profiter des avantages de
chaque classe [7]. Dans le cadre des approches hybrides, une procédure de fusion peut être
réalisée en combinant plusieurs méthodes coopératives. Une telle combinaison est classée en
deux types, le premier utilise un modèle pour prédire l’état du système conjointement avec
une autre méthode sélectionnée pour estimer le RUL. Le deuxième type de combinaison se
concentre sur l’agrégation des résultats fournis par différentes approches en utilisant une
technique de fusion adéquate [8, 9]. Il est primordial de mentionner que l’incertitude est un
facteur important qui est inévitable dans le pronostic de RUL et c’est pourquoi l’utilisation
de plusieurs stratégies de traitement est recommandée. Par exemple, éviter le surajustement,
gérer le bruit et combiner les modèles peuvent être adoptés comme solutions pour diminuer
le niveau d’incertitude pendant les opérations de pronostic [10].

Dans ce contexte, le présent chapitre est consacré à l’élaboration d’un nouveau cadre
de fusion afin de remédier à nombreux inconvénients et couvrir certains aspects qui, à notre
connaissance, n’ont pas été traités d’une façon efficace dans la littérature disponible. La stra-
tégie de combinaison est construite en se basant sur une méthode de classement et un en-
semble de prédicteurs, où les poids sont exprimés par des fonctions analytiques explicites.

Par ailleurs la section 3.2 est consacrée à la présentation de quelques travaux connexes
et illustre les caractéristiques principales associées aux modèles de pronostic. La section 3.3
présente le contexte des techniques adoptées, à savoir l’estimation basée sur le processus
gaussien et la méthode de moyenne pondérée ordonnée induite (IOWA). Dans la section
3.4, nous présentons en détail l’approche proposée, y compris les trois fonctions de pondé-
ration analytiques introduites. Nous discutons les résultats expérimentaux dans la section
3.5, où des expériences de simulation intensives sont menées, tout en soulignant les avan-
tages principaux et les limites de l’approche proposée. Enfin, nous terminons le chapitre par
quelques conclusions et futures extensions.
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3.2 Etat de l’art

Malgré la disponibilité de nombreux travaux publiés traitant du développement de sys-
tèmes de pronostic, il est à souligner que la littérature concernant l’application de techniques
de fusion est limitée [11] et en particulier l’étude de l’opérateur IOWA comme outil de fusion
[12]. Parmi les approches de fusion basées sur l’agrégation des résultats, Gebraeel et al. ont
exploité les informations vibratoires collectées lors d’essais accélérés de roulements, pour
former un ensemble de modèles de réseaux neuronaux à rétro-propagation, qui sont adoptés
pour estimer le temps de fonctionnement des roulements [13]. Un exemple de pondération
basé sur les divergences entre les temps de fonctionnement réels et prédits est adopté pour
agréger les résultats fournis par les réseaux de neurones dans le but d’estimer le RUL. Les
auteurs dans [14] ont introduit un modèle de fusion basé sur deux approches différentes
pour les données collectées à partir de roulements avioniques de type "run-to-failure". La
combinaison est obtenue par l’agrégation des résultats délivrés en appliquant une méthode
à base de modèle physique basée sur le modèle de propagation des défauts et l’approche
de pronostic basée sur l’expérience. Dans [15], trois approches de pronostic sont agrégées
sur un modèle de prévision de combinaison linéaire optimale pour une évaluation de l’état
d’un système avionique. L’approche proposée à opter pour la combinaison des stratégies
basées sur les modèles, les données et les connaissances. Un calcul dynamique des poids
de sous-modèles basé sur l’analyse de similarité floue (FSA) est établi pour agréger un en-
semble de regresseurs de type vecteur à support probabiliste [16]. L’approche proposée est
prouvée et évaluée en utilisant la pompe de refroidissement du réacteur (RCP) d’une étude
de cas de réacteur nucléaire de type PWR. Les auteurs dans [17] ont introduit une méthode
de pronostic basée sur l’apprentissage de données pour prédire le RUL des moteurs d’avion.
Les poids optimaux alloués à chaque modèle sont obtenus en utilisant les techniques d’opti-
misation par essaims de particules (PSO) et d’optimisation quadratique séquentielle (SQP).
Dans [18], une nouvelle méthode hybride de pronostic a été proposée pour estimer le RUL
en fonction de pondération. L’approche proposée attribue un poids optimisé dépendant de
la dégradation à chaque algorithme de pronostic et additionne de manière pondérée les sor-
ties obtenues pour estimer la durée de vie utile finale. Une approche de moyenne pondérée
est adoptée dans [19] pour fusionner un ensemble de modèles CNN-BLSTM (Convolutio-
nal Bi-directional Long Short-Term Memory) avec différentes tailles de fenêtres temporelles.
Le cadre proposé est validé en utilisant le jeu de données C-MAPSS (Commercial Modu-
lar Aero-Propulsion System Simulation) de NASA. Les auteurs en [20] ont combiné un en-
semble d’algorithmes de pronostic, notamment la fonction de base radiale (RBF), la machine
à vecteur de support (SVM), le modèle gris (GM) et le modèle ARIMA (Autoregressive In-
tegrated Moving Average). Cette stratégie de fusion a été proposée dans le but de prédire
la capacité de la batterie en utilisant la méthode IOWA comme outil d’agrégation. Une ap-
proche de fusion basée sur la régression par processus gaussien et les opérateurs IOWA a
été présentée dans un travail récent [12] pour la prédiction de la durée de vie utile restante.
La méthode IOWA est utilisée pour agréger les résultats générés par une collection d’esti-
mateurs GPR.



82 Chapitre 3. Nouv. cadres hybrides de pronos. à base des fcts. de pondération explicites

Dans ce travail, la technique IOWA est exploitée avec une approche de descente de gra-
dient pour apprendre les éléments du vecteur de pondération utilisés dans l’agrégation à
partir des données d’apprentissage observées. Afin d’offrir au lecteur une vue d’ensemble
des principaux travaux connexes, nous résumons dans le tableau 3.1 certaines caractéris-
tiques à respecter par un modèle efficace de pronostic, où les lignes correspondent aux tra-
vaux antérieurs les plus similaires, et les colonnes représentent les caractéristiques souhai-
tées.

TABLE 3.1 – Résumé des travaux connexes par rapport aux caractéristiques de pronostic
souhaitées

Ref Techniques adop-
tées

Précision Généralisation Prise en charge
de l’incertitude

Coût en
temps

Calcul des poids

[13] NN Une grande précision en
considérant la fusion par
rapport à un modèle simple

Nécessité de disposer
de données satisfai-
santes

Non considérée Non fourni Basé sur l’erreur
d’apprentissage

[14] Modèle basé sur
la physique et sur
l’expérience

Une grande précision en
considérant la fusion par
rapport à un modèle simple

Nécessité d’un modèle
physique des roule-
ments et de données
historiques

Méthode de
régression
Dempster-Shafer

Non fourni Basé sur la
moyenne pondérée
et ANFIS

[15] ARMA, SVM et
FNN

Une grande précision en
considérant la fusion par
rapport à un modèle simple

Nécessité de données
historiques

Non considérée Non fourni Basé sur la résolu-
tion d’un problème
de programmation
linéaire

[16] FSA, SVR et RBF Une grande précision en
considérant la fusion par
rapport à un modèle simple

Nécessité de données
ce forme de séries tem-
porelles

Méthode d’agré-
gation

Non fourni Basé sur le FSA

[17] RFs, CART, RNN,
AR, ANFIS, RVM,
and EN

Une grande précision
en considérant la fusion
par rapport à un modèle
simple et quelques travaux
connexes

Nécessité de disposer
de données histo-
riques satisfaisantes

Non considérée Non fourni Basé sur les mé-
thodes PSO et SQP

[18] Cas1 : BI, RVM,
RS et PF, Cas2 :
RS, SS, ES, QB et
RNN

Une grande précision
en considérant la fusion
par rapport à un modèle
simple et quelques travaux
connexes

Nécessité de disposer
de données histo-
riques satisfaisantes et
d’un modèle physique

Non considérée Non fourni Basé sur une opti-
misation à chaque
étape de la dégrada-
tion

[19] CNN-BLSTM Une grande précision
en considérant la fusion
par rapport à un modèle
simple et quelques travaux
connexes

Nécessité de disposer
de données histo-
riques de grande
taille

Non considérée Non fourni Basé sur l’erreur
d’apprentissage

[20] RBS, VM, GM et
ARMA

Une grande précision en
considérant la fusion par
rapport à un modèle simple

Nécessité de données
historiques

Non considérée Non fourni Basé sur la méthode
V-IOWA

[12] GPR et IOWA Une grande précision
en considérant la fusion
par rapport à un modèle
simple et quelques travaux
connexes

Nécessité de données
historiques

Possibilité d’esti-
mation en utili-
sant la variance

Analyse de
la consom-
mation de
temps

Basé sur les opéra-
teurs IOWA

Une évaluation vigilante de ce tableau permet de révéler quelques observations cri-
tiques, notamment la consommation de temps qui n’est pas considéré conjointement avec
la précision des résultats malgré son importance primordiale. De plus, presque tous les tra-
vaux sont basés sur la spécification des poids en utilisant des méthodes gourmandes en
temps de calcul, ce qui entraîne des charges de calcul supplémentaires. On peut également
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reconnaître que la gestion de l’incertitude n’est pas prise en compte dans de nombreux tra-
vaux connexes. À notre connaissance, il n’existe pas d’approche de fusion à base de IOWA
fondée sur des formulations analytiques explicites des facteurs de pondération. Notre objec-
tif est donc d’introduire un nouveau schéma de fusion basé sur des modèles de régression à
processus gaussien et des opérateurs IOWA, dans lequel le processus de pondération est réa-
lisé par trois fonctions analytiques proposées, à savoir les fonctions exponentielle, logarith-
mique et inverse. Une étape préliminaire, qui est la transformation des données observées
en valeurs de gradient, est accréditée et utilisée au lieux des données originales car de nom-
breux avantages peuvent être obtenus en appliquant cette classe de transformations [12]. De
plus, l’incertitude est contrôlée dans notre cadre en fournissant des bornes de confiance à
95% grâce à la moyenne pondérée des variances issues des estimateurs GPR en utilisant les
fonctions proposées.

3.3 Contexte théorique

Dans ce qui suit, nous présentons les principaux aspects liés aux différents outils étudiés
dans le contexte du la fusion proposé.

3.3.1 Estimation basée sur un processus gaussien

Un processus gaussien est considéré comme étant un processus stochastique générali-
sant la distribution de probabilité gaussienne. La distribution de probabilité fait référence
à des variables aléatoires définies par des scalaires ou des vecteurs, tandis que le proces-
sus gaussien est un processus stochastique contrôlant les caractéristiques des fonctions. Le
processus gaussien a été défini par Rasmussen comme une collection de variables aléatoires
comprenant un nombre fini avec une distribution gaussienne associée [21]. Par conséquent,
la définition suivante est fournie :

Définition 1 Un processus gaussien est une collection de variables aléatoires comprenant un nombre
fini avec une distribution gaussienne commune.

Mathématiquement, comme une distribution gaussienne est déterminée par un vecteur
de moyenne et une matrice de covariance, un GP peut également être décrit par une fonc-
tion de moyenne m(x) et un noyau k(x, x′) appelé fonction de covariance. Les fonctions
de moyenne et de covariance pour un processus réel sont définies respectivement par les
équation 3.1 et 3.2 :

m(x) = E[ f (x)] (3.1)

et

k(x, x′) = E[( f (x)− m(x))( f (x′)− m(x′))] (3.2)

où le processus gaussien est exprimé comme :
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f (x) ∼ GP(m(x), k(x, x′)) (3.3)

La composante très importante d’un GP est sa partie covariance, qui code les hypothèses
de l’utilisateur pendant la procédure de modélisation d’un comportement inconnu. La carto-
graphie de la covariance k(x, x′) peut être assimilée à une distance entre les points d’entrée x
et x′. Pour la modélisation de tout système, la fonction de covariance englobe généralement
deux termes principaux comme indiqué dans l’équation 3.4 :

k(x, x′) = k f (x, x′) + kn(x, x′) (3.4)

où k f et kn désignent respectivement la partie fonctionnelle (décrivant le système inconnu
modélisé) et la partie bruit (décrivant le modèle de bruit) [22]. Les performances d’un mo-
dèle GPR dépendent du choix de la fonction de covariance, de manière similaire aux réseaux
neuronaux, pour lesquels la fonction d’activation peut influencer les résultats [23].

Pour un problème de régression donné par y = f (x) + ϵ, la représentation du GP peut
être interprétée comme la superposition de la fonction linéaire latente f (x) et d’un bruit
blanc gaussien additif ϵ. La distribution antérieure de y s’écrit :

Cov(y) = K(X, X) + σ2
ns I (3.5)

tandis que la distribution conjointe antérieure d’une cible fournie y et d’une observation de
test estimée f∗ est formulée comme indiqué par l’équation 3.6 :[

y
f∗

]
∼ N

([
m(X)

m (X∗)

]
,

[
K(X, X) + σ2

ns I K (X, X∗)

K (X∗, X) K (X∗, X∗)

])
(3.6)

où m(x) représente la fonction moyenne, K désigne la matrice de covariance du processus
gaussien, X désigne les données d’apprentissage et X∗ représente les données de test. Les
paramètres σ2

ns et I indiquent la variance du bruit et la matrice d’identité, respectivement. La
sortie de test f∗ est déduite de la distribution postérieure en utilisant l’expression prédictive
du processus gaussien pour la régression :

f∗|X, y, X∗ ∼ N( f̄∗, cov( f∗)), (3.7)

avec

f̄∗ = m(X∗) + K(X∗, X)[K(X, X) + σ2
ns I]−1(y − m(X))

et

cov( f∗) = K(X∗, X∗)− K(X∗, X)[K(X, X) + σ2
ns I]−1K(X, X∗)

où m(X) et m(X∗) sont respectivement les moyennes des données d’apprentissage et de
données de test.
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Le problème de l’apprentissage dans le processus gaussien est équivalent à déterminer
les paramètres appropriés de la fonction de covariance. Ceci est afin de prendre en charge
certaines caractéristiques du comportement des données utiles pour l’interprétation. Ces
paramètres libres présents dans les termes de moyenne et de covariance sont connus sous
le nom d’hyperparamètres, qui sont ajustés à l’aide des données d’apprentissage en optimi-
sant le critère de vraisemblance marginale. Cet objectif est réalisé par marginalisation sur la
fonction latente, comme décrit par l’équation 3.8

log(y|X, θ) = −1
2

yT(K + σ2
ns I)

−1
y − 1

2
log(|K + σ2

ns I|)− nt
2

log(2π) (3.8)

où θ et I représentent respectivement le vecteur des hyperparamètres et la matrice unitaire,
tandis que nt désigne la taille de l’ensemble de données d’apprentissage. Une technique
de recherche basée sur le gradient est utilisée pour obtenir la solution approximative de ce
problème de maximisation [21]. Comme la fonction de vraisemblance de nombreux noyaux
n’est pas convexe par rapport aux hyperparamètres, les valeurs obtenues associées à ces
paramètres ne correspondent pas toujours à un optimum global et la procédure d’optimisa-
tion peut converger vers une solution locale. Pour remédier à cet inconvénient, de nombreux
chercheurs exécutent la procédure d’optimisation plusieurs fois en utilisant différentes ini-
tialisations pour les hyperparamètres, où les valeurs choisies sont basées sur l’expérience
de l’utilisateur [23]. Pour contourner l’initialisation inappropriée des hyperparamètres ou le
mauvais choix d’une fonction de covariance, la fusion de différents modèles peut conduire
à des meilleures solutions. L’approche de fusion IOWA peut être considérée comme un can-
didat puissant pour accomplir une telle tâche.

3.3.2 Aperçu sur la méthode IOWA

L’opérateur de moyenne pondérée ordonnée (OWA) peut être vu comme une famille de
structures de combinaison moyennes avec des paramètres ajustables [24]. Une étape supplé-
mentaire importante dans l’opérateur OWA, qui est la phase de classement des arguments
par leurs valeurs, le rend non linéaire. Dans ce contexte, Yager a défini mathématiquement
l’opérateur OWA de dimension n par :

Définition 2 Soit F : Rn → Rn une application multi-valuée. L’opérateur OWA représenté par
W = [wj, j = 1..n]T est un vecteur de pondération affecté à F et satisfait les contraintes suivantes :

wj ∈ [0, 1] (3.9)

n

∑
j=1

wj = 1 (3.10)

et

F(a1, a2, ..., an) =
n

∑
j=1

wjbj (3.11)
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avec bj lié à la jème plus grande composante ai. L’étape clé de cet opérateur concerne le ré-
arrangement des arguments en fonction de leurs valeurs. Dans la moyenne pondérée stan-
dard, les poids sont associés à des arguments spécifiques, alors que les poids dans OWA
sont affectés à des positions particulières dans l’ordre. On peut remarquer qu’une telle ré-
organisation ajoute de la non-linéarité pour un processus linéaire. L’agrégation basée sur
les opérateurs OWA/IOWA satisfait les propriétés usuelles à savoir la monotonie, la com-
mutativité, l’idempotence et la limitation (Min(ai) ≤ (a1, a2, . . ., an) ≤ Max(ai)) comme dé-
montré dans [25]. Les opérateurs Min, Max et Moyenne peuvent être considérés comme des
exemples particuliers d’OWA en sélectionnant les vecteurs de pondération suivants pour
W : W = [1/n, 1/n, . . ., 1/n]T , W = [1, 0, 0, . . ., 0]T et W = [0, 0, . . ., 0, 1]T respectivement.

Un nouveau type d’opérateur OWA a été proposé par Yager dans [25] appelé opérateur
de moyenne pondérée ordonnée induite, qui se distingue de la méthode OWA typique dans
la phase de réarrangement. En effet, les arguments sont triés selon un facteur auxiliaire
appelé élément inducteur dans l’approche IOWA. Le processus de calcul de la combinaison
IOWA de ces paires est donné par l’équation 3.12

F(< u1, a1 >, ...,< un, an >) =
n

∑
j=1

wjbj (3.12)

où bj est la valeur a de la paire IOWA ayant la jème plus grande valeur u. Le lecteur peut
trouver plus de classes d’opérateurs OWA dans les références [26-28] et [29].

Le processus d’agrégation basé sur l’opérateur IOWA offre une plus grande souplesse
par rapport aux cas extrêmes d’agrégation identifiés par "et" et "ou", où le degré de "et" et
de "ou" dans la procédure de combinaison est implicitement ajusté par la méthode IOWA
[24]. Yager a introduit deux mesures pour exprimer le niveau de "et" et de "ou" en plus de
la quantité d’information dans les arguments lorsque la combinaison utilisant le vecteur de
pondération W est réalisée. Les deux mesures appelées Orness et Dispersion sont données
respectivement par [25] :

Orness(W) =
1

n − 1

n

∑
i=1

(n − i)wi (3.13)

et

Disp(W) =
n

∑
i=1

wiln(wi) (3.14)

Le principal défi des procédures OWA et IOWA concerne la spécification du vecteur
de pondération W. Depuis les premières propositions de l’approche IOWA, plusieurs para-
digmes ont été proposés pour générer le vecteur de pondération [30-32].

3.4 Schéma de pondération proposé

Dans ce travail, nous présentons une nouvelle approche de fusion basée sur les modèles
de régression par processus gaussiens et les opérateurs IOWA. La technique de fusion est
mise en œuvre sur la base de l’agrégation des sorties des GPRs en utilisant la méthode IOWA
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à travers trois schémas de pondération proposés : les fonctions exponentielle, logarithmique
et inverse.

Premièrement, soit Y = {t, f (t)}ntrain
t=1 indique les observations d’apprentissage où l’in-

dice de temps t est lié à des données avec une longueur ntrain, f (t) = yt est lié aux valeurs
observées des données disponibles, qui représentent le comportement de dégradation dans
le système reflétant l’indicateur d’état du processus. La variable t fait référence au vecteur
d’entrée et yt est le vecteur de sortie.

Étant donné l’ensemble d’apprentissage Y et afin de prédire avec précision la durée de
vie utile restante, ceci peut être facilité en estimant la progression de la dégradation pour les
cycles suivants t = ntrain + 1, ntrain + 2, . . ., ntrain + ntest. Un ensemble de n estimateurs
GPR différents est développé et utilisé pour atteindre cet objectif.

Afin d’améliorer les performances de prédiction, les résultats de ces estimateurs sont
agrégés en introduisant trois approches de fusion par le biais de procédures de pondération
distinctes proposées. La première est la pondération exponentielle, la seconde est la pondé-
ration logarithmique et enfin la pondération basée sur la fonction inverse.

Les étapes principales de notre cadre de fusion proposé sont illustrées sur la figure 3.1.
Une description complète de chaque étape est alors fournie.

FIGURE 3.1 – Visualisation des étapes principales du cadre de fusion proposé

3.4.1 Prétraitement des données originales

La transformation des données observées sous une forme plus appropriée peut offrir
différents avantages pour l’exploitation, notamment l’homogénéité et la normalité des don-
nées. Une telle transformation peut être réalisée de différentes manières, par exemple par
des transformations en puissance ou en arcsinus. Pour les données en séries temporelles,
la prise en compte de l’écart entre les dates successives au lieu des signaux originaux ac-
quis peut être très utile pour la procédure de prédiction. Dans ce travail, la transformation
en gradients est appliquée aux données observées de façon à ce que l’information soit plus
facile à étudier et que les caractéristiques pertinentes des données soient préservées. Plus
de détails concernant la transformation en gradients ainsi que son application sont fournis
dans la référence [12].
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3.4.2 Élaboration des modèles GPR

A ce niveau, un ensemble de n modèles GPR est développé et appliqué pour réaliser
le processus de prédiction. Chaque régresseur GPR est déterminé par sa fonction de co-
variance appropriée et ses hyperparamètres initiaux. Les sorties fournies par les différents
estimateurs GPR sont utilisées comme entrée pour l’étape suivante, où elles sont agrégées
en utilisant les fonctions de pondération proposés.

3.4.2.1 Fusion avec les opérateurs IOWA

Considérons < ptj, vtj >= GPRj(t) où ptj représente la sortie de prédiction et vtj la
variance associée fournie par le jème régresseur GPR au temps t.

Afin d’agréger les sorties des GP délivrées en utilisant les opérateurs de fusion IOWA, il
est nécessaire de construire le vecteur B des arguments classés. Une notation vectorielle de
l’opérateur de fusion IOWA est donnée par l’équation 3.15 :

F(pt1, pt2, . . ., ptn) = WTB (3.15)

où F et W sont respectivement l’opérateur de fusion et le vecteur de pondération de la mé-
thode IOWA. ptj représente les arguments agrégés. Le vecteur B représente le vecteur des
arguments classés, où ses éléments sont triés par la variance négative correspondante−vtj,
considérée comme la valeur inductrice choisie. Les éléments de B sont classés par ordre dé-
croissant, où une plus grande importance est consacrée aux valeurs prédites ptj ayant une
variance minimale.

3.4.2.2 Détermination des poids

L’étape cruciale dans une large classe d’applications est l’obtention du vecteur de pon-
dération W. Dans la littérature, plusieurs approches ont été développées pour la définition
du vecteur de pondération, notamment les méthodes basées sur les arguments, l’optimisa-
tion et l’apprentissage à partir de données [31]. L’idée de cette dernière technique est d’ap-
prendre les poids à partir des données d’apprentissage observées en utilisant une procédure
d’optimisation telle que la méthode de descente de gradient décrite et appliquée dans [12,
33].

Maintenant, nous devons calculer le vecteur de pondération W = [w1, w2, . . ., wn]T sous
la condition :

WTBt = dt|t=1:ntrain−1 (3.16)

où Bt = [bt1, bt2, . . ., btn] reflète le vecteur ordonné des valeurs prédites (pt1, pt2, . . ., ptn) déli-
vrées par les modèles GPRj, et dt signifie la sortie cible.

Les composantes du vecteur de pondération W sont en accord avec les contraintes de
l’approche IOWA 3.9 et 3.10, où elles peuvent être extraites par l’optimisation des erreurs
instantanées et données par l’équation 3.17
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et =
1
2
(bt1w1 + bt2w2 + . . . + btnwn − dt)

2 (3.17)

La satisfaction des contraintes 3.9 et 3.10 en plus aux erreurs et donne lieu à un problème
d’optimisation sous contraintes. Pour faire face aux contraintes imposées, Yager a proposé
une transformation des poids sous la forme suivante :

wi =
eλi

∑n
j=1 eλj

, i = 1 : n (3.18)

avec λ joue le rôle d’un paramètre auxiliaire.
L’adoption d’une telle modification permet de normaliser les poids dans l’intervalle

[0 : 1] avec une somme égale à 1. Ainsi, le problème d’apprentissage ci-dessus se réduit
à un problème de programmation non linéaire sans contraintes. La méthode de descente du
gradient a été largement adoptée pour résoudre ce type de problème, comme illustré dans
[31, 33].

Au lieu de leur apprentissage à partir des données, nous proposons dans ce travail un
nouveau vecteur de pondération W utilisant la variance associée autour de chaque valeur
prédite.

Le vecteur Bt = [bt1, bt2, . . ., btn] contient les valeurs triées de la sortie (pt1, pt2, . . ., ptn)

issue des n estimateurs GPR. Afin d’attribuer un poids significatif à la valeur dotée d’une
variance minimale, nous proposons ces trois vecteurs de pondération pour chaque temps t :

wexp
i =

e−vti

∑n
j=1 e−vtj

, i = 1 : n (3.19)

wlog
i =

log(1/vti)

∑n
j=1 log(1/vtj)

, i = 1 : n (3.20)

winv
i =

1/vti

∑n
j=1 1/vtj

, i = 1 : n (3.21)

Contrairement aux procédures de pondération classiques où le même vecteur est conservé
dans l’agrégation pour tous les instants, un vecteur actualisé est attribué à chaque instant
dans notre travail. Les méthodes de pondération proposées satisfont aux deux conditions
3.9 et 3.10, qui sont nécessaires dans le contexte du cadre de la méthode IOWA. En outre,
des poids élevés sont associés aux éléments ayant de petites variances et les valeurs prédites
sont classées par ordre décroissant de la valeur inductrice (ordre croissant de la variance).
Cet ordre décroissant dans le vecteur B implique un ordre décroissant dans les poids as-
sociés. La tendance décroissante en plus des conditions 3.9 et 3.10 est respectée pour n’im-
porte quelle valeur de la variance pour tous les vecteurs de pondération proposés, sauf pour
la fonction logarithmique, où les valeurs vi doivent être comprises dans la plage [0 : 1], et
vi ̸= 0 pour la pondération inverse et logarithmique. Pour assurer un ordre décroissant dans
la pondération logarithmique, une procédure de normalisation entre 0, 1 et 0, 9 est adoptée
pour toutes les fonctions de pondération en termes de variance.
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Dans la figure 3.2 , nous représentons les valeurs de pondération obtenues par l’applica-
tion des trois approches proposées à un ensemble d’éléments dans la plage [0.1 : 0.9].

FIGURE 3.2 – Vecteurs de pondération des trois approches proposées

Les éléments du vecteur B sont classés en partant de l’élément estimé comme étant la
meilleure valeur prédite avec une variance minimale jusqu’à celui considéré comme le pire
avec une variance maximale. Pour cette raison, il est essentiel d’éliminer pour l’agrégation
les valeurs médiocres avec des variances élevées. Plus précisément, nous devons déterminer
le nombre d’éléments à agréger (taille du vecteur B). Considérons w le nombre d’éléments
agrégés, où seulement le premier élément est sélectionné si w = 1 et tous les éléments sont
utilisés pour l’agrégation lorsque w = n. Dans ce travail, nous sélectionnons les premiers
25%, 50% et 75% des éléments à agréger et nous choisissons la meilleure solution sur les don-
nées d’apprentissage où un seuil d’erreur quadratique moyenne (RMSE) est un paramètre
défini par l’utilisateur.

L’agrégation des résultats de test estimés fournis par divers modèles GPR peut être réa-
lisée à ce stade. C’est pourquoi trois visions de la fusion sont proposées : la fusion IOWAexp,
la fusion IOWAlog et la fusion IOWAinv. Une description récapitulative de ces stratégies
proposées est fournie dans l’organigramme de la figure 3.3.

3.4.2.3 Procédure d’agrégation

L’idée standard de cette partie est d’effectuer la combinaison des résultats de test estimés
fournis par divers modèles GPR en utilisant une moyenne simple. Néanmoins, la moyenne
simple a montré certaines limites, comme souligner dans [12]. Pour effectuer une procédure
d’agrégation plus élaborée, il est important d’opter pour des méthodes plus avancées telles
que l’opérateur IOWA. Deux phases essentielles sont nécessaires pour sa mise en œuvre. La
première étant le classement des données de test prédites (pt1, pt2, . . ., ptn) sur la base des
valeurs négatives de leurs variances correspondantes. La deuxième phase est le calcul de



3.4. Schéma de pondération proposé 91

FIGURE 3.3 – Organigramme de l’approche générique proposée

la moyenne qui dépend des vecteurs de pondération proposés dans la section précédente.
Par conséquent, nous obtenons trois alternatives de fusion : la fusion IOWAexp, la fusion
IOWAlog et la fusion IOWAinv.
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3.4.3 Conversion des résultats au format primaire

A ce niveau, nous obtenons les données de prévision représentant les écarts des valeurs
consécutives associées aux observations de l’ensemble de test. Pour récupérer le format ori-
ginal, nous prévoyons le premier élément des données de test par ŷntrain+1 = yntrain + d̂ntrain

et estimons les éléments restants sur la base de la formule ŷt+1 = ŷt + d̂t, où t varie de
ntrain + 1 à ntrain + ntest.

3.5 Expériences et résultats numériques

Les batteries au lithium ont été reconnues au cours des dernières années comme un com-
posant critique dans diverses technologies portables. Une batterie au lithium typique com-
prend quatre constituants élémentaires : l’anode, la cathode, le séparateur et l’électrolyte.
Les ions lithium traversent l’électrolyte depuis la cathode pour atteindre l’anode pendant le
processus de charge, tandis que le phénomène inverse se produit lors du processus de dé-
charge [34]. Une vue 3D d’une batterie au lithium ainsi que son principe de fonctionnement
sont décrits dans la figure 3.4.

FIGURE 3.4 – Vue schématique des différents composants d’une batterie lithium-ion

L’ensemble de données des batteries disponible dans le référentiel du NASA Ames Pro-
gnostics Center of Excellence (PCoE) est adoptée pour validation dans ce travail. Par consé-
quent, des simulations numériques sont exécutées et évaluées sur ce jeu de données. Trois
modes différents, y compris les modes de charge, de décharge et d’impédance, régissent le
fonctionnement des quatre batteries lithium-ion (n° 5, 6, 7 et 18) à température ambiante.
Une valeur de courant fixe (CC) de 1,5 A est utilisée pour charger les batteries jusqu’à at-
teindre une valeur de tension de 4,2 V. Ensuite, la tension suit une tendance constante dé-
signée par CV jusqu’à atteindre 20 mA pour le courant de charge. Dans le second mode dit
mode décharge, le courant est considéré comme constant (d’une amplitude de 2A) jusqu’à
ce que les tensions des batteries étiquetées 5, 6, 7 et 18 diminuent à 2.7 V, 2.5 V, 2.2 V et 2.5
V, respectivement. Les mesures en mode impédance sont réalisées à l’aide d’une fréquence
de spectroscopie d’impédance électrochimique dans la gamme [0.1 Hz : 5 kHz]. Les cycles
de charge/décharge répétitifs entraînent une dégradation des performances des batteries,
comme l’indiquent les mesures extraites, qui sont capables de refléter les caractéristiques
d’évolution du phénomène de vieillissement. La fin de vie liée à la dégradation de chaque
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batterie est définie par une réduction de 30% de la capacité nominale (c’est-à-dire une di-
minution de 2 Ahr à 1.4 Ahr). Dans la pratique, il est conseillé de remplacer les batteries
lorsque ce seuil est atteint [35].

À base de nombreux critères d’état bien connus pour le pronostic des dispositifs à batte-
rie, l’estimation de l’état de santé (SOH) à partir de la réduction de la capacité est adoptée
dans ce travail. L’état de santé de la batterie est exprimé par :

SOH =
Ci

C0
× 100% (3.22)

où Ci et C0 désignent la ième capacité dégradée par rapport aux cycles et la capacité initiale,
respectivement [36].

La variation du SOH en fonction des cycles des quatre batteries utilisées dans les expé-
riences est représentée sur la figure 3.5. Il ressort clairement de cette figure que les courbes
SOH des quatre batteries présentent quelques fluctuations, ce qui peut imposer des difficul-
tés lors de la phase de prédiction. Dans le cadre de ce travail, les données de la batterie n° 5
sont sélectionnées à des fins d’apprentissage et de test.

FIGURE 3.5 – Progression de la valeur SOH des batteries en fonction du nombre de cycles

Nous sélectionnons le nombre de cycles comme entrées pour les modèles GPR dévelop-
pés et les valeurs SOH sont considérées comme sorties. Pour la tâche d’apprentissage, les
100 premiers cycles sont définis comme entrée d’apprentissage et les cycles restants sont
sélectionnés comme entrée pour la phase de test. Nous exploitons la mesure SOH pour
définir les sorties d’apprentissage et de test, où les ensembles Ytrain = {t, SOH(t)}100

t=1 et
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Ytest = {t, SOH(t)}168
t=101 représentent respectivement les ensembles de données d’apprentis-

sage et de test.
La figure 3.6 présente les valeurs de dégradation du SOH de la batterie n° 5 pour les 168

cycles comprenant les parties d’apprentissage et de test. L’approche GPR étant une méthode
non paramétrique, l’entrée de test du modèle GPR comprend à la fois le nombre de cycles
allant de 101 à 168 et les données d’apprentissage Ytrain utilisant les valeurs des hyperpara-
mètres issues de l’application d’une méthode de descente de gradient.

FIGURE 3.6 – Progression de la valeur SOH de la batterie n° 5 avec visualisation des zones
d’apprentissage et de test

Dans certaines conditions de fonctionnement de la batterie lithium-ion, la capacité aug-
mente pendant quelques cycles, où ces oscillations anormales sont qualifiées de phéno-
mènes de régénération ou d’auto-recharge [37]. La prise en compte de ces phénomènes de
régénération est essentielle pour des estimateurs robustes.

Dans les sous-sections suivantes, nous exposons et interprétons les résultats délivrés par
l’étude des trois fonctions de pondération proposées et appliquées à l’ensemble de données
sur les batteries au lithium-ion.

3.5.1 Transformation des données brutes en valeurs de gradient

La courbe de données d’apprentissage obtenue après l’application de la phase de trans-
formation est illustrée sur la figure 3.7, où le côté droit montre les gradients générés. Les
données originales sont représentées sur le côté gauche de la figure.
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FIGURE 3.7 – Transformation des données d’apprentissage en valeurs de gradient

TABLE 3.2 – Fonctions de covariance adoptées pendant la phase de génération du GPR

Covariance Expression

SE kSE = σ2exp
(
− (xi−xj)

2

2l2

)
RQ kRQ =

(
1 + (xi−xj)

2

2αl2

)−α

PER kp = σ2exp
(
− 2

l2 sin2 ( w
2π (xi − xj)

))
Matérn kMatern(r) = 21−v

Γ(v)

(√
2vr
l

)v
Kv

(√
2vr
l

)
où Γ désigne la fonction gamma et Kv la fonction de Bessel modifiée. Dans le domaine de l’appren-
tissage automatique, v = 3/2 et v = 5/2 sont souvent utilisés [21]. Dans ce travail, nous optons pour
la valeur v = 5/2 avec ARD.

3.5.2 Élaboration des modèles GPR

A ce niveau, nous construisons des modèles GPR en adoptant différentes fonctions de
covariance comme indiqué dans le tableau 3.2. Nous utilisons cinq instances avec différentes
initialisations des hyperparamètres pour chaque modèle GPR, y compris une fonction de
covariance bien définie.

Nous considérons deux configurations de fusion, où seules les fonctions SE et PER sont
utilisées pour la première configuration et où toutes les fonctions de covariance répertoriées
sont adoptées pour l’agrégation dans le second cas.

Avant d’accomplir la phase d’apprentissage, l’initialisation des hyperparamètres liés à
un régresseur GPR spécifique est réalisée en choisissant des valeurs arbitraires dans l’inter-
valle [0 : 15]. Les valeurs optimales peuvent être obtenues sur la base de la maximisation de
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la fonction de vraisemblance logarithmique [21]. Pour éviter le surajustement dans le pro-
cessus de prédiction, une technique de validation croisée est exploitée. Comme la taille de
nos données d’apprentissage est limitée, une politique de validation « leave one out » est
choisie au lieu d’une procédure de validation croisée k-fold.

Une fois que la procédure d’apprentissage de tous les modèles GPR est terminée, les esti-
mateurs générés sont utilisés pour prévoir les valeurs de dégradation restantes représentant
les données de test. Comme résultat de la phase précédente, dix (vingt) vecteurs prédits
reflétant l’estimation SOH des données de test sont obtenus pour la première (deuxième)
configuration. Les vecteurs estimés sont combinés afin d’améliorer la qualité des résultats.
Un ensemble de 50 essais est réalisé, où nous avons dix (vingt) estimations fournies par dix
(vingt) modèles GPR agrégés dans chaque expérience. Les simulations numériques ont été
effectuées sur un ordinateur portable hp avec Windows 7, Intel® Core™ i5 2430M CPU@
2.40 GHz, 8GB de Ram, 500GB de HDD et système 64 bit.

3.5.3 Résultats des techniques d’agrégation proposées

Les trois approches proposées, à savoir la fusion IOWAexp, la fusion IOWAlog et la fusion
IOWAinv, sont appliquées et considérées pour comparaison. L’inconvénient de la prédiction
en utilisant un simple estimateur GPR où la procédure de fusion sans introduire l’étape de
transformation des gradients est révélé dans [12].

La première phase des opérateurs IOWA est l’étape de classement, où dans notre travail
les sorties GPR sont classées par leurs variances. Le résultat de cette étape est un vecteur B =

[bt1, bt2...btn] pour chaque instant t, où l’élément bti est estimé d’être plus accepté que bt(i+1).
Ainsi, l’agrégation peut être réalisée en utilisant les w premiers éléments au lieu d’agréger
toutes les sorties délivrées. Pour cette raison, nous choisissons de combiner les premiers
25%, 50% ou 75% de l’ensemble des éléments, ce qui donne une taille w égale à 3, 5 et 8
respectivement pour la première configuration et 5, 10 et 15 pour la seconde.

La deuxième phase de la méthode IOWA est l’étape d’agrégation en utilisant la notation
vectorielle :

Fw(pt1, pt2, . . ., ptw) = WT
w Bw

Les valeurs moyennes de tous les RMSEs d’apprentissage basés sur l’agrégation des pre-
miers 25%, 50% et 75% des éléments en utilisant les approches proposées pour les deux
configurations sont présentées dans le tableau 3.3.

Le tableau 3.3 montre clairement que la moyenne de RMSE de l’apprentissage du deuxième
modèle est inférieure à celle du premier modèle, où nous n’utilisons que deux fonctions de
covariance. Cela implique que l’approche de fusion utilisant quatre fonctions de covariance
s’adapte aux données d’apprentissage avec plus de précision que le premier modèle n’in-
cluant que deux fonctions de covariance. En outre, en observant les RMSEs moyennes obte-
nues des données d’apprentissage, nous choisissons d’utiliser les premiers 25% des éléments
dans l’agrégation pour toutes les approches proposées.
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TABLE 3.3 – Moyenne des RMSEs d’entraînement des premiers 25%, 50% et 75% des élé-
ments

Configuration Approche 25% 50% 75%

Configuration 1
IOWAexp 0.88 1.17 1.39
IOWAlog 0.66 0.75 0.82
IOWAinv 0.62 0.76 1.07

Configuration 1
IOWAexp 0.01 0.33 0.65
IOWAlog 0.01 0.16 0.24
IOWAinv 0.01 0.14 0.26

Les valeurs de prédiction basées sur les approches proposées sont présentées dans la
figure 3.8 , où les résultats obtenus à l’aide d’une simple technique de fusion par moyenne
simple sont reportés sur le même graphique.

FIGURE 3.8 – Estimation de la mesure SOH basée sur des fonctions de pondération expo-
nentielle, logarithmique et inverse en utilisant les premiers 25% des éléments (C1 : Confi-

guration 1, C2 : Configuration 2)

Il ressort clairement de la figure 3.8 que les approches proposées fournissent de bons
résultats de prédiction et expliquent avec une précision satisfaisante l’évolution de la mesure
SOH. En outre, les phénomènes d’autorégénération connus sont capturés, ce qui constitue
une caractérisation pratique de la variation réelle du SOH. En outre, l’échec de la procédure
standard basée sur la moyenne pour détecter l’évolution du critère SOH prouve l’utilité de
l’adoption des visions de pondération proposés, comme le montre clairement la figure.

Dans la figure 3.9, nous montrons sur le même graphique les résultats fournis par les
approches proposées et ceux obtenus en utilisant la méthode standard du IOWA établie à la
base de la technique de descente de gradient.

Nous observons sur la figure 3.9 que toutes les prédictions donnent des résultats satis-
faisants où les courbes suivent le comportement de dégradation du SOH réel, sauf pour les
30 derniers cycles, où le IOWA standard échoue en quelque sorte à suivre la progression du
SOH. De plus, la méthode standard du IOWA est également capable de prendre en charge
les phénomènes de régénération, ce qui est le cas des trois approches proposées.
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FIGURE 3.9 – Estimation de la mesure SOH basée sur la pondération exponentielle, logarith-
mique et inverse en utilisant les premiers 25% des éléments en plus des résultats standards

IOWA (C1 : Configuration 1, C2 : Configuration 2)

Dans ce travail, l’agrégation des meilleures valeurs en choisissant les premiers 25% des
éléments classés est adoptée. Afin de montrer l’utilité d’une telle phase de sélection, nous
exposons dans la figure 3.10 les résultats de prédiction basés sur l’agrégation de toutes les
sorties fournies par l’ensemble des estimateurs GPR utilisant les fonctions proposées pour
les deux configurations C1 et C2.

FIGURE 3.10 – Estimation de la mesure SOH basée sur la pondération exponentielle, loga-
rithmique et inverse en utilisant tous les éléments (C1 : Configuration 1, C2 : Configuration

2)

Il ressort clairement de la figure 3.10 que l’utilisation de toutes les sorties livrées dans
l’agrégation diminue la performance de l’approche proposée, ce qui constitue un argument
en faveur de l’importance de l’étape de classement du IOWA et de la phase de sélection.

L’évaluation précise des approches proposées sur une base solide nécessite une valida-
tion par rapport à certains critères statistiques. Dans ce contexte, le RMSE et l’erreur abso-
lue moyenne en pourcentage (MAPE) sont utilisées pour effectuer l’analyse comparative,
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TABLE 3.4 – Résumé des erreurs obtenues pour les trois approches proposées, appliquées à
la batterie 5

Configurations Erreurs Approches
IOWAexp IOWAlog IOWAinv IOWA standard

Configuration 1
RMSE 0.91 0.84 0.96 1.36

MAPE(%) 0.98 0.96 0.95 1.37

Configuration 2
RMSE 0.86 0.85 0.87 1.00

MAPE(%) 0.94 0.96 0.97 1.19

comme le souligne le tableau 3.4. Le RMSE et le MAPE sont exprimées mathématiquement
par :

RMSE =

√
∑ntest

i=1 (yi − ŷi)2

ntest
(3.23)

MAPE(%) =
100

ntest

ntest

∑
i=1

∣∣∣∣yi − ŷi

yi

∣∣∣∣ (3.24)

où yi représentent les données réelles et ŷi reflètent les valeurs prédites et ntest désigne le
nombre de données de test.

De tableau 3.4 , on peut clairement déduire que les approches proposées donnent de
bons résultats par rapport à celles fournies par la méthode standard du IOWA. En termes
de RMSE, l’approche de fusion IOWAlog fournit une erreur plus faible, suivie par la mé-
thode de fusion IOWAexp et en dernière position vient la technique IOWAinv avec une petite
différence. De même, les techniques proposées présentent de meilleures performances par
rapport à la méthode conventionnelle du IOWA pour la mesure MAPE.

En ce qui concerne l’incertitude mentionnée ci-dessus, elle peut être réduite en introdui-
sant une technique de fusion comme nous allons le décrire. En effet, nous adoptons pour la
gestion de l’incertitude les mêmes fonctions analytiques proposées pour calculer la variance
globale en faisant la moyenne pondérée des variances fournies par les modèles GPR autour
des valeurs prédites. Dans la figure 3.11, nous élucidons les résultats obtenus en utilisant la
fonction exponentielle pour la première configuration avec un niveau de confiance de 95%.

Pour valider les approches proposées, la même méthodologie est appliquée aux autres
batteries (No.6, No.7 et No.18). Un résumé des résultats obtenus pour les fonctions de pon-
dération proposés appliqués à ces batteries est fourni dans les tableaux 3.5, 3.6 et 3.7 respec-
tivement.

D’après ces tableaux, nous constatons que les performances des trois approches propo-
sées présentent des résultats satisfaisants en termes de valeurs RMSE et MAPE par rapport à
la méthode standard du IOWA dans la majorité des cas. Comme le montre le tableau 3.7, les
erreurs obtenues reflétant le SOH prédit de la batterie 18 présentent des résultats moins pré-
cis pour les deux configurations. Cette observation peut s’expliquer par le fait que certains



100 Chapitre 3. Nouv. cadres hybrides de pronos. à base des fcts. de pondération explicites

FIGURE 3.11 – Estimation de la mesure SOH basée sur la fonction de pondération exponen-
tielle pour la première configuration avec un niveau de confiance de 95%

TABLE 3.5 – Résumé des erreurs obtenues pour les trois approches proposées, appliquées à
la batterie 6

Configurations Erreurs Approches
IOWAexp IOWAlog IOWAinv IOWA standard

Configuration 1
RMSE 2.40 2.93 2.77 1.32

MAPE(%) 3.43 4.29 4.00 1.72

Configuration 2
RMSE 1.67 1.89 1.98 2.74

MAPE(%) 2.36 2.76 2.92 4.18

TABLE 3.6 – Résumé des erreurs obtenues pour les trois approches proposées, appliquées à
la batterie 7

Configurations Erreurs Approches
IOWAexp IOWAlog IOWAinv IOWA standard

Configuration 1
RMSE 0.53 0.54 0.55 0.64

MAPE(%) 0.51 0.52 0.53 0.67

Configuration 2
RMSE 0.84 0.93 0.91 0.54

MAPE(%) 0.97 1.03 1.00 0.53

effets physiques sont présents et influencent le comportement du SOH, comme l’illustre la
courbe associée dans la figure 3.5. En effet, le développement d’une approche efficace four-
nissant des résultats satisfaisants pour toutes les batteries peut être une mission lourde, en
particulier lorsque des conditions réalistes sont incluses.
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TABLE 3.7 – Résumé des erreurs obtenues pour les trois approches proposées, appliquées à
la batterie 18

Configurations Erreurs Approches
IOWAexp IOWAlog IOWAinv IOWA standard

Configuration 1
RMSE 4.11 4.11 4.11 4.11

MAPE(%) 5.28 5.27 5.26 5.67

Configuration 2
RMSE 4.29 4.31 4.29 4.27

MAPE(%) 5.52 5.54 5.50 5.50

Une autre approche alternative peut être envisagée pour la déduction des facteurs de
pondération, où l’erreur d’apprentissage (RMSE) est exploitée comme une entrée pour les
fonctions analytiques proposées au lieu de la variance. La principale différence dans cette
vision est l’attribution du même poids à toutes les instances, alors que des poids différents
sont attribués à des instances distinctes dans le cas de l’utilisation de la variance. Ainsi,
quelques expériences numériques ont été réalisées afin d’évaluer cette stratégie. La figure
3.12. illustre l’évolution du critère SOH en utilisant l’approche alternative basée sur l’erreur
d’apprentissage.

FIGURE 3.12 – Estimation de la mesure SOH basée sur des fonctions de pondération expo-
nentielle, logarithmique et inverse en utilisant l’erreur d’apprentissage (C1 : Configuration

1, C2 : Configuration 2)

Nous fournissons un résumé des résultats obtenus pour toutes les batteries dans le ta-
bleau 3.8.

Comme nous pouvons le constater à partir de ces résultats, l’approche basée sur l’er-
reur d’apprentissage ne parvient pas à préserver des résultats satisfaisants pour toutes les
batteries et configurations. Cela peut être interprété comme un manque de robustesse par
rapport à l’approche basée sur la variance. En outre, nous remarquons que le phénomène
de régénération n’est pas bien détecté, comme l’indique la figure 3.12.

En examinant les résultats obtenus, nous pouvons clairement percevoir que les approches
proposées offrent des performances acceptables par rapport au modèle standard du IOWA,
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TABLE 3.8 – Résumé des erreurs obtenues pour les trois approches proposées en fonction
de l’erreur d’apprentissage, appliquées aux batteries 5, 6, 7 et 18

Configurations Approche Bat 5 Bat 6 Bat 7 Bat 18
RMSE MAPE RMSE MAPE RMSE MAPE RMSE MAPE

Configuration 1
IOWAexp 1.85 2.31 0.85 0.98 2.37 2.72 3.08 3.62
IOWAlog 0.82 0.93 0.90 1.04 3.16 3.62 2.47 2.76
IOWAinv 2.50 3.12 0.96 1.14 5.35 6.11 1.66 1.69

Configuration 1
IOWAexp 3.72 4.63 2.63 3.45 3.15 3.62 2.38 2.62
IOWAlog 5.13 6.35 3.68 4.94 3.16 3.62 1.92 1.91
IOWAinv 6.76 8.31 7.26 9.98 5.35 6.11 1.66 1.69

TABLE 3.9 – Évaluation du temps en secondes pour les deux configurations dans le cas de
la batterie n° 5

Configurations Phase Approches
IOWAexp IOWAlog IOWAinv IOWA standard

Configuration 1
Exécution des GPRs 31.52
Fusion 7.06 × 10−4 7.75 × 10−4 6.49 × 10−4 0.54

Configuration 2
Exécution des GPRs 47.93
Fusion 6.98 × 10−4 8.52 × 10−4 6.42 × 10−4 0.58

qui nécessite une étape d’optimisation pour apprendre les poids à partir des données obser-
vées. L’utilisation d’une technique d’optimisation pour apprendre les pondérations à par-
tir des données d’apprentissage entraîne des charges supplémentaires en termes de temps
CPU et de consommation de mémoire. Néanmoins, dans les trois méthodes de pondération
proposées basées sur des fonctions analytiques explicites, on peut réduire le temps et la mé-
moire consommés, ce qui motive leur exploitation dans des situations de pronostic en ligne.
Le tableau 3.9 confirme cette remarque en indiquant le temps CPU consommé par chaque
méthode en secondes.

Il ressort clairement de ce tableau que les approches proposées prennent moins de temps
que l’approche standard du IOWA. Les trois approches proposées, en plus de l’approche
standard du IOWA, utilisent les mêmes résultats fournis par les modèles GPR pour réaliser
l’étape de fusion. Le temps nécessaire à la génération et à l’optimisation des modèles GPR est
le même pour toutes les approches, soit environ 31 secondes et 48 secondes pour la première
et la deuxième configuration, respectivement. Le temps consommé lors de l’étape de fusion
pour les trois approches proposées est très faible, de l’ordre de 10−4 secondes, comparé à ce-
lui de l’IOWA standard qui est près de 0.5 seconde. Pour cette raison, nous constatons que les
trois méthodologies proposées sont très compétitives en terme de consommation de temps
par rapport au IOWA standard. En fait, le temps CPU est plus significatif lorsqu’il est cal-
culé pour les cinquante réplications de chaque expérience, où nous avons besoin de 27 (29)
secondes pour l’étape de fusion basée sur le IOWA standard dans la première configuration
(deuxième configuration). Pour plus de précision, nous effectuons une analyse de sensibilité
pour évaluer l’influence du nombre de GPR adoptés pour l’agrégation sur le temps d’exé-
cution du CPU. Les figures 3.13 et 3.14 mettent en évidence le temps consommé en secondes
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en fonction du nombre de GPR agrégés lors de la phase de fusion par le IOWA standard et
les trois approches proposées, respectivement.

FIGURE 3.13 – Temps CPU en fonction du nombre de GPR agrégés basé sur le IOWA stan-
dard

Sur les deux figures, on peut clairement observer que l’augmentation du nombre de
modèles GPR dans l’agrégation donne lieu à une tendance de quasi-monotonie en termes
de temps d’exécution CPU, ce qui est plus apparent pour les trois approches proposées.
De plus, nous pouvons remarquer sur la figure 3.14. que la méthode de fusion IOWAinv

nécessite moins de temps d’exécution que les approches IOWAexp et IOWAlog, mais avec
seulement une légère différence. Il convient de mentionner que la méthode standard du
IOWA présente un temps d’exécution plus élevé en raison de sa stratégie d’optimisation
basée sur la descente de gradient pour apprendre les poids à partir des données brutes.

En résumé, il est légitime d’affirmer que les trois approches proposées, IOWAexp, IOWAlog

et IOWAinv, fournissent non seulement de bons résultats en termes de métriques d’erreur
(RMSE et MAPE) mais aussi la meilleure mesure de consommation de temps CPU par rap-
port à la méthode IOWA standard. Dans le tableau 3.10, nous récapitulons nos résultats
obtenus par rapport à ceux fournis par des travaux similaires en termes de critères de pré-
cision et de temps d’exécution du CPU. Il est inévitable de mentionner que les simulations
expérimentales dans [12] ont été réalisées en utilisant un PC avec Windows 10, AMD Ryzen
5 3400G CPU@3.70 GHz, 16 Go de RAM et un système 64 bits, offrant des performances
supérieures par rapport à la spécification matérielle adoptée dans ce travail.
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FIGURE 3.14 – Temps CPU en fonction du nombre de GPR agrégés selon les trois approches
proposées

3.5.4 Discussion

Discussion En arrivant à ce stade, l’analyse vigilante des nombreuses simulations réali-
sées nous permet de discerner les principaux avantages et limites de l’approche de fusion
proposée. Tout d’abord, les avantages se concentrent essentiellement sur les points suivants :

• Réduction du temps et de la mémoire nécessaire à la réalisation des simulations nu-
mériques ;

• Flexibilité et facilité d’utilisation sans besoin d’une connaissance approfondie du sujet
étudié ;

• Gain d’une plus grande précision grâce à la robustesse de la structure pondérée des
modèles GPR;

• Gestion fiable de l’incertitude en fournissant des bornes de confiance avec les résultats
prédits ;

• Prise en charge de petits échantillons de données numérique.

Néanmoins, l’approche proposée souffre de quelques déficiences, notamment :

• L’absence de méthodes dédiées pour ajuster certains paramètres importants tels que
la portion des sorties des GPR à fusionnés dans les méthodes proposées ;

• Aucune garantie d’optimalité des pondérations fournies par les fonctions analytiques
explicites ;
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TABLE 3.10 – Résumé des erreurs obtenues pour les trois approches proposées en fonction
de l’erreur d’apprentissage, appliquées aux batteries 5, 6, 7 et 18

Réf Approche Temps CPU en seconds Bat 5 Bat 6 Bat 7 Bat 18
Modèles Fusion RMSE MAPE RMSE MAPE RMSE MAPE RMSE MAPE

He et al. [38]
SMK–GPR N/A N/A 1.38 1.65 7.08 10.60 1.88 1.91 N/A N/A
P–MGPR N/A N/A 1.36 1.55 2.12 2.96 1.14 1.09 N/A N/A
SE–MGPR N/A N/A 1.20 1.38 2.11 2.93 1.07 1.02 N/A N/A

Zhou et al. [39]
Model 3 N/A N/A 0.83 0.91 1.71 2.18 1.71 1.12 N/A N/A
Model 2 N/A N/A 0.83 0.94 0.81 0.99 0.81 0.73 N/A N/A
Model 1 N/A N/A 0.74 0.80 0.82 1.00 0.82 0.74 N/A N/A

Bouzenita et al. [12]
IOWA-(PER, ULL) 83.12 4.00 1.08 N/A 1.30 N/A 0.50 N/A 4.11 N/A
IOWA-(PER, Matern) 74.97 4.10 0.80 N/A 1.30 N/A 0.81 N/A 3.96 N/A
MinVar-(PER, EYE) 66.93 0.01 1.37 N/A 5.68 N/A 1.00 N/A 1.73 N/A

Approches
proposées
(Config. 1)

IOWAexp 31.52 7.06 × 10−4 0.91 0.98 2.40 3.43 0.53 0.51 4.11 5.28
IOWAlog 31.52 7.75 × 10−4 0.84 0.96 2.93 4.29 0.54 0.52 4.11 5.27
IOWAinv 31.52 6.49 × 10−4 0.96 0.95 2.77 4.00 0.55 0.53 4.11 5.26
IOWAstandard 31.52 0.54 1.36 1.37 1.32 1.72 0.64 0.67 4.39 5.67

Approches
proposées
(Config. 2)

IOWAexp 47.93 6.98 × 10−4 0.86 0.94 1.67 2.36 0.84 0.97 4.29 5.52
IOWAlog 47.93 8.52 × 10−4 0.85 0.96 1.89 2.76 0.93 1.03 4.31 5.54
IOWAinv 47.93 6.42 × 10−4 0.87 0.97 1.98 2.92 0.91 1.00 4.29 5.50
IOWAstandard 47.93 0.58 1.00 1.19 2.74 4.18 0.54 0.53 4.27 5.50

• L’application d’une seule fonction explicite à l’ensemble de l’historique des données
peut ne pas être, dans certains cas, le meilleur choix car la sélection de la fonction peut
dépendre de l’instance.

3.6 Conclusion

Dans ce chapitre, nous avons étudié les performances de nouveaux cadres de fusion
élaborés par l’utilisation conjointe de la méthode de régression par processus gaussien et
d’opérateurs de moyenne pondérée ordonnée induite IOWA incluant des fonctions de pon-
dération explicites. Le schéma de fusion a été construit à la base de plusieurs estimateurs
GPR, chacun défini par sa propre fonction de covariance et ses hyperparamètres initiaux. La
méthode du calcul de la moyenne pondérée ordonnée induite a été adoptée pour combiner
les résultats fournis par les modèles GPR. Au lieu d’estimer les poids à partir des données
observées, trois fonctions de pondération analytiques ont été proposées et adoptées dans ce
travail : la pondération exponentielle, la pondération logarithmique et la fonction de pondé-
ration inverse. Les valeurs de gradient des données brutes ont été utilisées comme nouvelles
données d’apprentissage au lieu de l’observation originale, ce qui a permis de gagner plus
d’efficacité, comme nous l’avons prouvé dans le chapitre précédent. En outre, les fonctions
proposées se sont avérées efficaces pour gérer l’incertitude en estimant les intervalles de
confiance. Différentes configurations ont été considérées afin de valider les approches de fu-
sion proposées. Les trois fonctions de pondération proposées ont prouvé leur capacité à pré-
dire la durée de vie utile restante de quatre batteries lithium-ion. Il convient de mentionner
que les résultats obtenus sont très encourageants par rapport à la méthode conventionnelle
du IOWA, principalement en termes de réduction du temps de calcul.

Dans le chapitre suivant, nous étudions les capacités des métaheuristiques pour l’ajus-
tement des poids et des hyper-paramètres dans le contexte des approches hybrides. Pour
atteindre cet objectif, nous adoptons les algorithmes génétiques comme outil de fusion dans
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lequel un ensemble de différents régresseurs comprenant des modèles GPR et des estima-
teurs ANFIS est construit.
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Chapitre 4

Développement d’un algorithme
génétique hybride pour le pronostic
industriel

Résumé :Une nouvelle approche hybride de pronostic à base des algorithmes génétiques est pro-
posée et met on œuvre dans ce chapitre. L’algorithme génétique développé est consacré à l’attri-
bution des poids à un ensemble d’estimateurs (ANFIS et GPR) construit pour la prédiction de la
durée de vie de bon fonctionnement restante. Dans cette approche, le processus de pronostic est
effectué en trois phase principales. La première est l’initialisation des paramètres de modèle et
la préparation des données d’apprentissage pour les prédicteurs concurrents. Pour la deuxième
phase, une procédure d’optimisation est effectuée afin de trouver une meilleure solution déve-
loppée sous forme d’un chromosome comportant un ensemble de prédicteurs avec les meilleurs
poids associés. La dernière phase est l’étape de prédiction, où à base de la meilleure solution trou-
vée, une tâche d’agrégation des prédicteurs obtenus est effectuée en utilisant les poids retournés
par l’AG développé. Pour montrer l’efficacité de l’approche proposée, une évaluation à l’aide de
jeu de données des batteries de type lithium-ion est conduite, où les résultats obtenus confirment
l’utilité de l’AG hybride développé. Ce travail peut fournir des orientations dans le but de déve-
lopper des stratégies hybrides robustes pour les tâches de pronostic.
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4.1 Introduction

La façon de maintenir les équipements constitue une fonction critique dans tout système
de production. Cette fonction a évolué au cours des années d’une stratégie simple à une
stratégie complexe. À l’origine, l’intervention de maintenance était exécutée en fonction de
l’occurrence des défaillances, puis une nouvelle stratégie a été introduite, connue sous le
nom de maintenance préventive. Dans ce contexte, l’intervention est effectuée à des inter-
valles de temps programmés et déterminés sur la base de certains paramètres statistiques de
fiabilité. Ensuite, l’intervention est réalisée suite au déclenchement d’une alarme lorsqu’un
indicateur de surveillance est dépassé. Cette stratégie est appelée maintenance condition-
nelle (CBM), qui est la stratégie de maintenance la plus populaire ces dernières années. De
ce fait, un nouveau concept appelé Pronostic et gestion de l’état (en anglais : Prognostics
and Health Management (PHM)) est introduit et largement utilisé par les chercheurs et les
industriels afin de surveiller et contrôler les systèmes complexes [1]. La figure 4.1 illustre
l’évolution de la stratégie de maintenance au fil des années, de la maintenance non pro-
grammée aux stratégies prédictives et proactives [2].

FIGURE 4.1 – Illustration de différents concepts de pronostic

Le concept PHM a émergé dans la fabrication intelligente avec l’arrivée de l’industrie
4.0 dans le but de fournir un fonctionnement sûr et un plan de maintenance optimisé [3]. Le
modèle PHM décrit la capacité du système de surveillance à prévoir le comportement futur
du système et à prédire la durée de vie utile restante (RUL). Une telle estimation est basée
sur l’état actuel dans lequel le défi est de savoir quand et comment appliquer la stratégie
PHM [4].

Depuis l’introduction de ce concept , plusieurs approches de pronostic ont été propo-
sées, notamment des modèles basés sur la physique, sur les données, sur l’expérience et des
modèles hybrides. La combinaison peut être construite sur trois architectures principales à
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savoir la combinaison en série, la combinaison en parallèle et la combinaison intégrée ayant
plus de capacités. Dans la combinaison parallèle, deux ou plusieurs méthodes de pronostic
partagent les mêmes sorties ou des sorties connexes et fournissent des résultats compétitifs,
qui sont fusionnés pour fournir des résultats avec une plus grande précision [5]. La fusion
des résultats fournis est réalisée à l’aide d’un outil d’agrégation vigilant, où davantage de
performance est gagnée par rapport à un modèle élémentaire [6]. La moyenne simple, la
moyenne pondérée et les techniques d’intelligence artificielle sont des méthodes d’agréga-
tion largement adoptées dans le domaine du pronostic. Parmi les techniques d’intelligence
artificielle, nous pouvons distinguer les algorithmes génétiques (AG) utilisés pour agréger
les résultats fournis par les modèles sélectionnés pour la fusion. Ce type d’algorithme peut
être exploité pour estimer le vecteur de pondération optimal à mettre en œuvre dans l’agré-
gation [7].

Dans le présent chapitre, nous proposons un nouvel algorithme génétique hybride trai-
tant de l’estimation de la durée de vie utile restante. Dans ce contexte, l’AG est introduit
pour allouer un poids optimal à chaque régresseur utilisé lors de l’agrégation. Nous avons
choisi d’utiliser un ensemble de régresseurs différents, chacun caractérisé par ses propres
méthodes, fonctions et paramètres. Tout d’abord, nous préparons nos données sous une
forme appropriée à nos régresseurs sélectionnés et nous initialisons tous les paramètres ini-
tiaux définis, y compris les prédicteurs et les paramètres génétiques. Un codage du chro-
mosome est ensuite proposé pour modéliser les solutions possibles d’une population et la
meilleure solution est fournie après un nombre fixe d’itérations. Les opérateurs connus de
l’AG, à savoir la sélection, le croisement et la mutation, sont exploités pour générer des
nouvelles solutions lors du déroulement de la procédure d’optimisation. Enfin, la meilleure
solution obtenue est utilisée pour entamer la phase de prédiction et estimer la durée de vie
restante finale. Dans la meilleure solution générée, un ensemble de prédicteurs est sélec-
tionné pour la procédure d’agrégation en utilisant le vecteur de pondération obtenu.

La section 4.2 de ce chapitre est consacrée à la présentation de quelques travaux connexes
dans la littérature. La section 4.3 expose les principaux concepts des techniques adoptées : les
techniques AG, GPR et ANFIS. Dans la section 4.4, nous élucidons sous une forme concise
les principaux composants de l’approche hybride de pronostic proposée. Des simulations
expérimentales sont révélées dans la section 4.5, où une comparaison en termes de certains
critères de performance est effectuée par rapport à des études similaires. Nous terminons ce
chapitre par quelques remarques et conclusions.

4.2 Etat de l’art

Récemment, les modèles hybrides de pronostic ont attiré l’attention des ingénieurs dans
l’industrie et des chercheurs en raison de leur précision et de leurs performances accrues par
rapport à un modèle unique [7]. Zhang et al. ont proposé un modèle de pronostic hybride
pour estimer la durée de vie restante des batteries en combinant la colonie d’abeilles artifi-
cielle (ABC), les forêts aléatoires (RF) et le réseau neuronal de régression générale (GRNN).
Les RF ont été choisies pour classer les caractéristiques sélectionnées et la méthode ABC a
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été utilisée pour optimiser les paramètres du modèle. Le modèle GRNN a été réservé pour
réaliser la tâche de prédiction [8]. Une approche combinée utilisant une méthode à base de
modèle et une technique basée sur les données a été proposée pour prédire la durée de vie
des batteries dans [9]. Les auteurs ont choisi d’utiliser un modèle empirique avec une ré-
gression par vecteur de support pour réaliser le modèle hybride proposé. Les paramètres
du modèle empirique ont été mis à jour à l’aide d’un filtre à particules et un algorithme de
colonies d’abeilles artificielles a été utilisé pour optimiser les performances du modèle de ré-
gression à vecteur de support. En utilisant neuf turbomoteurs fournis par le jeu de données
de la NASA, les auteurs dans [10] ont proposé un modèle de pronostic hybride pour estimer
la durée de vie utile restante. Le schéma de fusion est réalisé en agrégeant un modèle basé
sur la physique et des algorithmes d’apprentissage profond. Les paramètres du modèle sont
estimés par la calibration du modèle du système en utilisant la lecture des capteurs et la dy-
namique du système. Zang et al. proposent une fusion de la méthode du filtre à particules
basée sur la loi de Paris avec un réseau neuronal à anticipation (FNN) pour estimer la durée
de vie utile restante des câbles D des équipements de transmission ferroviaire. En raison du
manque de capteurs dans tels systèmes et de l’absence de modèle physique de l’équipement,
les auteurs ont choisi d’analyser les modes de défaillance, les mécanismes, les causes et les
effets du système et ont obtenu trois groupes d’ensembles de données sur le cycle de vie en
utilisant les tests de vie accélérés d’Ansys [11]. Pour prédire avec précision la durée de vie
utile restante d’une batterie lithium-ion, un modèle hybride basé sur les machines à vecteurs
de support des moindres carrés (LSSVM) et la méthode "Unscented Particle Filter" (UPF) a
été proposé par Li et al. [12]. L’état de dégradation de la capacité de la batterie est mis à jour
en utilisant deux filtres d’algorithme de fusion et la méthode LSSVM a été adoptée comme
équation de mesure dans le modèle UPF. La fonction de densité de probabilité (PDF) a été
réalisée pour traiter l’incertitude du pronostic. Une stratégie de combinaison basée sur un
réseau neuronal, un réseau de mémoire à long terme (LSTM) et un AG a été proposée dans
[13] pour prédire la charge des supercondensateurs en régime permanent et la durée de vie
utile restante. La capacité de recherche globale de l’AG utilisé est améliorée en utilisant la
méthode quadratique séquentielle comme recherche locale. Les auteurs ont validé leur tra-
vail en utilisant des données historiques en ligne et hors ligne. Han et al. ont proposé un
travail de pronostic par fusion traitant de l’estimation de la durée de vie utile restante des
batteries. Un modèle semi-empirique amélioré de dégradation de la capacité a été introduit
en tenant compte de la résistance interne et de l’effet de la température [14]. Un modèle de
pronostic hybride basé sur la méthode "Adaptive Unscented Kalman Filter" (AUKF) avec
une régression de vecteur de support optimisée par algorithme génétique (GA-SVR) a été
proposé par Xue et al [15]. La méthode AUKF a été sélectionnée pour les mises à jour de la
covariance du bruit de processus et de la covariance du bruit d’observation. Les paramètres
SVR sont mis à jour à l’aide d’un AG dans lequel une prédiction à plusieurs étapes est effec-
tuée. Dans cette étude, l’ensemble de données de la NASA sur les batteries lithium-ion est
utilisé comme référence pour valider le travail proposé.

Notre exploitation des AGs comme outil d’agrégation et de spécification de vecteur de
pondération est motivée par leurs succès non seulement dans la procédure de fusion mais
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également dans l’optimisation des paramètres des modèles combinés. Il est à souligner que
les AGs adoptés dans les travaux cités précédemment sont sélectionnés essentiellement pour
l’optimisation des paramètres des modèles considérés pour l’agrégation. Alors que dans
notre cas, on s’intéresse davantage à la structure de chromosome modélisant la meilleure
configuration possible de fusion. De plus, le chromosome est proposé pour l’affectation des
meilleurs poids aux régresseurs en compétition.

4.3 Vue d’ensemble des techniques adoptées

Dans cette section, nous présentons les principales techniques adoptées dans notre ap-
proche hybride proposée, notamment les AG, le GPR et l’ANFIS. Dans la stratégie élaborée,
on a opté pour une approche intégrée avec le choix de l’AG comme technique de fusion et
les deux dernières méthodes pour la modélisation des prédicteurs à fusionner, qui sont de
nature différente en terme de traitement de données. En effet, le GPR est basé sur l’utilisa-
tion d’une distribution préalable caractérisant le problème à modélisé tandis que l’ANFIS est
basé sur un réseau adaptatif exprimé par un système d’inférence neuro-flou pour manipuler
les données d’entrées.

4.3.1 Algorithmes génétiques

Un AG est une métaheuristique proposée en 1992 par J.H. Holland pour imiter le proces-
sus d’évolution biologique dans la nature. La représentation du chromosome, les opérateurs
inspirés de la biologie et la sélection sont les principaux éléments de la technique [16]. Le
chromosome représente une solution et les paramètres correspondants sont représentés par
des gènes. À l’aide d’une fonction objectif, les solutions ou individus candidats sont évalués
et les meilleures solutions sont sélectionnées aléatoirement proportionnellement à la valeur
de sa fonction objectif. Les mauvaises solutions ont également une probabilité de sélection,
ce qui augmente l’évitement des optima locaux [17]. Dans ce qui suit, nous présentons les
éléments de base des AGs.

4.3.1.1 Éléments de l’AG

Dans cette partie, nous présentons les éléments fondamentaux des algorithmes géné-
tiques, notamment la formulation de la population initiale, l’évaluation, la sélection, les
concepts de croisement et de mutation.

■ Population initiale (génération de solutions candidates)

Un ensemble de solutions candidates est généré au début de la procédure de recherche,
qui représente un sous-ensemble de l’espace des solutions. Les solutions formant la
population initiale peuvent être construites de manière aléatoire ou à l’aide d’outils de
génération heuristique dédiés [18].

■ Évaluation
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Dans cette phase, les solutions sont évaluées en attribuant une valeur d’adéquation
à l’aide d’une fonction objectif. Dans certaines applications, d’autres procédures sont
nécessaires, telles que des fonctions d’échelle et de pénalité [18].

■ Sélection pour la reproduction

Les individus ayant un bon score de fitness sont sélectionnés pour la reproduction afin
de constituer la prochaine génération de la population. La procédure de sélection peut
être réalisée de manière déterministe, stochastique comme la sélection par roulette ou
mixte comme la sélection par classement [19]. La sélection de Boltzmann, la sélection
par tournoi, la sélection par rang, la sélection en régime permanent, la sélection par
troncature et la sélection locale sont d’autres méthodes de sélection disponibles [17].

■ Croisement (Recombinaison) Les chromosomes sélectionnés sont combinés pour gé-
nérer de nouveaux individus appelés solutions enfants [17]. Sur la base du codage
génétique, la technique de croisement peut être réalisée sur des positions à un point,
deux points, multipoints ou uniformes [19]. La figure 4.2 met en évidence les tech-
niques de croisement couramment rencontrées.

FIGURE 4.2 – Opérateurs de croisement largement utilisés

■ Mutation

Contrairement à l’opérateur de croisement dans lequel nous utilisons deux parents
pour réaliser cette procédure, nous n’avons besoin que d’un seul individu dans la
phase de mutation pour générer une descendance. Dans cette étape, la position aléa-
toire d’un parent sélectionné au hasard est considérée pour la fonction de mutation. La
mutation peut être réalisée en une seule position ou en plusieurs, ce qui peut être as-
suré par des suppressions, des substitutions ou des insertions [19]. D’autres techniques
de mutation sont introduites dans la littérature, à savoir la mutation de puissance, la
mutation gaussienne et la mutation supervisée [17]. Certaines opérations de mutation
extraites de la littérature sont illustrées sur la figure 4.3 [19].

La procédure d’optimisation de l’AG commence par une population initiale aléatoire
d’individus. La population initiale est améliorée en utilisant les opérateurs mentionnés ci-
dessus et donne une nouvelle population avec des solutions améliorées. La procédure est
répétée jusqu’à ce que la meilleure solution souhaitée soit obtenue ou que la valeur du cri-
tère final soit atteinte. Le taux de sélection, la probabilité de croisement et la probabilité de
mutation sont des valeurs définies par l’utilisateur et peuvent être fixées au début ou modi-
fiées au cours de la procédure d’optimisation. La meilleure solution finale est retournée une
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FIGURE 4.3 – Illustration de quelques procédures de mutation

fois l’optimisation terminée en se référant à l’historique des valeurs de la fonction objectif
associées à toutes les populations [17]. Le pseudo-code de l’algorithme génétique standard
est présenté par l’algorithme 4.1 [16].

Algorithm 4.1: Algorithme génétique classique

Entrée : Taille de la population : n ; Nombre de générations : ngen
Sortie : Meilleure solution : Sbest

Début :
Générer la population initiale avec n chromosomes

de gen = 1 à ngen faire
Calculer la valeur objective de chaque chromosome
Sélectionner les chromosomes candidats pour la reproduction
Appliquer l’opérateur de croisement
Appliquer la procédure de mutation
Remplacer l’ancienne population par la nouvelle population générée

fin
Retourner la meilleure solution Sbest

Fin

4.3.1.2 Variantes de l’AG

Différents types de modèles d’AG ont été proposés et étudiés dans la littérature. Dans ce
qui suit, nous décrivons un ensemble de techniques d’AG populaires [16] :

• AG à codage réel et binaire ;

• AG multiobjectif, y compris l’AG multiobjectif basé sur Pareto et l’AG multiobjectif
basé sur la décomposition ;
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• AG parallèles, notamment les AG parallèles maître-esclave, les AG parallèles à grain
fin et les AG parallèles à grain grossier ;

• AG chaotiques ;

• AG hybrides.

En outre, différents types d’opérateurs sont utilisés pour conduire l’implémentation des
AGs. Nous reprenons dans la figure 4.4 les différentes classes d’opérateurs exploitées dans
le contexte des AGs [16].

FIGURE 4.4 – Liste récapitulative de quelques opérateurs d’algorithmes génétiques

Comme tout algorithme d’optimisation, l’AG a ses propres avantages et limites. Certains
des points importants et des avantages de l’AG sont [20, 21] :

• Simplicité de l’approche ;

• Convient aux variables continues ou discrètes ;

• Ne nécessite pas le calcul du gradient de la fonction objectif ;

• Recherche simultanée à partir d’un grand échantillon distribué sur l’espace de solu-
tion ;

• Convient à un grand nombre de variables ;

• Peut être adopté dans des ordinateurs parallèles ;

• Offre de multiples solutions optimales ;

• Peut manipuler des données expérimentales ou numériques et des fonctions analy-
tiques ;
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• Réponse robuste à des circonstances variables.

Outre les avantages susmentionnés, nous pouvons distinguer certaines limites comme
indiqué ci-dessous [22] :

• Convergence lente par rapport à d’autres méthodes d’optimisation ;

• Moins efficace par rapport aux méthodes traditionnelles dans le cas de problèmes très
simples ;

• Convergence vers différentes solutions proches de l’optimal, même en exécutant à plu-
sieurs reprises avec les mêmes paramètres (comportement stochastique).

4.3.2 Régression par processus gaussien

Le processus gaussien (GP) est considéré comme l’une des principales techniques bayé-
siennes non paramétriques d’apprentissage automatique basées sur l’utilisation d’une dis-
tribution préalable sur une fonction. Mathématiquement, un GP est équivalent à de nom-
breuses méthodes populaires sous certaines conditions, comme les modèles linéaires bayé-
siens, les réseaux neuronaux et les machines à vecteurs de support. Par rapport aux ap-
proches conventionnelles telles que les réseaux neuronaux, un modèle GP est plus facile à
modéliser et à interpréter [23]. Il est entièrement défini par deux éléments importants, la
fonction moyenne et le second élément connu sous le nom de fonction de covariance, qui
est l’ingrédient crucial du modèle GP. Analytiquement, il est défini par l’équation 4.1 :

f (x) ∼ GP(m(x), k(x, x′)) (4.1)

où m(x) et k(x, x′) désignent respectivement la fonction moyenne et la fonction de cova-
riance, définies par les équations 4.2 et 4.3

m(x) = E[ f (x)] (4.2)

et

k(x, x′) = E[( f (x)− m(x))( f (x′)− m(x′))] (4.3)

Le problème d’apprentissage d’un GP consiste à attribuer des valeurs admissibles aux
paramètres de la fonction moyenne et de la fonction de covariance appelés hyper-paramètres.
Ces paramètres libres doivent être réglés à l’aide des données d’apprentissage fournies en
maximisant la vraisemblance marginale définie comme suit :

log(y|X, θ) = −1
2

yT(K + σ2
ns I)

−1
y − 1

2
log(|K + σ2

ns I|)− nt
2

log(2π) (4.4)

où θ et nt désignent respectivement le vecteur associé des hyperparamètres et la taille de
l’ensemble de données d’apprentissage. Le paramètre I décrit la matrice unitaire de dimen-
sion nt.
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4.3.3 ANFIS : Système d’inférence flou basé sur un réseau adaptatif (Adaptive-
Network-Based Fuzzy Inference System)

Le calcul souple et neuro-flou est une discipline qui englobe deux visions complémen-
taires avec certaines techniques d’optimisation. Elle vise à intégrer les réseaux neuronaux,
qui peuvent reconnaître efficacement des modèles inconnus ainsi que la capacité de s’adap-
ter aux changements de l’environnement, avec les systèmes d’inférence flous ayant la capa-
cité d’interpréter les connaissances humaines et d’inférer les décisions [24]. Dans le cadre
des réseaux adaptatifs, ANFIS ou système d’inférence flou, basé sur un réseau adaptatif
est un système d’inférence neuro-flou proposé en 1993 par Jang et al [25]. Le modèle AN-
FIS peut construire un ensemble de règles floues sous la forme de règles si-alors et générer
des paires entrée-sortie stipulées en utilisant des fonctions d’appartenance adéquates .Un
modèle ANFIS est une fusion de l’apprentissage/robustesse du réseau neuronal et de la
lisibilité/interprétabilité des systèmes flous [26].

4.3.3.1 Architecture de l’ANFIS

Un modèle standard d’ANFIS est défini comme un simple système d’inférence floue
de Takagi et Sugeno avec deux règles dans la base de règles. Dans cette architecture, deux
entrées x et y et une sortie z sont considérées, où les deux règles sont définies par [25] :

Règle 1 : Si x est A1 et y est B1, alors f1 = p1x + q1y + r1 ;

Règle 2 : Si x et A2 et y est B2, alors f2 = p2x + q2y + r2 ;

où A et B sont les variables linguistiques de la fonction d’appartenance considérée. p, q et r
sont les paramètres inconnus de la fonction polynomiale conséquente du premier ordre, qui
seront réglés pendant la phase d’apprentissage. Dans la figure 4.5, nous présentons l’archi-
tecture ANFIS dans la partie inférieure et le modèle de raisonnement de Sugeno correspon-
dant dans la partie supérieure.

Les nœuds des mêmes couches ont des fonctions d’appartenance similaires, comme dé-
crit ci-après [25] :

Couche 1 : Les nœuds de cette couche sont des carrés avec une fonction de nœud

O1.i = µAi(x) (4.5)

où O est la fonction d’appartenance associée au noeud i qui spécifie le degré de satis-
faction du quantificateurAi. x et A sont respectivement l’entrée et le label liguistique.

Couche 2 : Chaque nœud de cette couche est de type cercle et envoie le produit des signaux
entrants qui représente la force d’amorçage d’une règle définie par l’equation 4.6

O2.i = µAi(x)× µBi(y), i = 1, 2 (4.6)
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FIGURE 4.5 – Architecture ANFIS (en bas) et modèle flou équivalent de Sugeno de premier
ordre à deux entrées avec deux règles (en haut)

Couche 3 : Les nœuds de cette couche sont étiquetés N et sont des nœuds de cercles. Le ième

nœud est réservé au calcul du rapport entre le poids de la ième règle et la somme des
poids de toutes les règles

O3.i = w̄i =
wi

w1 + w2
, i = 1, 2 (4.7)

Le résultat obtenu de cette couche est appelé poids normalisées.

Couche 4 : Les nœuds de cette couche sont adaptatifs avec l’equation 4.8.

O4.i = w̄i fi = w̄i(pix + qiy + ri) (4.8)

où w̄i est la sortie de la couche 3. pi, qi et ri sont les paramètres de ce nœud appelés
paramètres conséquents.

Couche 5 : Cette couche comporte un seul nœud servant à calculer la somme de tous les
signaux entrants. Ce nœud est un nœud circulaire étiqueté Σ .

O5.i = overall_output = ∑ w̄i fi =
Σiwi fi

Σiwi
(4.9)
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4.3.3.2 Algorithme d’apprentissage ANFIS

L’algorithme d’apprentissage d’ANFIS est basé sur une méthode d’apprentissage hy-
bride utilisant le passage avant et arrière comme indiqué dans le tableau 4.1. Dans le pas-
sage avant, les signaux fonctionnels avancent jusqu’à la quatrième couche où la méthode
des moindres carrés est désignée pour estimer les paramètres conséquents. Les taux d’erreur
sont propagés vers l’arrière dans le passage arrière où l’approche de descente de gradient
est utilisée pour mettre à jour les paramètres conséquents [25].

TABLE 4.1 – Deux passages de la procédure d’apprentissage hybride d’ANFIS

Passage avant Passage arrière

Paramètre de fonction d’appartenance Fixé Descente de Gradient
Paramètre de coefficient Moindres carrés Fixé
Signaux Sorties des nœuds Taux d’erreur

4.4 Cadre de l’approche hybride proposée

Dans cette section, nous présentons les principales étapes du modèle de pronostic gé-
nétique hybride proposé, de la phase d’initialisation à la phase finale, qui est la prédiction
de la durée de vie utile restante. Nous pouvons considérer que notre approche proposée
implique trois phases principales, l’initialisation des paramètres et la préparation des don-
nées, l’apprentissage des modèles et l’optimisation de l’AG et enfin la phase de prédiction.
La figure 4.6 illustre les principales phases du modèle hybride de pronostic proposé.

4.4.1 Initialisation des paramètres et préparation des données

Initialisation des paramètres

Nous entendons par paramètres initiaux dans cette phase, les paramètres initiaux des
prédicteurs sélectionnés pour réaliser la phase de prédiction. En outre, le nombre de prédic-
teurs, les types de prédicteurs, le rapport entre les données d’apprentissage et de validation
adoptées sont définis lors de cette phase.

Spécifications des paramètres génétiques

À ce niveau, nous définissons tous les paramètres nécessaires pour lancer le processus
d’optimisation de l’AG. Par exemple, le ratio du sélection , la probabilité de croisement et la
probabilité de mutation sont définies par l’utilisateur à ce stade. La taille de la population,
le nombre d’itérations ou le critère d’arrêt sont d’autres paramètres génétiques qui seront
définis avant de passer à l’étape suivante.
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FIGURE 4.6 – Etapes principales de l’approche proposée

Présentation de la solution

Le succès de toute méthode d’AG repose sur son composant clé, à savoir les schémas de
codage appelés représentation de la solution. Dans la figure 4.7, nous présentons un exemple
de notre proposition de chromosome ou de solution.

Comme le montre la figure 4.7, la taille de chromosome proposée est une matrice de 3× n
dans laquelle la première ligne sert à indiquer le type de régresseur adopté. La deuxième et
troisième ligne sont réservées à l’attribution d’un poids approprié et de paramètres adéquats
respectivement pour chaque prédicteur. Nous entendons par paramètres dans cette solution
toutes les méthodes, fonctions et paramètres des prédicteurs.

Génération des données d’apprentissage

Après avoir défini tous les paramètres initiaux nécessaires, nous formulons nos données
d’apprentissage et de test sous une forme appropriée pour chaque type de prédicteurs. En
fonction du prédicteur choisi, les données d’entrée peuvent être utilisées sous forme brute
ou de séries temporelles et peuvent nécessiter d’autres procédures telles que la phase d’ex-
traction des caractéristiques. Dans notre cas, nous transformons nos données en gradient
comme nous l’avons fait dans nos contributions précédentes (voir chapitre 2 et chapitre 3).
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FIGURE 4.7 – Architecture proposée pour le codage du chromosome (solution)

Génération de la population initiale

En utilisant les paramètres génétiques initiaux définis dans la phase précédente, une
population initiale est générée avec des valeurs aléatoires. Le résultat est une matrice de
dimension 3 × n × l, où n et l sont le nombre de prédicteurs adoptés et la taille de la popu-
lation respectivement. Un exemple de population est fourni dans la figure 4.8 pour donner
au lecteur un aperçu de la population GA proposée.

FIGURE 4.8 – Architecture de la population proposée

A ce niveau, on peut considérer que toutes les entrées nécessaires pour exécuter l’étape
d’optimisation de l’AG et accomplir la phase de prédiction sont définies.

4.4.2 Optimisation de l’AG

Notre travail dans cette partie est l’exécution de la procédure d’optimisation génétique
comprenant la sélection, le croisement et la mutation comme illustré par les sous-programmes
suivants.
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Sélection

Dans cette étape, une fonction objectif est utilisée pour évaluer tous les individus de la
population et parmi les méthodes de sélection existantes, une procédure de sélection est
choisie pour sélectionner un ensemble d’individus appropriés pour la reproduction dans
l’étape suivante. Les principales étapes de la fonction objectif proposée sont décrites dans
l’algorithme 4.2.

Algorithm 4.2: Fonction objectif proposée

Entrée : Solution, wt
Sortie : Valeur_objective

Début :
pour prédicteur i = 1 à prédicteur n dans Solution

Entraîner le prédicteur i
Calculer l’erreur d’apprentissage etraini de prédicteur i
Calculer l’erreur de validation evali de prédicteur i
Calculer l’erreur pondérée : Ei = wt × etraini + (1 − wt)× evali

fin
Valeur_objective = ∑n

i=1(wi × Ei)
Fin

Le poids wt est une valeur définie par l’utilisateur introduite pour faire la moyenne pon-
dérée des erreurs d’apprentissage et de validation. wi est le poids affecté à chaque prédicteur.

L’objectif de notre AG est la minimisation de la somme pondérée des erreurs pondé-
rées obtenues et l’association d’un poids à chaque prédicteur. Les poids sont affectés aux
prédicteurs en valeurs aléatoires avec leur somme égale à 1 dans la population initiale.

Croisement

Le croisement ou la reproduction est une phase obligatoire introduite pour générer une
nouvelle génération de solutions en utilisant les individus sélectionnés. Dans ce travail, trois
types de stratégies de croisement sont proposés, un point, deux points et une stratégie hy-
bride dans laquelle une sélection aléatoire de l’une de ces stratégies est choisie à chaque
génération d’un enfant. Les deux stratégies de croisement adoptées sont précisées dans la
figure 4.2. En appliquant la procédure de croisement, les deux enfants résultants ont des
poids non normalisés (somme non égale à 1)donc une procédure de normalisation est né-
cessaire à ce niveau. Nous avons choisi de diviser les poids par la somme des poids obtenus
dans les nouveaux enfants.

Mutation

La procédure de mutation est introduite pour générer de nouvelles solutions en chan-
geant une position aléatoire dans chaque chromosome sélectionné au hasard. Dans la mé-
thode proposée, nous avons choisi de réentraîner le prédicteur de la position candidate à
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la mutation après avoir sélectionné de nouvelles propriétés et de nouveaux paramètres ini-
tiaux.

Les phases sélection, croisement et mutation, sont répétées jusqu’à ce que le critère d’er-
reur soit atteint ou jusqu’à la fin du nombre d’itérations défini pour l’algorithme génétique
développé. Le résultat de cette phase est la meilleure solution ayant la meilleure fonction
objectif.

4.4.3 Phase de prédiction

Une fois que nous avons obtenu la meilleure solution, c’est-à-dire un individu avec n
prédicteurs ayant ensemble la meilleure erreur de fusion (apprentissage et validation), nous
prédisons les données de test en utilisant les n prédicteurs obtenus, ce qui donne n sorties
représentant les données de test prédites. Les résultats obtenus sont fusionnés en utilisant
une procédure de moyenne pondérée basée sur les poids inclus dans la meilleure solution.

L’algorithme 4.3 explique comment réaliser cette phase de fusion.

Algorithm 4.3: Prédiction

Entrée : Meilleure_solution
Sortie : Durée de vie utile restante RUL

Début :
pour prédicteur i = 1 à prédicteur n dans Meilleure_solution

Prédire les données de test Ptest(i) en utilisant Prédicteur i
fin

Appliquer la procédure d’agrégation : f used_test_data = WTPtest
Conversion en données originales
Estimer le RUL et calculer l’erreur de test

Fin

L’algorithme de conversion des données de gradient prédites en représentation originale
a déjà été détaillé au deuxième chapitre.

4.5 Données expérimentales et résultats

Le présent chapitre utilise l’ensemble de données sur les batteries, hébergé par le site
du Centre d’excellence en matière de pronostic (PCoE) de la NASA Ames. Un ensemble de
quatre batteries lithium-ion (n° 5, 6, 7 et 18) est soumis à trois modes de fonctionnement dif-
férents, à savoir la charge, la décharge et l’impédance, à température ambiante. Les batteries
sont chargées par un mode de courant constant (CC) à 1.5A jusqu’à atteindre une valeur
de tension de 4.2V, qui caractérise le mode de charge. Ensuite, la tension suit un mode de
tension constante (CV) jusqu’à atteindre un courant de charge d’une valeur de 20mA. En
mode décharge, un courant constant (CC) de 2A est réservé jusqu’à atteindre des valeurs
de tension réduites de 2.7V, 2.5V, 2.2V et 2.5V pour les batteries numérotées 5, 6, 7 et 18,
respectivement. Sur la base d’une spectroscopie d’impédance électrochimique changeant de
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fréquence dans l’intervalle [0.1Hz : 5kHz], les mesures nécessaires sont réalisées pour por-
ter le mode d’impédance qui est le dernier régime. Une dégradation monotone de la per-
formance des batteries est observée par la répétition des cycles de charge/décharge comme
indiqué par les données obtenues, qui offre quelques aperçus concernant les caractéristiques
d’évolution du phénomène de vieillissement. Les expériences menées sont arrêtées lorsque
le critère de fin de vie (EoL) des batteries est atteint, ce qui est défini par une réduction de
30% de la capacité nominale (de 2Ahr à 1.4Ahr) [27].

Parmi les méthodes existantes d’estimation de l’état de santé (SOH) associées à l’indica-
teur de l’état des batteries lithium-ion utilisé dans le pronostic et la gestion de l’état (PHM)
des batteries, le SOH de la batterie basé sur la capacité est mis en œuvre dans ce travail et
est exprimé par :

SOH =
Ci

C0
× 100% (4.10)

où Ci désigne la ième grandeur de capacité dégradée avec les cycles et C0 représente la capa-
cité initiale [28].

Les données de la batterie 5 sont sélectionnées à des fins d’apprentissage et de test dans
cette expérience. Dans la figure 4.9, nous traçons le critère SOH des quatre batteries utili-
sées dans les expériences pour donner un aperçu du comportement de dégradation de ces
batteries.

FIGURE 4.9 – Evolution du critère SOH des batteries en fonction du nombre de cycles

Dans la figure 4.10, nous montrons la valeur SOH allant du cycle 1 au cycle 168, y
compris l’ensemble de données d’apprentissage, de validation et de test représenté par
Ytrain = {t, SOH(t)}70

t=1, Yval = {t, SOH(t)}100
t=71 et Ytest = {t, SOH(t)}168

t=101, respectivement.
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FIGURE 4.10 – Illustration de la mesure SOH de la batterie n° 5, y compris les régions d’ap-
prentissage, de validation et de test

Pour la construction de l’approche pronostique hybride, nous avons choisi de prendre
la régression par processus gaussien et les modèles ANFIS comme principaux prédicteurs.
Dans ce qui suit, nous montrons étape par étape l’élaboration de la méthode hybride de
pronostic proposée à base d’algorithme génétique.

4.5.1 Initialisation des paramètres et préparation des données

Initialisation des paramètres

Considérons la notation donnée des paramètres utilisés dans ce travail et les fonctions
comme indiqué dans le tableau 4.2.

Les fonctions de covariance utilisées pour les modèles GPR sont définies comme indiqué
ci-dessous :

Cov1 = σ2exp
(
− 2

l2 sin2
( w

2π
(xi − xj)

))
+ σ2exp

(
−
(xi − xj)

2

2l2

)
(4.11)

Cov2 = σ2exp
(
− 2

l2 sin2
( w

2π
(xi − xj)

))
+ σ2δij (4.12)

où σij est la fonction delta de Kronecker.
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TABLE 4.2 – : Notations et valeurs des paramètres et fonctions adoptés

Paramètre Valeur Définition

Paramètres généraux

i 0 :GPR, 1 : ANFIS Type de prédicteur
n 5 Nombre de prédicteurs
l 50 Taille de la population (nombre de chromosomes)
wt 0.7 Poids de l’erreur d’apprentissage
ratioselect 0.3 Taux de sélection
Crossprob 0.8 Probabilité de croisement
Mutprob 0.1 Probabilité de mutation

Paramètres des modèles GPR

gpr_itr 2000 Nombre d’itérations pour GPR
mean f [] Fonction de moyenne
cov f Cov1, Cov2 Fonction de covariance
lik ’likGauss’ Fonction de vraisemblance
in f er ’infExact’ Méthode d’inférence

Paramètres des modèles ANFIS

f is_itr 300 Nombre d’itérations de l’ANFIS
InputMFType ’gaussmf’ Fonction d’appartenance d’entrée de l’ANFIS
p Valeur aléatoire Période de l’ANFIS
ANFIS type Sugeno Type de l’ANFIS
ANFIS structure GridPartition Structure de l’ANFIS

Génération des données d’apprentissage

Nous utilisons les 100 premiers cycles pour l’apprentissage où nous choisissons de consi-
dérer 70 et 30 cycles pour l’apprentissage et la validation, respectivement. Comme le modèle
GPR est un modèle non paramétrique, nous utilisons le numéro de cycle et la valeur SOH
correspondante comme entrées. Pour le cas ANFIS, nous utilisons la valeur SOH et nous pré-
parons les données sous forme de séries temporelles basées sur la période sélectionnée pour
chaque prédicteur (en phase d’apprentissage). Avant de préparer les données d’apprentis-
sage sous une forme appropriée pour chaque régresseur, une transformation des données
en valeurs de gradient a été effectuée.

Génération de la population initiale

Une matrice de taille 3 × 5 × 50 est construite pour exprimer la population initiale avec
50 chromosomes ou solutions initiales. Une illustration d’une solution est présentée dans la
figure 4.11.
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FIGURE 4.11 – Exemple d’un échantillon de chromosome

4.5.2 Optimisation de l’AG

La phase d’optimisation génétique comporte trois étapes principales : la sélection, le croi-
sement et la mutation. Dans notre cas, nous considérons 0.3 comme ratio de sélection en uti-
lisant la stratégie de sélection par roulette. Pour l’opérateur de croisement, nous choisissons
de prendre une valeur 0.8 comme probabilité de croisement. Une stratégie de croisement
d’un point ou de deux points est adoptée par sélection aléatoire de l’opérateur à chaque gé-
nération d’un enfant. Après avoir terminé le processus de croisement et que tous les enfants
ou nouvelles solutions sont générés, nous passons à l’étape suivante qui est la procédure
de mutation. Tout nouveau chromosome a une certaine probabilité de subir une opération
de mutation qui est choisie égale à 0.1 dans notre application. Comme nous l’avons indiqué
dans la présentation théorique, nous réentraînons le prédicteur de la position candidate à la
mutation en sélectionnant de nouvelles propriétés et de nouveaux paramètres initiaux. Par
exemple, si le point sélectionné pour la mutation est un prédicteur GPR, nous définissons
de nouveaux hyper paramètres et nous réentraînons le nouveau modèle GPR obtenu. La
même opération est recommandée si une position de mutation contient un modèle ANFIS,
nous réentraînons l’ANFIS avec de nouveaux paramètres et une nouvelle période.

4.5.3 Phase de prédiction

A ce niveau, nous avons obtenu la meilleure solution en terminant la procédure d’op-
timisation de l’AG après 50 générations résultant de 50 itérations. La figure 4.12 montre la
meilleure solution obtenue en appliquant l’algorithme proposé à la batterie 5.

Cette figure révèle que tous les prédicteurs sélectionnés pour l’agrégation dans la meilleure
solution sont des modèles GPR avec presques les mêmes méthodes et fonctions mais avec
des hyperparamètres différents. Nous observons qu’aucun modèle ANFIS n’est sélectionné
dans cette solution en raison de sa mauvaise qualité de prédiction.

Cette meilleure solution est obtenue de 50 populations après 50 itérations, comme le
montre la figure 4.13.
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FIGURE 4.12 – Meilleure solution obtenue pour la batterie 5

FIGURE 4.13 – Valeur de la fonction objectif en fonction du nombre d’itérations, appliquée
à la batterie 5

Les résultats de prédiction obtenus par le modèle de pronostic proposé appliqué à la
batterie 5 sont illustrés dans la figure 4.14.

Nous observons sur la figure 4.14 que la prédiction basée sur la méthode de pronos-
tic proposée explique avec suffisamment de précision l’évolution de la mesure SOH et les
variations connues sous le nom de phénomène d’auto-recharge sont également capturées.
Dans la figure 4.15, nous illustrons le résultat de fusion ainsi que les sorties obtenues fournis
par les prédicteurs sélectionnés pour la fusion.

Nous percevons clairement dans cette figure que la plupart des résultats fournis par les
prédicteurs sélectionnés par l’AG proposé reflètent de manière satisfaisante l’évolution du
SOH réel. Nous pouvons déduire de cette observation que l’approche proposée fournit non
seulement des résultats de fusion satisfaisants mais sélectionne également des prédicteurs
prometteurs.

Pour valider l’approche hybride proposée de pronostic , nous appliquons la même tech-
nique aux autres batteries restantes (6, 7 et 18). Les mesures de SOH prédites obtenues pour
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FIGURE 4.14 – Estimation de la mesure SOH basée sur le modèle proposé appliqué à la
batterie 5

FIGURE 4.15 – Comparaison des prédicteurs sélectionnés et du résultat de la fusion corres-
pondante

ces batteries sur la base de l’approche proposée sont illustrées dans les figures 4.16 , 4.17 et
4.18, respectivement.

Pour l’évaluation quantitative du cadre proposé, nous avons choisi d’utiliser l’erreur qua-
dratique moyenne (RMSE) et l’erreur absolue moyenne en pourcentage (MAPE) pour effec-
tuer cette comparaison, comme le montre le tableau 4.3. La RMSE et la MAPE sont définies
analytiquement par les équations 4.13 et 4.14.
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FIGURE 4.16 – Estimation de la mesure SOH basée sur le modèle proposé appliqué à la
batterie 6

FIGURE 4.17 – Estimation de la mesure SOH basée sur le modèle proposé appliqué à la
batterie 7

RMSE =

√
∑ntest

i=1 (yi − ŷi)2

ntest
(4.13)

MAPE(%) =
100

ntest

ntest

∑
i=1

∣∣∣∣yi − ŷi

yi

∣∣∣∣ (4.14)

où yi et ŷi représentent respectivement les valeurs réelles et estimées, ntest désigne le nombre
d’échantillons de test.



134 Chapitre 4. Développement d’un AG hybride pour le pronostic industriel

FIGURE 4.18 – Estimation de la mesure SOH basée sur le modèle proposé appliqué à la
batterie 18

TABLE 4.3 – Résultats de prédiction pour les prédicteurs sélectionnés et le modèle de fusion
AG appliqués à la batterie n°5

Prédicteurs
Prédicteur 1 Prédicteur 2 Prédicteur 3 Prédicteur 4 Prédicteur 5 Fusion

Type de prédicteur GPR GPR GPR GPR GPR AG proposée
Poids 0.2716 0.1723 0.1976 0.1894 0.1691 1
RMSE 1.10 1.95 0.94 1.16 1.90 0.89

MAPE (%) 0.85 1.67 0.84 0.85 1.73 0.74

On peut déduire du tableau 4.3 que l’approche de fusion AG proposée donne les meilleurs
résultats en termes d’erreur RMSE parmi les prédicteurs sélectionnés pour la fusion. En
outre, elle offre les meilleurs résultats en termes de valeur MAPE.

L’analyse quantitative des batteries restantes basée sur la méthode proposée et les cinq
prédicteurs sélectionnés par l’AG pour l’agrégation est résumée dans les tableaux 4.4, 4.5,
4.6, respectivement.

TABLE 4.4 – Résultats de prédiction pour les prédicteurs sélectionnés et le modèle de fusion
AG appliqués à la batterie n°6

Prédicteurs
Prédicteur 1 Prédicteur 2 Prédicteur 3 Prédicteur 4 Prédicteur 5 Fusion

Type de prédicteur GPR GPR GPR GPR GPR AG proposée
Poids 0.2616 0.2180 0.1252 0.2902 0.1049 1
RMSE 2.23 2.41 1.86 2.39 0.86 2.04

MAPE (%) 1.89 2.16 1.53 2.02 0.62 1.74

En analysant les résultats obtenus, nous remarquons que l’approche pronostique AG
proposée fournit de bons résultats. De plus, elle offre des résultats satisfaisants pour presque
tous les prédicteurs sélectionnés pour la fusion. Il convient de mentionner que les prédic-
teurs sélectionnés pour l’agrégation sont obtenus à la suite de la méthode AG hybride de
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TABLE 4.5 – Résultats de prédiction pour les prédicteurs sélectionnés et le modèle de fusion
AG appliqués à la batterie n°7

Prédicteurs
Prédicteur 1 Prédicteur 2 Prédicteur 3 Prédicteur 4 Prédicteur 5 Fusion

Type de prédicteur GPR GPR GPR GPR GPR AG proposée
Poids 0.1545 0.3815 0.1714 0.1472 0.1454 1
RMSE 1.00 0.71 0.64 0.74 0.99 0.65

MAPE (%) 0.73 0.52 050 0.58 0.72 0.47

TABLE 4.6 – Résultats de prédiction pour les prédicteurs sélectionnés et le modèle de fusion
AG appliqués à la batterie n°18

Prédicteurs
Prédicteur 1 Prédicteur 2 Prédicteur 3 Prédicteur 4 Prédicteur 5 Fusion

Type de prédicteur GPR GPR GPR GPR GPR AG proposée
Poids 0.1843 0.1661 0.2618 0.1702 0.2175 1
RMSE 3.84 3.70 2.98 2.30 2.45 2.64

MAPE (%) 3.46 3.31 2.48 1.91 2.08 2.16

pronostic proposée. Nous observons également, bien que la solution de fusion fournisse un
résultat satisfaisant dans certains cas, elle n’est pas la meilleure par rapport aux prédicteurs
agrégés, comme le montre le tableau 4.4 relatif à la batterie 6.

Nous présentons dans le tableau 4.7 une comparaison de nos résultats avec ceux four-
nis par certaines contributions de l’état de l’art traitant le même ensemble de données de
batteries.

TABLE 4.7 – Comparaison de l’approche proposée et de certains travaux de référence pour
les batteries 5, 6, 7 et 18

Réf Méthode Batteries
Bat 5 Bat 6 Bat 7 Bat18

Liu et al. [28]

Basic GPR 13.03 22.51 20.70 N/A
LGPFR 1.71 6.90 1.59 N/A
QGPFR 1.50 5.12 5.52 N/A
Combination LGPFR 1.36 6.86 1.73 N/A
Combination QGPFR 1.80 20.44 2.69 N/A

He et al. [29]
SMK–GPR 1.38 7.08 1.88 N/A
P–MGPR 1.36 2.12 1.14 N/A
SE–MGPR 1.20 2.11 1.07 N/A

Approche proposée AG Hybride 0.89 2.04 0.65 2.64

4.6 Conclusion

Dans ce chapitre, nous avons proposé une nouvelle approche hybride de pronostic dans
le domaine du PHM, basée sur le paradigme des algorithmes génétiques. Le schéma hybride
est basé sur l’agrégation d’un ensemble de prédicteurs par la moyenne pondérée de leurs
sorties. Nous avons choisi d’utiliser les méthodes GPR et ANFIS comme modèles candidats
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pour réaliser la tâche de prédiction. L’approche de pronostic hybride proposée couvre trois
étapes principales, notamment : La définition des données et des paramètres initiaux, l’op-
timisation de l’AG et enfin la phase de prédiction. Dans la première phase, nous avons pré-
paré nos données sous une forme appropriée pour chaque régresseur où les paramètres né-
cessaires sont initialisés. Dans la deuxième phase, ces prédicteurs ont été considérés comme
des éléments d’une solution génétique proposée, présentée comme un chromosome dont
le nombre de colonnes est égale au nombre de prédicteurs. Sur la base de l’erreur d’ap-
prentissage des prédicteurs sélectionnés pour l’agrégation à chaque génération de nouvelle
solution, l’algorithme génétique attribue un poids estimé pour chaque prédicteur. La solu-
tion finale est un ensemble de prédicteurs ayant en total la meilleure erreur de moyenne
pondérée qui est la sortie de la fonction objectif proposée. La dernière étape, appelée phase
de prédiction, est introduite pour évaluer les prédicteurs finaux obtenus. Ces prédicteurs
ajustés ont été étudiés pour estimer les données de test et agréger les sorties résultantes en
utilisant les poids obtenus indiqués dans la meilleure solution. Les tests numériques exploi-
tant les données sur les batteries ont confirmé l’utilité de l’approche AG hybride proposée
comme outil compétitif pour la fusion.
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Conclusion générale et perspectives

Les contributions réalisées au cours des années de cette formation doctorale sont focali-
sées sur l’étude de certaines questions liées à l’élaboration d’approches hybrides de pronos-
tic dans le domaine du PHM.

Tout d’abord, nous avons fourni une revue avancée des approches de pronostic dispo-
nibles, à savoir les approches basées sur la physique, les approches basées sur les données,
les approches basées sur la connaissance et les modèles hybrides. En plus, nous avons pré-
senté quelques prototypes de ces approches, y compris leur classification, leurs avantages
et leurs limites. De point de vue application, nous avons présenté pour chaque méthode de
pronostic les techniques populaires adoptées dans le domaine du PHM, en fournissant éga-
lement des références de base adéquates. Des applications de domaine et des jeux de don-
nées largement utilisés sont spécifiés au lecteur intéressé pour développer des méthodes de
pronostic fiables et surtout des tendances hybrides.

Deuxièmement, pour la construction et le développement des modèles, notre contribu-
tion dans cette thèse couvre l’élaboration de méthodes hybrides pour le pronostic industriel
où de nombreux aspects sont considérés :

• Traitement des données d’entrée en proposant une phase de transformation des don-
nées d’apprentissage en valeurs de gradient dans laquelle les données générées sont
susceptibles d’être analysées. Les procédures de transformation et de restauration sont
clarifiées dans le deuxième chapitre de cette thèse ;

• Proposition et développement d’un ensemble de mécanismes d’agrégation et de sé-
lection qui utilisent les sorties fournies par un ensemble de prédicteurs sélectionnés
comme entrée pour fournir des résultats améliorés ;

• Introduction des opérateurs de moyenne pondérée ordonnée induite IOWA comme
outil de fusion avec des spécifications à leur composantes clés l’ordre d’induction ;

• Proposition et développement d’une approche de sélection permettant de capturer la
meilleure solution fournie par les prédicteurs en compétition à chaque instant t en se
basant sur un critère proposé ;

• Proposition et implémentation des fonctions de pondération explicites (exponentielle,
logarithmique et inverse) pour l’agrégation des sorties fournies par un ensemble de
prédicteurs sélectionnés comme entrée pour la fusion ;

• Prise en considération de l’incertitude par l’estimation d’un intervalle de confiance
auteur des données prédites à base des fonctions de pondération proposées ;

• Conception et développement d’une méthode métaheuristique hybride basée sur des
opérateurs génétiques où un chromosome est développé afin d’intégrer un ensemble
de prédicteur participant à la génération des résultats améliorés.
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Enfin, plusieurs simulations incluant de nombreux scénarios et configurations ont été
réalisées dans les trois derniers chapitres. On a utilisé des jeux de données réelles fournis
par le centre de jeu de données de la NASA traitant du mécanisme de dégradation des bat-
teries lithium-ion. Les résultats obtenus reflètent la robustesse et l’efficacité des approches
hybrides de pronostic implémentées, comme le confirme la comparaison avec certains ar-
ticles traitant le même problème.

L’aspect important des méthodes de fusion proposées concerne la possibilité de leur ex-
ploitation par les utilisateurs intéressés dans une diversité d’approches de pronostic. Cela
peut se faire en remplaçant simplement les prédicteurs adoptés dans ce travail (GPR et AN-
FIS) par d’autres outils alternatifs de pronostic.

Sur la base des approches de pronostic hybrides proposées et des principales contribu-
tions de ce travail, nous pouvons cibler certains perspectives et travaux futurs :

A court terme

• Inclusion d’une plus grande spécification du vecteur de pondération du IOWA en te-
nant compte des mesures définies par Yager (Orness et dispersion) ;

• Intégration de la recherche locale dans les méthodes de pronostic génétique hybride
développées ;

• Spécification du nombre d’éléments d’agrégation dans les fonctions de pondération
proposés (exponentiel, logarithmique et inverse) en utilisant des stratégies plus élabo-
rées au lieu de la procédure de sélection d’un pourcentage d’éléments.

A moyen terme

• Étude d’autres méthodes de transformation des données d’apprentissage telles que :
La transformation en puissance, la transformation logarithmique et la transformation
racine carrée arcsin ;

• Adoption d’autres techniques d’optimisation, telles que les méthodes métaheuristiques,
au lieu de la procédure de descente de gradient inclue dans les opérateurs IOWA;

• Utilisation d’autres prédicteurs comme entrée des outils de fusion et des schémas de
pondération proposés au lieu des régresseurs GPR et ANFIS.

A long terme

• Développement d’autres méthodes de fusion de pronostic via l’étude de différentes
classes d’opérateurs IOWA;

• Développement de nouvelles méthodes de fusion de pronostic et mise à niveau des
approches développées en exploitant les technologie “Cloud computing” et “Internet
of things”.

• Développement d’autres méthodes de fusion de pronostic à base des algorithmes d’ap-
prentissage profond.



Résumé

Récemment, les approches hybrides de pronostic ont été introduites comme une nouvelle alternative pour
apporter des avantages supplémentaires et contourner les défauts des techniques conventionnelles. Le dévelop-
pement de nouvelles méthodologies hybrides constitue l’objectif principal de notre thèse. Pour ce faire, nous
avons effectué une revue approfondie des approches de pronostiques existantes et en particulier les stratégies
hybrides. En outre,Un ensemble de mécanismes d’agrégation et de schémas de pondération, qui utilisent les sor-
ties fournies par un ensemble de prédicteurs sélectionnés comme entrée pour fournir des résultats améliorés est
proposé. Les outils de fusion et les procédures de pondération proposés sont élaborés sur la base d’opérateurs
de moyenne pondérée ordonnée induite (IOWA), de fonctions de pondération analytiques explicites (exponen-
tielle, logarithmique et inverse) et d’une méthode métaheuristique comprenant des opérateurs génétiques. Une
multitude de simulations numériques ont été menées pour valider les performances des cadres de pronostic
hybrides mis en œuvre, où les résultats obtenus se révèlent très compétitifs par rapport à des études similaires.

Mots clés : Approche hybride de pronostic, fusion, opérateurs IOWA, fonction de pondération analytique
et algorithme génétique.

Abstract

Recently, hybrid prognostic approaches have been introduced as a new alternative to bring additional be-
nefits and circumvent the shortcomings of conventional techniques. The development of new hybrid metho-
dologies constitutes the principal objective of our dissertation. To this end, we have conducted a deep review
about the existing prognostics approaches and particularly hybrid strategies. In addition, a set of aggregation
mechanisms and weighting schemes, which uses the outputs delivered by a set of selected predictors as an input
to provide ameliorated results, is proposed. The proposed fusion tools and weighting procedures are elabora-
ted based on Induced Ordered Weighted Averaging Operators (IOWA), explicit analytical weighting functions
(Exponential, logarithmic and inverse) and a metaheuristic method including genetic operators. Extensive nu-
merical simulations have been conducted to validate the performance of the implemented hybrid prognostics
frameworks, where the obtained findings are shown to be very competitive with respect to similar studies.

Keywords : Hybrid prognostics approach, fusion, IOWA operators, analytical weighting function and ge-
netic algorithms
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