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Introduction Générale

Introduction Générale

Les techniques d’imagerie médicale sont des méthodes non invasives pour examiner à

l’intérieur du corps sans ouvrir le corps chirurgicalement. Elles ont été utilisées pour aider

au diagnostic et/ou au traitement de différentes cas médicales. Il existe de nombreuses

techniques d’imagerie médicale; chaque technique présente des risques et des avantages dif-

férents. Parmi ces techniques on a : la TomoDensitoMétrie (TDM), l’Imagerie par Résonance

Magnétique (IRM), la Tomographie par Emission de Positons (TEP), la Tomographie par

Emission Mono Photonique (TEMP), sont largement utilisées pour réaliser les diagnostiques

des patients[ Kasban et al .2015]

L’imagerie médicale a fait son apparition en 1896 avec la découverte des rayons X par

Wilhelm Röntgen. Très vite, l’intérêt d’une telle découverte pour la médecine se développe,

notamment au cours de la Première Guerre mondiale, avec la mise en place, par Marie Curie,

de voitures radiologiques qui sillonnent les champs de bataille pour repérer les éclats d’obus

chez les soldats blessés. En 1934, la découverte de la radioactivité artificielle par Frédéric

et Irène Joliot-Curie ouvre la voie au développement des radioéléments de brève durée de

vie, permettant la découverte du fonctionnement de certains organes. Depuis, l’imagerie

médicale n’a cessé d’évoluer et de proposer des technologies de plus en plus précises et

performantes. L’imagerie recouvre une grande variété de technologies développées grâce à

l’exploitation des grandes découvertes de la physique du XXème siècle : les ondes radio et

rayons X, la radioactivité de certains éléments, les champs magnétiques. L’imagerie médi-

cale est largement utilisée pour le diagnostic de nombreuses maladies en complément d’un

examen clinique et d’autres investigations, comme les examens biologiques, ou encore les

tests neuropsychologiques.[ Robb 2006]
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Motivation

Le problème de segmentation revient à chercher une partition qui regroupe d’une manière

optimale les N objets d’une image en K régions de telle sorte que les entités d’une région

soient plus proches entre eux en termes d’un ou des plusieurs critères, qu’avec les objets

des autres régions. De nombreux travaux ont été réalisés sur ce sujet, dans des domaines

aussi variés que le domaine médical ou militaire. C’est toujours un sujet d’actualité et un

problème qui reste ouvert.

Les Modèles de Contour Actifs (Active Contour Models (ACM)) sont largement utilisés

en segmentation d’images [ Chen et al. 2011] [ Du et al. 2011], pour leur capacité à intégrer

les processus de détection et de chaînage des contours en un seul processus de minimisation

d’énergie. Toutefois l’estimation des paramètres et les problèmes d’initialisation font des

contours actifs une méthode difficile à calibrer.

En général, Les contours actifs apparaissent comme un outil pertinent pour parvenir à

implémenter le problème de minimisation puisqu’ils permettent de faire évoluer un contour

vers l’objet d’intérêt. Pour faire évoluer le contour actif vers le minimum de la fonction-

nelle, nous devons dériver la fonctionnelle puis en déduire l’Equation aux Dérivées Partielles

(EDP) qui fera évoluer le contour vers la région qui correspond, idéalement, au minimum

de la fonctionnelle. Notons que toutes les méthodes de contours actifs ne cherchent pas à

minimiser une fonctionnelle, certaines introduisent directement l’EDP pour faire évoluer le

critère. Deux approches principales existent pour la mise en oeuvre des contours actifs : les

approches explicites [ Kass et al.1988] [ Xu et Prince 1998] et les approches implicites [ Han

et al.2003] [ Sethian 1999]. Une approche explicite définit le contour directement à partir

de paramètres tandis qu’une approche implicite comme les ensembles de niveaux (Level Set

Methods LSMs) définit le contour de manière implicite comme étant le niveau zéro d’une

fonction de dimension supérieure[ Osher et Sethian 1988] [ Osher et Fedkiw 2003].

La méthode des ensembles de niveaux est une approche dite implicite d’implémentation

des contours actifs. Elle a été popularisée par Osher et Sethian [ Osher et Fedkiw 2003] [

Sethian 1999] [ Suri et al.2002]. Son principe consiste à considérer que le contour actif est

le niveau zéro d’une fonction de dimension supérieure. Les LSM peuvent être encore divisés

en catégories basées sur les contours et les régions du point de vue de la mission de segmen-

tation, c’est-à-dire pour tracer des frontières ou pour étiqueter des pixels.
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Osher et Sethian [ Osher et Sethian 1988] ont mis en place le premier LSM basé sur

l’équation de Hamilton–Jacobi. Ensuite, Caselles et al. [ Caselles et al.1993] [ Caselles et

al.1997] et Chopp [ Chopp 1993] ont construit une formule d’ensemble de niveaux en combi-

nant la courbure moyenne des courbes et une force d’arrêt basée sur le gradient de l’image.

De plus, Malladi et al. [ Malladi et al.1995] a appliqué une formule similaire pour

récupérer des formes à partir d’images. Au lieu d’utiliser une procédure de réinitialisation

longue, Li et al. [ Li et al.2005] a introduit un terme de pénalité dans la fonction énergétique

pour maintenir la fonction de Level Set défini comme une fonction de distance signée. En

ignorant ce terme de pénalité, l’équation d’évolution de ce modèle est équivalente à celle de

[ Caselles et al.1997]. Ces LSMs représentatifs partagent une force d’arrêt commune définie

par le gradient d’image. Ils traitent les limites comme une sorte de mutation locale sur les

caractéristiques de l’image, mais les vraies limites devraient être les contours des objets,

c’est-à-dire les changements de classes de pixels. Ainsi, ce type de force d’arrêt ne peut

pas indiquer de manière appropriée les contours réelles et peut entraîner certains problèmes,

par exemple, 1) la courbe peut traverser les contours insuffisamment nettes (ou de manière

équivalente appelée fuite aux contours) car la force d’arrêt n’est pas suffisamment petite ou

2 ), certaines fausses frontières peuvent être détectées car elles ont été traitées comme une

mutation sur les caractéristiques de l’image. Chan et Vese [ Chan et al.2001] ont donné à

une image une approximation constante par morceaux en utilisant un modèle de Mumford

et Shah simplifié [ Mumford et Shah 1989] [ Mumford et Shah 1985], puis ont conçu un terme de

pénalité en mesurant la distance entre cette approximation et l’image d’origine. Cette méth-

ode est robuste contre les bruits pour l’utilisation des caractéristiques d’image régionales,

et elle a été successivement étendue de différentes manières, par exemple, les formules pour

les images vectorielles [ Chan et al. 2000], les formules pour les images tensorielles [ Wang

et Vemuri 2005] et les formules pour les ensembles de niveaux multi-phases [ Vese et Chan

2002]. Après [ Chan et Vese 2001], Tsai et al. [ Tsai et al.2001] ont conçu une méthode de

segmentation et de débruitage en utilisant une approximation lisse par morceaux dérivée du

modèle de Mumford et Shah [ Mumford et Shah 1989] [ Mumford et Shah 1985]. Sur la base de

[ Paragios et Deriche 2002], Rousson et al. [ Rousson et al.2003] et Chen et Tseng[ Chen et

Tseng 2007] ont conçu une méthode de segmentation en utilisant le Maximum A Posteriori

(MAP) pour modéliser l’énergie externe. Lee et Seo [ Lee et Seo 2006] ont proposé une
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méthode en deux étapes avec deux fonctions Heaviside décalées. Cependant, sa difficulté

est de savoir comment contrôler le temps pour commencer la deuxième étape, c’est-à-dire

impliquer le terme de régularisation dans l’équation d’évolution. Ces méthodes impliquent

toutes des informations régionales sur l’énergie fonctionnels que les forces externes, et ils

se concentrent sur la façon d’étiqueter les pixels similaires dans les images. Ils sont plus

robustes contre les bruits et insensibles à la position initiale de la courbe que les méthodes

basées sur les contours. Cependant, ces méthodes ne peuvent pas bien segmenter les objets

inhomogènes en raison de l’ignorance des caractéristiques locales.

Contribution

Pour capturer les limites réelles et surmonter les problèmes susmentionnés (c.-à-d., Sensi-

bilité à la position initiale de la courbe et aux fuites aux limites), notre travail consiste essen-

tiellement à présenter une nouvelle et efficace méthode de Level Set stochastique basée sur

la formulation stochastique, pour la segmentation des images. La technique proposée peut

détecter des objets avec des contours faibles en utilisant des informations de contour et de

région comme information préalable. La méthode proposée est caractérisée par l’utilisation

de deux distributions différentes qui conviennent très bien à la modélisation de l’arrière-plan

et l’objet présent dans l’image. À savoir, les distributions Gaussienne et de Rayleigh. Ces

distributions sont utilisées pour modéliser les variables aléatoires de l’objet et de l’arrière-

plan, respectivement. Ce choix est justifié par le comportement à la fois de l’arrière-plan et

de l’objet. Ensuite, une fonction énergétique basée sur une règle bayésienne est minimisée

pour obtenir la segmentation. Le principal objectif de notre approche est d’améliorer la

détection des objets comportant des pièces manquantes. Nous menons plusieurs expériences

en utilisant des images de TDM médicales pour évaluer les performances de notre modèle.

La méthode proposée présente les avantages suivants: 1) par rapport aux LSMs, une

fonction de direction adaptative est conçue pour déterminer automatiquement la direction

de l’évolution de la courbe et rend la méthode plus insensible à la courbe de position initiale;

2) cette fonction fournit une vitesse d’évolution non linéaire pour éviter l’occurrence de fuite

aux contours faibles; et 3) une force d’arrêt pondérée de la probabilité est conçue pour fournir

la capacité de supprimer l’influence de fausses frontières, c’est-à-dire les contours éloignés

des objets.
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Guide de Lecture

Dans le cadre de cette thèse, nous nous sommes intéressés au problème de segmentation

des images médicales par ensembles de niveaux (LEVEL-SET) avec contrainte stochastique.

Ce travail de thèse est divisée en trois parties:

La première partie sera consacré aux concepts de base de l’imagerie médicale (chapitre

1) et la méthode de segmentation par modèle déformable (chapitre 2).

La seconde partie est au cœur de ce travail : Nous mettrons l’accent sur les méthodes

de segmentation par ensembles de niveaux (LEVEL-SET) (chapitre 3), nous présentons et

étudions l’implémentation des algorithmes de Level Set (chapitre 4).

La dernière partie est une partie des techniques évoluées de segmentation d’une image.

Ces techniques ont utilisé pour un problème d’imagerie médicale (chapitre 5) et le chapitre 6

exposera notre contribution principale concernant le problème de segmentation des images

basée sur la technique Level Set avec contrainte stochastique.

Une conclusion générale sera présentée à la fin de ce manuscrit. Les perspectives envis-

agées pour des travaux futurs sont également évoquées.
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Chapitre 1

Techniques d’Imagerie Médicale

Résumé

Dans ce chapitre, nous exposerons les différentes techniques d’acquisition d’image médi-

cale telles les techniques radiographiques (rayon X),ultrasonores, nucléaire et par Résonance

Magnétique (IRM).

Nous allons présenter également le principe physique de l’imagerie Tomographique TDM

ainsi que les différents paramètres qui peuvent affecter la qualité de l’image TDM.
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1.1 Introduction

L’imagerie médicale constitue aujourd’hui un outil extraordinaire d’aide au diagnostic

pour le médecin. Les modalités d’acquisition de l’information ‘image’ sont nombreuses et la

quantité d’images manipulées s’accroît. La radiographie par rayon X constitue la part la plus

importante du marché, l’imagerie ultrasonore, rapide, non invasive et peu onéreuse,gagne du

terrain. Cependant, l’Imagerie par Résonance Magnétique (IRM), la tomographie de même

que la radiologie RX ont un avantage sur l’imagerie ultrasonore pour la qualité des images,

en termes de résolution. Toutefois, l’imagerie ultrasonore constitue la modalité principale

dans certains domaines d’application. Elle peut également être utilisée en complément d’une

autre modalité d’image où les autres modalités d’imagerie présentent un danger pour le pa-

tient. [ Webb 1988]

L’imagerie ultrasonore possède également l’avantage d’être très pratique et simple d’utilisation.

Le médecin a la possibilité de déplacer la sonde échographique très librement pour explorer

les régions suspectes. Par ailleurs, la rapidité d’obtention des images (temps réel) fait de

l’imagerie ultrasonore une modalité d’image très intéressante pour la visualisation et le di-

agnostic des tissus en mouvement. Elle est particulièrement bien adaptée à l’étude du cœur,

(échocardiographie). En effet, la dynamique temporelle (la déformation) des structures

cardio-vasculaires est intimement liée à leur fonction.

L’analyse des images ultrasonores permet de fournir au praticien des informations quan-

titatives fiables en 2D ou en 3D, informations qui complètent l’aspect visuel et qualitatif [

Debashis 2010].

1.2 Types d’Imagerie Médicale

Selon la nature des recherches, on distingue :

• L’imagerie structurelle recueille des informations sur la morphologie des organes,

tissus ou cellules, comme la taille, le volume, la localisation, ou encore la forme d’une

éventuelle lésion, de la zone étudiée ( IRM,TDM, RX,...).

• L’imagerie fonctionnelle encore appelée imagerie métabolique et moléculaire, vise

à étudier le fonctionnement et l’activité physiologique des organes, tissus ou cellules
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par la technologie TEP.

• L’imagerie interventionnelle correspond à l’ensemble des actes médicaux réalisés

sous le contrôle de dispositifs d’imagerie, comme le repérage, le guidage, le contrôle

optimal du geste médical, [ Dominique et al. 2013].

La Figure1.1 résume les types et les différentes modalités et techniques d’acquisition en

imagerie biomédicale .

Figure 1.1: Types et Modalité en Imagerie Médicale.[Dominique et al. 2013]

1.3 Modalité d’Acquisition d’Image Médicale

Le choix de la modalité d’imagerie dépend du problème médical posé, des performances

des technologies et de leur disponibilité. Par exemple, l’acquisition de plus en plus rapide

des images obtenues par IRM a stimulé le développement de l’étude du cerveau.

Les différents appareils d’acquisition d’images médicales sont nombreux et permettent

d’obtenir des informations différentes selon le procédé physique utilisé pour observer les

tissus du corps humain. Certains procédés apportent une information anatomique (imagerie

structurelle) tandis que d’autres détectent la fonctionnalité des organes en offrant une carte

d’activité. Plusieurs modalités sont parfois utilisées pour effectuer un seul diagnostic comme
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c’est illustré dans la Figure 1.2.Pour certaines anomalies, le radiologue doit, à la fois, étudier

l’aspect structurel et fonctionnel d’une zone d’intérêt [ Djamaleddine 2004].

Figure 1.2: Multi Modalité Fonctionnelle du Cerveau humain. [Dominique et al. 2013]

1.3.1 L’imagerie par Résonance Magnétique (IRM)

L’Imagerie par Résonance Magnétique (IRM) est une technologie d’imagerie non invasive

conçue il y a une vingtaine d’années[ Basser et al.1994].Elle produit des images anatomiques

détaillées en deux et trois dimensions.

Elle est souvent utilisée pour la détection, le diagnostic et la surveillance du traitement des

maladies. Elle est basée sur une technologie sophistiquée qui excite et détecte le changement

de direction de l’axe de rotation des protons présents dans l’eau qui constituent les tissus

vivants.

L’IRM utilise des aimants puissants qui produisent un champ magnétique (0.1 et 1,5

Tesla) puissant qui force les protons du corps à s’aligner sur ce champ. Lorsqu’un courant

radiofréquence est ensuite pulsé à travers le patient, les protons sont stimulés et tournent
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hors d’équilibre, se contraignant contre l’attraction du champ magnétique. Lorsque le champ

radiofréquence est désactivé, les capteurs IRM sont capables de détecter l’énergie libérée

lorsque les protons se réalignent avec le champ magnétique. Le temps nécessaire pour que

les protons se réalignent avec le champ magnétique, ainsi que la quantité d’énergie libérée,

varient en fonction de l’environnement et de la nature chimique des molécules. [ Descoteaux

et al .2007] Les médecins sont capables de faire la différence entre différents types de tissus

en fonction de ces propriétés magnétiques comme c’est illustré dans la Figure.1.3.

Figure 1.3: Images IRM. [ Tensaouti 2010]

1.3.2 Imagerie par Ultrasons

Consiste à appliquer une sonde (comme un stylo) contre la peau, cette sonde envoie

des ondes ultrasonores dans le corps. Ces ondes de pression se réfléchissent lorsqu’elles

rencontrent des obstacles. C’est à partir de ces échos que l’image est réalisée. Grâce aux

progrès de l’informatique et du traitement du signal et d’image, cette onde mécanique qui

déforme légèrement les tissus traversés, donne désormais d’informations sur l’élasticité des

organes traversés, on réalise alors une élastographie. [ Shaik et al .2017] Elle permet de voir

une tumeur du sein, plus dure qu’un tissu sain. L’échographie d’un fœtus dans le ventre de

sa mère est illustrée dans la Figure 1.4.
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Figure 1.4: Image Echographique.[ Matsopoulos et al.1994]

1.3.3 Imagerie Nucléaire

Historiquement la découverte de la radioactivité artificielle en 1934 par Irène et Frédéric

Joliot-Curie a été à l’origine de l’émergence d’une discipline médicale nouvelle [ Pierre 2019],la

médecine nucléaire, cette découverte a conduit à la production des isotopes radioactifs des

éléments constituants de la matière vivante et à leur utilisation comme traceurs. L’élément

radioactif est totalement indiscernable de son homologue stable naturel, sauf pour l’une de

ses propriétés : il est capable de manifester sa présence dans l’ensemble des atomes par un

rayonnement électromagnétique ou particulaire émis lors de sa désintégration.

1.3.4 De la Radiographie à la TDM

La radiographie et la tomodensitométrie (ou CT-scan)appartiennent au domaine de la

radiographie standard et sont basées sur l’utilisation des rayons X.

Dans le cas de la radiographie, le faisceau de rayons X est émis en direction de la zone

du corps humain à examiner.

Le scanner CT se compose d’un émetteur (tube à rayons X) et de rangées de récepteurs
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(barrettes). Cet ensemble tourne autour d’une table, sur laquelle est allongé le patient.

L’ensemble émetteur/récepteur tourne autour de celui-ci pour acquérir les différentes

radiographies à des angles de vues différents. Chaque radiographie (appelée projection) est

récupérée suivant un angle de l’émetteur/récepteur. L’ensemble des projections sur 180 ou

360 degrés permet de reconstruire la coupe finale de l’examen [ Balacey 2013].La fonction-

nement d’une Scanographie est illustrée dans la Figure 1.5.

Figure 1.5: Fonctionnement d’une Scanographie. [ Balacey 2013]

Les images tomographiques, quant à elles, représentent des tranches ”1-10 mm”comme

c’est montré sur la Figure 1.6 transverses du patient, permettant ainsi une visualisation

indépendante de toutes les structures

Figure 1.6: Radiographie contre TDM. [Balacey 2013]
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De plus, comparativement à la radiographie, la tomodensitométrie permet une meilleure

distinction des tissus mous et des liquides. Cette distinction n’est pas aussi dramatique que

celle fournie à l’aide de la résonance magnétique ou de l’échographie, mais demeure toute

fois supérieure à celle obtenue à l’aide de la radiographie.

De façon générale, la force de la tomodensitométrie réside dans sa capacité à évaluer les

structures osseuses. Aussi, l’examen de TDM est pour certaines régions anatomiques: la

tête, le thorax, l’abdomen et le pelvis.

L’amélioration technologique marquée des appareils plus récents, dont la grande rapidité

d’acquisition d’images, permet maintenant d’imager de façon extraordinaire les structures du

thorax et de l’abdomen. La tension et la charge, comme en radiographie, servent à contrôler

l’intensité, donc la pénétration des rayons X dans les tissus [ Decoupigny 2011].

1.4 Limitations

Malgré ses nombreux avantages, la tomographie comporte certaines limites d’un point de

vue diagnostic. Des artéfacts reliés à la mécanique du système ou à la technique d’acquisition

des images peuvent engendrer de faux diagnostics ; Mentionnons, le mouvement chez les pa-

tients lors du scan (respiration, etc.), qui peut provoquer un flou significatif. Les tomographes

hélicoïdaux à balayage rapide permettent de limiter l’impact de cet artéfact [ Fousseyni 2008].

La tomographie repère des anomalies qui ne sont pas visibles sur les radiographies stan-

dard ou à l’échographie comme l’infections, l’hémorragie, les kystes, les tumeurs, les gan-

glions. Elle étudie les tissus durs, notamment les os. Elle permet enfin de guider des

ponctions d’organes profonds, évitant une intervention chirurgicale.

1.5 Télémédecine et Covid-19

Les Technologies de l’Information et des Communications (TIC) ont complètement changé

la façon dont les humains interagissent avec l’environnement et ont influencé positivement

la façon dont les équipements de base sont fournis aux citoyens, y compris les soins de

santé. Durant la crise Coronavirus Disease 2019 (COVID-19), la télémédecine a été

au cœur des dispositifs de gestion de la crise sanitaire contribuant au tri et au suivi des
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patients suspects de COVID-19 et à une meilleure coordination du parcours des patients.

Une collaboration inédite entre les différents acteurs du réseau de soins et un recours sans

précédent aux outils de télémédecine ont permis ainsi d’assurer une prise en charge des

patients, notamment les plus vulnérables, tout en préservant les soignants de première ligne.

La télémédecine a bénéficié d’un assouplissement temporaire des réglementations encadrant

sa pratique, favorisant son déploiement durant cette crise. [ Kenneth et al.2020]

La télémédecine comme moyen de réduire la propagation de Covid-

19

Le mot ”Tele” est dérivé du mot grec qui signifie ”à distance” . La télémédecine est

l’utilisation des télécommunications et des technologies informatiques pour fournir soigner

et échanger des informations de santé où la distance est un facteur critique [ Mandellos et

al. 2009].

Bien que la télémédecine soit parfois utilisée de manière interchangeable avec la télésanté

[ Lindsey 2019], la télésurveillance et la télé soins, chacun d’eux fait référence à différentes

façons d’utiliser les TIC pour fournir des services de santé. La principale distinction réside

dans la manière dont les TIC sont utilisées pour soutenir les soins de santé, les services soci-

aux, la santé publique et l’éducation sanitaire. Le National Health Service[ NHS 2004] décrit

la télémédecine comme l’utilisation des TIC pour soutenir l’échange d’informations sur la

santé entre les professionnels de la santé pour le diagnostic ou la référence, et a tendance à

se concentrer sur des applications cliniques spécifiques telles que la télédermatologie ou la

téléradiologie.

La télémédecine utilise des communications textuelles audio, visuelles et de données in-

teractives en temps réel pour fournir des soins de santé, un diagnostic, une consultation, un

traitement, un transfert de données médicales et une éducation [ Jerant et Epperly 1997], [

Craig et Petterson 2005], [ Diamantidis 2017].

En termes spécifiques, Télé care est l’utilisation des TIC pour offrir des services de santé

et de soins sociaux directement à un utilisateur de services de santé. Il s’agit d’un ensemble

de moyens ou de méthodes pour améliorer la prestation et le soutien des soins de santé, de la

santé publique et de l’éducation sanitaire à l’aide des technologies des télécommunications [

SCT 2010].
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La télésurveillance combine Télé soins et Télésanté [ CCHP 2014]. La télémédecine et la

télésanté sont utilisées pour gérer à distance les conditions à long terme, y compris la presta-

tion de services de santé à distance en utilisant une gamme de technologies telles que le

téléphone, le chat de relais Internet et les consultations vidéo pour soutenir le diagnostic

et la gestion, en plus des réseaux cliniques et des professionnels de la santé l’éducation [

Ohannessian 2015] et de minimiser l’exposition des soignants et des professionnels de la santé

aux infections des patients qu’ils prennent en charge.

Avant COVID-19, l’application de la télémédecine dans les situations d’urgence était une

pratique connue bien qu’avec différentes variantes d’utilisation dans différents scénarios.

Dans les situations épidémiques, [ Ohannessian 2015] révèle cinq circonstances dans lesquelles

la télémédecine est applicable comme suit:

• Soins de santé à domicile pour les personnes asymptomatiques.

• Services de suivi de santé pour les personnes asymptomatiques.

• Soins de santé spécialisés pour les individus symptomatiques et isolés.

• Services de santé spécialisés d’un centre de référence à un établissement de santé local.

• Services de santé d’un établissement de santé en quarantaine pour traiter les patients

qui ne peuvent pas accéder à l’établissement.

Pour sa capacité à apporter des services de santé vers ou depuis des sites éloignés à

travers les frontières géographiques, la télémédecine est certainement un outil ingénieux lors

des pandémies de proportion de COVID-19.
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1.6 Conclusion

Dans ce Chapitre, nous avons abordé le volet généralité de l’imagerie médicale, et ses

différents types et modalités. Une attention particulière a été dédiée aux images tomoden-

sitométrie et leurs principe physique. Cette modalité sera utilisée pour tester les méthodes

de segmentation développées au cours de ce travail de thèse, on a parlé aussi autour la

Télémédecine comme moyen de réduire la propagation de Covid-19.

En raison de l’évolution rapide des techniques d’imagerie médicale, les médecins disposent

de nombreuses possibilités d’examens, adaptées aux besoins spécifiques du patient.

Une bonne utilisation de l’imagerie médicale est essentielle pour un bon diagnostic ou un

bon suivi. L’imagerie médicale nous apprend si un os du petit doigt est fêlé́, mais elle sauve

aussi des vies.
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Chapitre 2

Techniques de Segmentation à Base

de Contours Actifs

Résumé

La phase de segmentation constitue une étape importante dans le traitement et l’interprétation

des images médicales ; elle représente l’une des étapes les plus difficiles pour l’extraction des

paramètres pertinents de l’image et fait partie d’un domaine de recherche très actif et très

riche. Dans ce Chapitre, nous effectuerons un tour d’horizon sur les différentes techniques

de segmentation des images à base de contours actifs.
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2.1 Introduction

La segmentation d’images est une étape incontournable dans tout processus d’analyse

d’image. C’est un traitement de bas niveau qui précède l’étape de mesure, de compréhension

et de décision. Elle a pour but de déterminer les régions d’une image cohérentes, au sens

d’un critère fixé apriori. De nombreux critères de segmentation existent, suivant le domaine

d’application et le type d’images traitées, un critère donné prendra en compte le niveau de

gris, la texture, la couleur, la profondeur ou le mouvement [Jain et al.1999].

Nous aborderons dans ce chapitre les principales méthodes de segmentation, accompag-

nées de brèves descriptions et quelques illustrations. Une grande attention sera portée aux

méthodes de contours actifs, du moment qu’elles constituent le cadre de ce travail de thèse.

2.2 Segmentation des Images

La segmentation est un processus important en traitement d’images, elle consiste à par-

titionner une image en plusieurs régions. Ce processus aidera à trouver des zones d’intérêt

dans une image et également la rendre plus simple et plus significative à évaluer.

Une définition formelle de la segmentation d’images a été donnée par Horowitz et Pavlidis

[Steven et Theodosios 1976]. On peut définir la segmentation comme étant une partition d’une

image en n ensembles appelés régions tels que :

• La segmentation doit être complète (c’est-à-dire, chaque pixel doit être affecté à une

classe).

• Les pixels appartenant à la même région doivent être connectés.

• Les régions doivent être disjointes.

En termes mathématiques :
Un
i=1Ri = I

Ri ̸= ∅ ∀i = 1...n

Ri ∩Rj = ∅ ∀i, j avec i ̸= j

(2.1)
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Où Un
i=1Ri est l’ensemble des régions formant l’image I .

Dans un contexte médical, les régionsRi correspondent aux différentes structures anatomiques

constituant les différentes régions d’intérêt. La détermination automatique du nombre de

régions N est une vraie problématique [Cocquerez,et Philipp. 2000]. Souvent, la valeur N est

supposée être connue comme étant une information à priori sur les structures anatomiques

en investigation.

Il est difficile de définir d’une manière absolue, une bonne méthode de segmentation. Le

choix d’une technique est lié à :

• La nature de l’image (éclairage, contours, texture, etc.)

• Aux opérations en aval de la segmentation (compression, reconnaissance des formes,

mesures, etc.)

• Aux primitives à extraire (droites, régions, textures, etc.)

• Aux contraintes d’exploitation (temps réel, espace mémoire, etc.)

2.3 Méthodes Classiques de Segmentation des Images

La segmentation est un problème ouvert et sa complexité et sa diversité justifient de nom-

breuses techniques. Les techniques de segmentation peuvent être classées en deux grandes

approches, à savoir: approches par régions et approches par contours . Ces deux approches

sont duales car une région définit une ligne sur son contour et une ligne fermée définit une

région intérieure. [Rousselle 2003].

Toutes ces approches visent à l’extraction des indices visuels. Après de nombreuses

années passées à rechercher la méthode optimale, les chercheurs ont compris que la segmen-

tation idéale n’existait pas. On peut même montrer que le problème de la segmentation est

le plus souvent un problème mal posé. Etant donnée une image, il existe toujours plusieurs

segmentations possibles. Une bonne méthode de segmentation sera donc celle qui permettra

d’arriver à une bonne interprétation. Elle devra donc avoir simplifié l’image sans pour autant

en avoir trop réduit le contenu.

Dans le paragraphe suivant, nous aborderons les deux classes de segmentation.
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2.3.1 Segmentation par Approches Régions

Les méthodes de cette approche s’intéressent au contenu de la région (des informations

locales ou globales). Elles regroupent les pixels vérifiant des propriétés communes (niveau

de gris, écart-type,...).

Il existe une multitude de techniques de segmentation en régions qui possèdent chacune

plusieurs variantes. Nous allons en citer quelques-unes ci-dessous:

Méthodes de Seuillage

Le seuillage est la méthode la plus simple de segmentation d’image. À partir d’une

image en niveaux de gris, le seuillage peut être utilisé pour créer des images binaires. Les

images binaires sont produites à partir d’images couleur par segmentation. La segmentation

est le processus d’attribution de chaque pixel de l’image source à deux classes ou plus.

S’il y a plus de deux classes, le résultat habituel est plusieurs images binaires. Dans le

traitement d’image, le seuillage est utilisé pour diviser une image en segments plus petits,

ou en utilisant au moins une valeur de couleur ou d’échelle de gris pour définir leur limite.

L’avantage d’obtenir d’abord une image binaire est qu’elle réduit la complexité des données

et simplifie le processus de reconnaissance et de classification. Ces méthodes peuvent être

divisées, entre autre, en deux catégories. Les méthodes de seuillage globale et les méthodes

de seuillage local.[Bhargavi et Jyoth 2014]

Méthodes de classification

Les problèmes de classification s’attachent à déterminer des procédures permettant

d’associer une classe à un objet (individu). Ces problèmes se déclinent essentiellement en

deux variantes selon Bezdek [Bezdek et al.1993 ]: la classification dite supervisée et la clas-

sification dite non supervisée (automatique).

Segmentation par croissance de régions

Cette méthode se base sur la notion de germe. Un germe est un pixel ou un ensemble

de pixels (région), défini initialement automatiquement ou manuellement par l’utilisateur.

Cette région va croitre, en agrégeant itérativement, les pixels voisins vérifiant les mêmes

propriétés. La croissance de régions consiste, à partir d’un pixel de départ, appelé germe, à

déterminer itérativement la région en gardant les pixels connexes à la région de l’itération

précédente qui satisfont un critère donné. [Schettini 1993],[Tremeau et Borel 1997].
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Partant de germes (seeds), on applique successivement à l’image des prédicats sévères.

Ainsi, on commence à associer aux germes les seuls pixels qui satisfont au mieux ces prédicats.

La décision d’agréger un pixel à une région se fait alors le plus souvent sans ambiguïté à

moins que ses distances à deux régions soient égales (et en ce cas un choix quelconque est peu

décisif). La plus importante est la décision de regrouper deux régions qui sont adjacentes et

qui vérifient le prédicat [Adams et Bishof 1994].Il est préférable de traiter la fusion des régions

après la segmentation, en acceptant donc une sur-segmentation de l’image, plutôt qu’une

fusion abusive qui ne serait plus récupérable.

Segmentation par division /fusion Ce type de méthode consiste à diviser l’image,

considérée comme une région initiale, en région de plus en plus petites. Le principe consiste

à tester d’abord le critère d’homogénéité retenu sur l’image entière, si le critère est valide,

l’image est considérée comme segmentée; sinon, l’image est découpée en zones plus petites

et la méthode est réappliquée sur chacune des zones nouvellement obtenues. [Strasters et

Gerbrands 1991]

2.3.2 Détection de Contours

La détection des contours représente une des opérations les plus utilisées dans le traite-

ment d’images (reconnaissance de forme, analyse, détection,...). Les contours définissent

les formes d’objets dans une scène. Ces contours correspondent aux fortes variations de la

valeur des pixels. Une bonne technique de détection de contours doit pouvoir différentier

entre les variations causées par les bruits dans l’image ou les variations de texture des objets,

et celles provoquées par les contours. Souvent les résultats d’une détection de contours sont

présentés comme un sous-ensemble des pixels dans l’image formant ses contours. Ces pixels

contours sont affichés comme une autre image . La Figure 2.1 représente l’image résultante

par la technique de détection de contours. [Cocquerez et Philipp 1995].

Par définition, un contour est une brusque variation de niveau de gris dans une image

d’une amplitude a et avec une pente p. Un contour peut être défini comme une ”marche

d’escalier” si le contour est net, comme une ”rampe” si le contour est plus flou ou comme

un ”toit” s’il s’agit d’une ligne sur un fond uniforme. Figure 2.2 . [Henri 2003]
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Figure 2.1: Segmentation par Détection de Contours

Figure 2.2: Types de contours

Synthèse Malgré la large application des approches classiques de segmentation suscitées

d’une manière non exhaustive, elles présentent beaucoup de limitations. L’approche seuil-

lage exige, pour avoir un résultat satisfaisant, que l’histogramme de l’image doit contenir

des pics bien distincts. De plus, le choix du nombre de classes de niveau de gris nécessaire

est important et est difficile à déterminer. Un simple seuillage ne permet pas d’obtenir une

région géométriquement connexe. Cette méthode reste principalement efficace dans le cas

particulier de la segmentation en deux classes, c’est-à-dire le passage à une image binaire.

L’approche croissance de régions est généralement affectée par le bruit. Les approches

régions sont généralement plus gourmandes en calcul. L’approche contour, quant à elle,

nécessite souvent un algorithme de fermeture de contour. Ces limitations sont à la base de

proposer d’autres approches optimisées de segmentation plus efficaces et qui sont suffisam-

ment génériques pour être adaptées à différents problèmes. Les contours actifs font partie

des méthodes améliorées de segmentation.
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2.4 L’Approches Contours Actifs

Les contours actifs (Active Contour Models : ACMs) tirent leur origine des mod-

èles élastiques [Burr 1981], mais la communauté s’accorde à les attribuer à l’équipe Kass,

Witkinet Terzopoulos [Kass et al.1988], qui introduisirent les snakes ou courbes minimisantes

[Rousselle 2003]. Les snakes tiennent leur nom de leur aptitude à se déformer comme des ser-

pents. Depuis la publication de cette équipe, les modèles déformables sont devenus un sujet

très important pour la communauté du traitement d’images. De très nombreuses équipes

s’y sont intéressées de manière plus ou moins approfondie. [McInerney et Terzopoulos 1996].

Les domaines d’utilisation sont nombreux tant en 2D qu’en 3D tels: la reconnaissance

de formes, le suivi de scènes, la segmentation d’images. [Rousselle 2003]

Nous allons d’abord détailler le principe des contours actifs puis nous exposerons les

modèles les plus utilisés.

Les contours actifs sont définis comme étant une évolution d’une courbe, une surface 2D,

ou un volume 3D, dans une image dont l’état final défini les contours de l’objet détecté. La

Figure 2.3 illustre l’évolution d’une courbe jusqu’à la convergence au contour final.

Figure 2.3: Evolution d’un Contour Actif. [Bernard 2012]

Un modèle de contour actif est formé d’un enchainement de points mobiles et répartis

sur une courbe en deux dimensions. La courbe qui peut être fermée, est placée dans la zone

d’intérêt de l’image ou autour d’un objet. Plusieurs équations décrivent son évolution: la

courbe se déplace et épouse lentement les contours des objets en fonction de divers paramètres

comme l’élasticité, la tolérance au bruit comme c’est montré sur la Figure 2.4.

Cette force est basée sur la notion d’énergie interne et externe, le but étant de minimiser
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l’énergie totale présente le long de la courbe. Des contraintes permettent de conserver une

courbe lisse avec des points équidistants tout en laissant un certain champ libre pour les

déformations.

L’évolution se fait de manière itérative et les algorithmes peuvent faire l’objet de diverses

optimisations et techniques numériques.

Figure 2.4: Principe des Contours Actifs.[Gastaud 2005]

Le principe de cette méthode est de déplacer les points pour les rapproches des zones de

fort gradient tout en conservant les caractéristiques initiales comme la courbure c, change-

ment de forme du contour ou d’autre contraintes liées au positionnement des points.

Le domaine de définition de la courbe est normalisé à [0,1] et le paramètre est l’abscisse

curviligne. Avec s le paramètre de position spatiale le long de la courbe dans l’image et t

l’évolution temporelle de la courbe dans l’image.

Soient v(s, t) la position d’un point de la courbe à un instant t et x, y les coordonnées

cartésiennes d’un point de l’image ,l’équation qui caractérise une courbe paramétrée dans

une image est l’équation de Snake (2.2):

v(s, t) = [x(s, t), y(s, t)]t,∀(s, t) ∈ [0, 1]×[0,+∞] (2.2)

Nous allons, maintenant, examiner les différentes énergies en jeu.
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2.4.1 Energies

La fonctionnelle d’énergie attachée au contour actif est composée de trois énergies.[Rousselle

2003].

Esnake =

∫ b

a

[Einterne(v(s)) + Eexterne(v(s)) + Econtexte(v(s))] ds (2.3)

Où: a et b représentent les extrémités du Snake.

• Une énergie propre, due uniquement à la forme du contour, dite énergie interne Einterne.

• Une énergie potentielle imposée par l’image dite énergie externe Eexterne. C’est elle qui

va attirer la ligne du Snake vers les contours réels présents sur l’image.

• Une énergie de contexte Econtexte qui exprime certaines contraintes supplémentaires qui

peuvent être imposées par l’utilisateur selon le Snake qu’il veut obtenir.

Ces énergies vont permettre au contour actif d’évoluer pour prospecter la position

d’énergie minimale qui sera ainsi un arrangement entre les diverses contraintes du prob-

lème.

Nous allons préciser ces trois types d’énergies.

• L’énergie interne Einterne gère la régularisation du contour actif. Elle maintient la

cohésion des points et la raideur de la courbe. C’est le modèle physique type « plaque

- membrane mince ». L’énergie interne est calculée à partir de deux forces appelées

élastique qui influe sur le rayon de courbure du contour en conduisant les points du

contour à se positionner de manière à être équidistants et la force de courbure comme

suit :

Einterne = α(s)Eelastique + β(s)Ecourbure

= α(s)

(
dv

ds

)2

+ β(s)

(
d2v

ds2

)2

(2.4)

Où

α : Facteur d’élasticité .

β : Facteur de rigidité du contour permettant ainsi d’obtenir des courbes plus ou moins

lisses.

Le but est de limiter l’influence des effets externes sur la déformation du contour.
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• L’énergie externe Eexterne prend en compte les caractéristiques de l’image traitée, cet

énergie correspond à l’adéquation aux données. Parmi les énergies externes existantes,

nous citons l’énergie de gradient. Cette énergie externe prend en compte les caractéris-

tiques de l’image. Notons ici que ce sont les contours de formes qui sont recherchés

donc les points de fort gradient ou des points ayant une propriété de position par

rapport à une couleur donnée.

• L’énergie contexte Econtexe (énergie de contrainte),permet d’introduire des connais-

sances a priori sur ce que nous cherchons. Entre autres, nous définissons l’énergie

ballon introduite par Laurent D.Cohen [Cohen 1991]. La force ballon va tendre à gon-

fler le contour actif ou accélérer sa rétraction selon le coefficient d’énergie de ballon

introduit, un coefficient positif va concentrer le snake, alors qu’un coefficient négatif

va rendre le Snake expansif. De plus, cette force va permettre de dépasser les contours

présentant un faible gradient et ainsi de sortir du bruit pour atteindre une frontière

plus fortement marquée.

Cette énergie est définie par la formule suivant :

Econtexe = Eimage = −λ(s)|∇I(v(s))|2 (2.5)

λ : est un facteur qui dépend de l’image I initiale.

∇ : est l’opérateur gradient.

2.4.2 Implémentations de la Méthode

Dans la méthode des contours actifs, il s’agit de minimiser une fonctionnelle d’énergie

(Eq.2.3), composée d’une énergie interne, d’une énergie de contexte et d’une énergie externe.

Dans le cas d’absence de contraintes extérieures, cette énergie pourra être négligeable,

l’énergie totale se résume à la relation formule (2.6):

E(v(s)) =

∫
Ω

αv′(s)2ds+

∫
Ω

βv′′(s)2ds−
∫
Ω

λ|∇I(v(s))|2ds (2.6)

Dans cette équation, v’ et v’’ les dérivées premières et secondes du contour, I représente

la fonction intensité de l’image à segmenter, s est l’abscisse curviligne le long de la courbe,

α, β et λ sont des constantes réelles positives. Les deux premiers termes de l’équation
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(2.6) définissent une contrainte interne au contour. Ce sont des termes de régularisation

du contour qui déterminent son élasticité (premier terme) et sa rigidité (second terme). Le

dernier terme est un terme d’attache aux données. Il attire le contour vers les zones de forts

gradients de l’image. [Herbulot. 2007]

On utilise l’équation d’Euler (Eq.2.7), pour minimiser la fonction d’énergie (2.6):

− αv′′(s) + βv(4)(s) +∇P (v) = 0 (2.7)

Tel que

P (v) = −λ(s)|∇I(v(s))|2 (2.8)

La courbe est attirée par le minimum local du potentiel, c’est à-dire les maxima locaux du

gradient, donc des contours.

Afin de simplifier l’écriture, on pose:

F (v) = −∇P (v) (2.9)

L’équation de l’énergie à minimiser (avec α et β constants) devient donc :

− αv′′(s) + βv(4)(s) = F (v(s)) (2.10)

Les dérivées de l’équation de l’énergie sont résolues par la méthode de différences finies. On

les met alors sous forme matricielle, nous donnant ainsi le schéma d’évolution suivant:

AV = F (2.11)

Avec A est une matrice « presque» penta diagonale de taille n*n en fonction des coefficients

α et β: [Berger 1991]

A =



2α + 6β −α− 4β β 0 0 ...

−α− 4β 2α + 6β −α− 4β β 0 ...

β −α− 4β 2α + 6β −α− 4β β ...

0 β −α− 4β 2α + 6β −α− 4β ...

0 0 β −α− 4β 2α + 6β · · ·
... ... ... ... ... ...


(2.12)

Ce schéma aboutit à l’équation:

(Id+ τA)V t = V t−1 + τF
(
V t−1

)
(2.13)

29



Chapitre 2 Techniques de Segmentation à Base de Contours Actifs

Soit :

V t = (Id+ τA)−1 (V t−1 + τF
(
V t−1

))
(2.14)

Où :

Id : Est la matrice identité de taille (nXn)

τ : Est le pas du temps qui contrôle la vitesse de déplacement du Snake.

On déduit la position à l’itération t en fonction des forces liées à l’image et de la position

t − 1. Le critère de convergence c’est lorsque V t et V t−1 sont très proches, pour assurer

l’arrêt du processus.

Rappelons qu’une matrice panta-diagonale est une matrice quadratique avec 5 diagonales

non nulles: la diagonale principale deux sous-diagonales supérieures u et v, puis deux sous-

diagonales inférieures L et m.

2.4.3 L’Algorithme du Contour Actif

L’algorithme si dessous montre le fonctionnement de l’équation de Snake :[Rousselle 2003]

Faire

Pour tous les points du Snake

Pour tous les points du voisinage

Calculer les énergies

Fin pour

Pour tous les points du voisinage

Normalisation

Fin pour

Minimiser pour obtenir le nouveau point

Fin pour

Jusqu’au critère d’arrêt

Le critère d’arrêt dans cet algorithme est la stabilité des points du Snake . Il est représenté

par le pourcentage du nombre des points qui ne bougent pas pendant un certain nombre

d’itérations.

30



Chapitre 2 Techniques de Segmentation à Base de Contours Actifs

Synthèse

L’expression des Snake est utilisée dans de nombreuses applications telles que: la segmen-

tation, la détection de contours, le suivi spatio-temporel d’objet et dans la vision robotique...

En revanche, ce modèle présente plusieurs inconvénients [Osher et Sethian 1988]. En effet,

la convergence de l’algorithme de minimisation dépend beaucoup du choix du positionnement

de la courbe initiale et un seul objet peut être segmenté à cause des changements topologiques

non permis. De plus, si des zones de fort gradient ne sont pas rencontrées, le contour peut

disparaitre. Enfin des problèmes d’instabilité numériques peuvent apparaître à cause du

second terme de l’équation.

2.5 Evaluation de la Segmentation

Parmi les travaux réalisés dans le domaine de la segmentation d’images, rares sont les

personnes qu’ont évalué leurs algorithmes. Pour évaluer une segmentation, il existe des

bases d’images synthétiques dont la segmentation est connue . Parmi ces bases d’images,

nous pouvons citer la base d’images Brainweb [Brainweb 2017].

Les principaux critères de segmentation sont:

• Coefficient de Dice

Coefficient de Dice ou encore appelé Kappa Index permet de mesurer la ressem-

blance entre deux régions. Notons r une région issue du résultat de segmentation et

r∗ la même région dans la vraie segmentation :

Dice = 2.TP

2.TP + FN + FP
(2.15)

Tel que

TP (true positive) : nombre de pixels présents dans r∗ et présents dans r.

Fb (False positive) : nombre de pixels présents dans r∗ et absents dans r.

FN (False Negative) : nombre de pixels absents dans r∗ et présents dans r.

Le coefficient de Dice est entre 0 et 1. lorsqu’il est égal à 1, la segmentation est

parfaite.
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• PSNR (Pic Signal to-Noise-Ratio)

Est définit par :

PSNR = 10 log10
(

d

MSE (A,B)

)
(2.16)

d : la valeur maximale possible de l’image.

MSE (A,B) : l’Erreur Quadratique Moyenne (Mean Square Error). Elle est calculée

entre le contour de référence (A) et le résultat de contour d’un algorithme (B).

MSE (A,B) =
1

MN

M∑
m=1

N∑
n=1

∥A (m,n)−B (m,n)∥2 (2.17)

Plus le PSNR est grand plus l’algorithme est efficace.

• Hausdorff distance (HD)

En mathématiques, et plus précisément en géométrie, la distance de Hausdorff1

est un outil topologique qui mesure l’éloignement de deux sous ensembles d’un espace

métrique sous-jacent. Cette distance apparait dans deux contextes bien différents.

Pour le traitement d’images, elle est un outil aux propriétés multiples, source de nom-

breux algorithmes. Elle indique si deux formes sont les mêmes et, si elles sont dif-

férentes, la distance quantifie ces dissemblances. En dimension 2, la distance de Haus-

dorff permet de numériser une image ou encore de reconnaître une forme. [Rockafella

et Roger 1998]

Hausdorff = max (D1 (A,B) , D1 (B,A)) (2.18)

Ou:

- A : le contour de référence.

- B : le résultat de contour d’un algorithme.

- D1 (A,B) = max
x∈A

(
min
y∈B

(∥x− y∥)
)

• Mean Sum of Square Distance (MSSD)

Ce critère est utilisée comme estimation de la variance. Il est calculé en prenant

la somme des différences entre les observations consécutives au carré, puis en prenant

la moyenne de cette somme et en la divisant par deux.

MSSD =
1

N

N∑
n=1

D2
2 (A,B(xn)) (2.19)
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- A : le contour de référence .

- B : le résultat de contour d’un algorithme.

- N : est la taille du contour résultante .

- D2 (A,B(xn)) = min
y∈A

(∥y − x∥).

Notre méthode de la segmentation est parfaite et plus efficace quand Hausdorff

distance (HD) et le MSSD sont plus petits et vice versa.

2.6 Conclusion

La segmentation est une étape primordiale en traitement d’image et du fait qu’il n’existe

pas de méthode unique de segmentation, il est difficile de définir, de manière absolue, une

« bonne » segmentation. La segmentation n’est pas une fin en soi, sa qualité est fonction

des résultats obtenus par les traitements situés en aval qui utilisent les primitives extraites.

Le problème majeur de la segmentation basée sur les contours est la fermeture des contours

[Cocquerez et Philipp 1995], d’autre part, la segmentation basée sur les régions peut s’avérer

« gourmande » en calcul. En l’absence de contextes particuliers, puisque la qualité du résultat

est principalement subjective et que la finalité d’utilisation de la segmentation obtenue influe

sur la perception de qualité de ce résultat, le choix d’une technique plutôt qu’une autre est

assez difficile.

Les contours actifs ainsi que la segmentation en ensemble de niveaux (Level Set) sont

développés pour palier aux problèmes des méthodes classiques de segmentation. La partie

suivante portera sur les méthodes Level Set qui constituent le contexte de ce travail de thèse.
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DEUXIEME PARTIE

Segmentation par la méthode des

ensembles de niveaux (Level Set)
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Chapitre 3

Méthode des Ensembles de Niveaux

(Levels Set)

Résumé

Dans ce chapitre,nous étudierons le principe de la segmentation à base de Level Set selon

plusieurs modèles. Plus précisément,nous mettrons l’accent sur six approches de

segmentation, à savoir:méthode de Caselle, méthode de Chan Vese, méthode de Chumming

Li, méthode de Lankton, méthode de Bernard et méthode de Shi.Une étude comparative

des méthodes considérées sera exposée à la fin du chapitre.
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3.1 Introduction

Au cours de la dernière décennie, le Modèle de Contour Actif (ACM: Active Contour

Model) (également appelés Snakes ou modèles déformables) [Kass et al.1987] est devenu très

populaire pour une variété d’application, notamment la segmentation d’images médicales et

le suivi de mouvement [Chi-hau Chen 2014].

L’ACM original proposé par Kass et al. [Kass et al.1987] déplace les courbes paramétriques

explicites pour extraire les objets dans les images. Cependant, l’ACM paramétrique présente

certains inconvénients intrinsèques, tels que sa difficulté à gérer les changements topologiques

et sa dépendance de paramétrage [Osher Sethian 1988].

La Méthode de Level Set (LSM : Level Set Method) (ensembles de niveaux) proposée

plus tard par Osher et Sethian [Osher et Sethian 1988] représente implicitement la courbe par

le niveau zéro d’une fonction de dimension élevée, et elle améliore significativement ACM

en étant libre de ces inconvénients [Osher et Sethian 1988] [Caselles et al.1993] [Malladi et

al.1995].

Les méthodes de Level Set peuvent être classées en méthodes basées sur des Equations aux

Dérivées Partielles (PDE) [Peng et al.1999] et des méthodes variationnelles [Li et al.2005].

L’évolution de l’ensemble de niveaux du LSM basé sur PDE est directement dérivée de la

considération géométrique des équations de mouvement [Weickert et Kuhne 2003], qui peuvent

être utilisées pour implémenter la plupart des ACM paramétriques, tels que les Snakes de

Kass et al. [Kass et al.1987] et les contours actifs géodésiques [Caselles et al.1997].

L’évolution de l’ensemble de niveaux du LSM basé sur les méthodes variationnelles est

dérivé en minimisant une certaine énergie fonctionnelle définie sur l’ensemble de niveaux [Li

et al.2005], comme Chan-Vese [Chan et Vese 2001], ACM de lissage par morceaux de Vese et

Chan [Vese et Chan 2002] .De plus, le LSM variationnel peut être facilement converti en LSM

basé sur PDE en modifiant légèrement l’équation LSE tout en gardant la solution finale à

l’état stable inchangée [Zhao et al .1996].

Dans ce chapitre nous détaillerons la technique de Level Set et ses différentes approches.

L’objectif de cette partie de travail est d’établir une étude comparative entre les variantes

de LSM pour pouvoir situer par la suite notre contribution principale.
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3.2 Méthodes des Ensembles de Niveaux (Level Set)

La méthode Level Set pour capturer des interfaces et des formes dynamiques a été

introduite par Osher et Sethian [Osher et Sethian 1988] en 1987. Certaines idées clés de la

méthode des ensembles de niveaux ont été proposées plus tôt par Dervieux et Thomasset

[Dervieux et Thomasset 1980], à la fin des années 1970, mais leur travail n’a pas attiré beaucoup

d’attention. Ce n’est qu’après les travaux d’Osher et de Sethian dans [Osher et Sethian

1988], que la méthode de Level Set est devenue bien connue et a depuis lors eu un impact

considérable dans diverses applications, telles que la géométrie informatique, la dynamique

des fluides, le traitement d’image et la vision par ordinateur.

Dans les applications de traitement d’image et de vision par ordinateur, la méthode

des ensembles de niveaux a été introduite indépendamment par Caselles et al. [Caselles et

al.1993] et Malladi et al. [Mallad et al.1995] dans le cadre de modèles de contour actifs [Kass

et al.1987] pour la segmentation d’images.

L’idée de base de la méthode de l’ensemble de niveaux est de représenter implicitement

un contour via une fonction bidimensionnelle continue ϕ(x, y) définie sur le plan de l’image,

ϕ(x, y) appelée Fonction Level Set (ensemble de niveau) (LSF), généralement le niveau zéro,

de ϕ(x, y) est défini comme un contour tel que :

C = {(x, y) : ϕ (x, y) = 0} ,∀ (x, y) ∈ Ω (3.1)

Où

Ω désigne le plan entier de l’image.

La Figure.3.1 illustre le processus de l’évolution de la fonction Level Set.
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Figure 3.1: Evolution de la Fonction Level Set.[Vigneaux 2007]

Comme la fonction Level Set ϕ (x, y) passe de sa phase initiale, vers l’ensemble de contours

C correspondant c’est-à-dire le contour bleu se propage vers l’extérieur. Avec cette définition,

l’évolution du contour est équivalente à l’évolution de la fonction Level set, c’est à-dire :

∂C

dt
=

∂Φ (x, y)

dt
(3.2)

L’avantage principal de cette méthode est la possibilité de gérer automatiquement le

changement de topologie de la courbe en évolution. La courbe C peut être divisée en deux ou

trois courbes, Inversement plusieurs courbes peuvent fusionner et devenir une seule courbe.

L’utilisation de plusieurs contours initiaux augmente la vitesse de convergence en coopérant

rapidement avec le contour voisin le plus proche. Donc, les méthodes des Level Set peuvent

détecter plus d’une frontière simultanément et une multitude de contours initiaux peuvent

être placés. La Figure.3.2 montre un exemple des changements topologiques d’une fonction

Level Set. La méthode des Ensembles de Niveau Zéro est capable de réaliser ce changement

en utilisant une fonction d’ordre supérieure ϕ : RN+1 → RN [Gomes et Faugeras 1999],

[Sethian 1995], pour simuler C. C étant le niveau zéro de la courbe d’ordre supérieur

C(t) = {s ∈ R2/ϕ(s, t) = 0} Le niveau zéro (C) peut se diviser tandis que la fonction
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ϕ reste continue.

Figure 3.2: Changement de la Topologie Observée dans l’Evolution de la Fonction Level

Set.[Vigneaux 2007]

La caractéristique principale des méthodes des Levels Set est qu’un contour peut être défini

comme la frontière identifiée par la vérification du signe de ϕ (x, y). La fonction de Level Set

initiale ϕ (x, y) peut être donnée par la distance signée du contour initial comme suit :

Φ0 (x, y) = {Φ (x, y) : t = 0} ,= ±D ((x, y) , Nxy (C0)) ,∀ (x, y) ∈ Ω (3.3)

Tel que:

±D (a, b) : la distance signée entre a et b.

Nxy (C0) :le plus proche pixel voisin sur le contour initial C0 = C (t = 0) à partir de (x, y).

La déformation du contour est généralement représentée sous la forme numérique d’une

Equation aux Différences Partielles (EDP). Une formulation de l’évolution du contour en

utilisant la valeur absolue du gradient de ϕ0 (x, y) a été initialement proposée par Osher et

Sethian [Osher et Sethian 1988].

∂ϕ (x, y)

dt
= |∇ϕ (x, y)| (v + εκ (ϕ (x, y))) (3.4)

Où:

v : constante de vitesse pour pousser ou tirer le contour.

κ (.) : la courbure moyenne de la fonction du Level set ϕ (x, y).

ϵ: Un paramètre qui contrôle l’équilibre entre la régularité et la robustesse de l’évolution du

contour.
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Le rôle du terme de la courbure est de contrôler la régularité des contours comme pour

l’énergie interne Eint dans le modèle des Snakes classiques comme nous l’avons détaillé

précédemment dans le Chapitre 2.

3.3 Modèles de Level Set

Rappelons pour mémoire que le contour actif est premièrement une évolution d’une

courbe sur une surface (2D/3D) dans une image dont l’état final défini les contours de

l’objet détecté. Nous rappelons le processus de segmentation à base de contours actifs en

trois étapes essentielles:

• Choix de la représentation du contour actif.

• Conception d’une fonction énergie dont le minimum correspond aux contours de l’objet

à segmenter.

• Equation d’évolution du contour qui est une dérivation de la fonction d’énergie suivant

le contour actif.

• Implémentation de l’équation d’évolution.

En fait, les méthodes de segmentation à base de Level Set se distinguent par le modèle

de la courbe de Level Set proposée c’est à dire le choix de la représentation du contour actif

et l’implémentation de l’équation d’évolution.

Les différents modèles sont les suivants.

• Modèle De Caselles[Caselles et al 1997]

L’équation d’évolution de Caselles est donnée par:

∂ϕ

dt
(x) = g (I (x)) ∥∇ϕ (x)∥ (c+ k) +∇g (I (x))∇ϕ (x) . (3.5)

où : k = div
(

∇ϕ(x)
∥∇ϕ(x)∥

)
: Courbure de la contour d’ évolution.

c : Constante.

Le critère d’énergie de cette méthode est :

E (Γ) =

∫ 1

0

g (I (Γ (q))) ∥Γ′ (q)∥ dq. (3.6)
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Tel que:

g (I) =
1

1 + ∥∇ (G ∗ I)∥2
(3.7)

I (.) : l’intensité d’image.

Γ : Le paramètre du courbe .

G : Filtre Gaussian de variance unitaire .

Elle repose sur l’approche contours, c’est une méthode géodésique. le fil conducteur

de cette approche est de faire converger le contour (niveau zéro) vers les zones de forts

gradient.

• Modèle de Chan & Vese[Chan et Vese. 2001]

Cette approche repose sur le principe des régions similaires.

∂ϕ

dt
(x) = δ (ϕ (x))

(
(I (x)− v)2 − (I (x)− u)

)2
+ λδ (ϕ (x)) k. (3.8)

Son Energie:

E (ϕ) =

∫
Ω

F (I (x) , ϕ (x)) dx+ λ

∫
Ω

δ (ϕ (x)) ∥∇ϕ (x)∥ dx (3.9)

F (I (x) , ϕ (x)) = H (ϕ (x)) (I (x)− v)2 + (1−H (ϕ (x))) (I (x)− u)2 (3.10)

Où:

δ : Fonction de Dirac.

H : Fonction de Heaviside.

u =

∫
Ω
1−H (ϕ (x)) .I (x) dx∫
Ω
1−H (ϕ (x)) dx

(3.11)

v =

∫
Ω
H (ϕ (x)) .I (x) dx∫
Ω
H (ϕ (x)) .dx

(3.12)

u et v sont deux paramètres mis à jour à chaque itération.

Le fil conducteur de cette approche est de faire Faire converger le contour vers des

régions homogènes suivant les niveaux de gris.

• Modèle de Chumming Li[Li et al. 2008]

Pour cette méthode , l’équation d’ évolution est :

∂ϕ

dt
(x) = δ (ϕ (x))

(
λ1

∫
Ω

Kσ (x− y) |I (y)− f1 (x)|2 dy
)
+ λ2

∫
Ω

Kσ (x− y) |I (y)− f2 (x)|2 dy
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+vδ (ϕ (x)) k + µ
(
∇2ϕ (x)− k

)
(3.13)

Le critère d’énergie est:

E (ϕ) = λ1

∫
Ω

∫
Ω

Kσ (x− y) |I (y)− f1 (x)|2H (ϕ (x)) dxdy +

λ2

∫
Ω

∫
Ω

Kσ (x− y) |I (y)− f2 (x)|2 (1−H (ϕ (x)))dxdy) + (3.14)

v

∫
Ω

δ (ϕ (x)) ∥∇ϕ (x)∥ dx+ µ

∫
Ω

1

2
(∥∇ϕ (x)∥ − 1)2 dx

où:

I (x) : l’intensité d’image au Pixel.

H : Fonction de Heaviside.

λ1 et λ2: Sont deux constantes qui ont été mises à 1 dans l’interface.

Kσ (u) =
1

(2π)
n
2 σn

e−
∥u∥2

2σ2 (3.15)

Avec un paramètre σ > 0. et f1,f2 sont deux fonctions est calculé pour chaque itération

par:

f1 (x) =
Kσ ∗H (ϕ (x)) I (x)

Kσ ∗ (Hϕ (x))
(3.16)

f2 (x) =
Kσ ∗ (1−Hϕ (x)) I (x)

Kσ ∗ (1−Hϕ (x))
(3.17)

Les deux premières intégrales de (3.14) correspondent à des données attachées à

terme, qui sont localisées autour de chaque point x grâce au noyau gaussien Kσ. La

troisième intégrale correspond au terme de régularisation habituel qui lisse la courbe

au cours de son évolution. La dernière intégrale est un terme de régularisation qui

force l’ensemble de niveaux à conserver les propriétés de distance signées tout au long

du processus d’évolution.

Cet algorithme est capable de segmenter des objets non homogènes et segmente

l’image entière.

• Modèle de Lankton[Lankton et Tannenbaum.2008]

Elle repose sur le principe de segmentation par régions inhomogènes.

L’équation d’évolution est :

∂ϕ

dt
(x) = δ (ϕ (x))

∫
Ω

B (x, y)∇ϕF (I (y) , ϕ (y) dy) + λδ (ϕ (x)) k (3.18)
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Où:

σ : Fonction de Dirac

B : Est défini par :

B (x, y) =


1 ∥x− y∥ ≤ r

0 otherwise
(3.19)

Le critère d’énergie est:

E (ϕ) =

∫
Ω

δ (ϕ (x))

∫
Ω

B (x, y)F (I (y) , ϕ (y) dydx) + λ

∫
Ω

δ (ϕ (x)) ∥∇ϕ (x)∥ dx

(3.20)

F (I (x) , ϕ (x))


H (ϕ (y)) (I (y)− v (x))

2
+ (1−H (ϕ (y))) (I (y)− u (x))

2
, Chanvese

(v (y)− u (x))
2
, Yezzi

(3.21)

u =

∫
Ω
B (x, y) (1−H (ϕ (y))) I (y) dy∫
Ω
B (x, y) (1−H (ϕ (y))) dy

(3.22)

v =

∫
Ω
B (x, y)H (ϕ (y)) I (y) dy∫
Ω
B (x, y)H (ϕ (y)) dy

(3.23)

Le fil conducteur de cette approche est de faire converger le contour vers des régions

localement homogènes suivant les niveaux de gris.

La première intégrale de (3.20) correspond à un terme attaché aux données et la seconde

est le terme habituel de régularisation qui lisse le contour.

• Modèle de Bernard[Bernard et al. 2009]

Cet algorithme est une méthode basée sur les régions et tente de séparer l’image en

deux régions homogènes (en fonction de leur valeur moyenne) , il peut aussi calculer

l’évolution des niveaux sur l’ensemble de l’image. Ainsi, de nouveaux contours pour-

raient émerger loin de l’initialisation.

La formulation proposée par Bernard:

E (ϕ) =

∫
Ω

F (I (x) , ϕ (x)) dx (3.24)

F : Correspond au terme de rattachement des données Chan & Vese, donné par :

F (I (x) , ϕ (x)) = H (ϕ (x)) (I (x)− v)2 + (1−H (ϕ (x))) (I (x)− u)2 (3.25)
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• Modèle de Shi[Shi et Karl. 2008]

Cette méthode est un algorithme rapide basé sur l’approximation de l’évolution de

la courbe basée sur un ensemble de niveaux. La fonction implicite est approximée

par une fonction constante par morceaux ne prenant que quatre valeurs (-3, -1, 1,

3) correspondant respectivement aux points intérieurs, les points intérieurs adjacents

à la courbe en évolution, les points extérieurs adjacents à la courbe en évolution et

les points extérieurs. Les deux bandes étroites qui délimitent les contours en évolution

sont regroupées en deux listes mises à jour à chaque itération à partir de règles simples,

ce qui rend l’algorithme particulièrement rapide.

La formulation proposée par Shi :

F (I (x) , ϕ (x)) = H (ϕ (x)) (I (x)− v)2 + (1−H (ϕ (x))) (I (x)− u)2 (3.26)

H : Fonction de Heaviside .

3.4 Schéma Général de la Segmentation des Images par

les Algorithmes Level Set

Les étapes que nous avons suivi pour appliquer l’algorithme des ensembles de niveaux

sur une image à niveau de gris se résume dans l’organigramme de la Figure 3.3:
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Figure 3.3: Organigramme de la Segmentation des Images par Level sets

Synthèse

Les principaux avantages de l’approche Level Set quelque soit l’approche proposée sont

: [Bhavsar et al.2014]

1. Les caractéristiques géométriques de l’interface sont complètement définies par LSF. Il

n’est pas nécessaire de décrire explicitement l’interface.

2. elles peuvent représenter des contours de topologie complexe et sont capables de gérer

divers changements topologiques, tels que le fractionnement et la fusion, de manière

naturelle et efficace.

3. L’extension à trois dimensions d’espace peut se faire facilement.

4. Utilisation des méthodes numériques connues pour calculer les dérivées.

Mais aussi l’implémentation implique plusieurs inconvénients [Bhavsar et al.2014]
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1. Le coût de calcul élevé (parfois on nécessaire de recalculer la fonction distance par

rapport au niveau zéro).

2. LSMs nécessitent une réflexion considérable afin de construire des vitesses, l’équation

d’évolution n’est dérivée qu’au Level Set zéro, la fonction vitesse v n’est donc pas

définie (en générale) pour les autres Level Sets.

3. Si nous étendons une dimension d’espace de plus, les couts de calcul augmentent.

3.5 Conclusion

Dans ce chapitre, nous avons étudié le principe des méthodes Level Set selon plusieurs

modèles. Plus précisément, nous avons mis l’accent sur six méthodes de segmentation, à

savoir: méthode de Caselle, méthode de Chan Vese , méthode de Chumming Li , méthode

de Lankton , méthode de Bernard et méthode de Li. Nous avons constaté que ces méthodes

reposent sur deux principes distincts: segmentation par régions homogènes ou localement

homogènes et détection de contours. L’évaluation de ces méthodes peut être effectuée à

travers les calculs de certaines paramètres. L’opérateur humain reste cependant le seul juge

de segmentation.

Dans le chapitre suivant de notre travail et dans l’optique de situer notre contribution,

nous avons implémenté tous les algorithmes de LSM considérés dans cette thèse. Pour ce

faire, nous avons effectué plusieurs expériences de simulation en étudiant différents cas. Nous

avons ensuite établi une étude comparative des différents algorithmes en terme de plusieurs

critères.
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Chapitre 4

Implémentation des Algorithmes de

Level Set

Résumé

Ce chapitre est entièrement dédié à l’exposition et la discussion des résultats obtenus lors

de la réalisation des différentes approches de Level Set. Il est organisé en deux parties.

La premières concerne l’implémentation de six méthodes de level set, à savoir: méthode de

Caselle, méthode de Chan Vese, méthode de Chumming Li, méthode de Lankton, méthode

de Bernard et méthode de Shi. L’évaluation de ces méthodes sera à travers le calcul de

différents critères. Les méthodes proposées sont appliquées sur différents types d’images

test. La deuxième partie concerne la comparaison des deux: level-set et Snakes en se basant

sur l’appréciation visuelle et quantitative.
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4.1 Introduction

La phase de segmentation constitue une étape importante dans le traitement et l’interprétation

des images médicales; elle représente l’une des étapes les plus difficiles pour l’extraction des

paramètres pertinents de l’image et fait partie d’un domaine de recherche très actif et très

riche.

Ce chapitre est entièrement dédié à l’exposition et la discussion des résultats obtenus

lors de la réalisation de ce travail. Il est organisé en deux parties. La premières concerne

l’implémentation de six méthodes de Level Set, à savoir: méthode de Caselle, méthode de

Chan Vese, méthode de Chumming Li, méthode de Lankton, méthode de Bernard et méth-

ode de Shi. L’évaluation de ces méthodes sera à travers le calcul de différents critères. Les

méthodes proposées ont été appliquées sur différents types d’images test. La deuxième par-

tie concerne la comparaison des deux: Level Set et Snakes en se basant sur l’appréciation

visuelle et quantitative.

4.2 Notre Contribution

Notre objectif dans ce chapitre est de segmenter des trois types d’images test: Images

Médicales, Images Réelles, Images Synthétiques. Le schéma de la figure suivante, figure. 4.1,

illustre la mise en œuvre de notre approche (LSMs), avec ses différentes étapes:
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Figure 4.1: Schéma des Différentes Etapes du Système d’Analyse d’Images

4.2.1 Nature de Données

Pour illustrer les performances des méthodes étudiées, nous nous sommes basées sur trois

types d’images test. Nous avons pris deux exemples de chaque type:

Images Médicales: Il s’agit de deux images médicales, la première est une image IRM,

représentant TwoCells_Microscopy, d’une taille de 128×128 pixels, obtenue à partir de [Li et

al. 2005], et la deuxième est une image Yeast_FluorescenceMicrograph, de taille 111×110

pixels, obtenue à partir de [Bernard et al. 2008]. Les Figures 4.2(a) et 4.2(b) illustrent ces

deux images respectivement.

Images Réelles: Il s’agit de deux images réelles, la première est une image de singe (Mon-

key) avec une taille de 11.4ko, et une dimensions de 160×128 pixels, obtenue à partir [Lankton

et Tannenbaum 2008], et la deuxième est une image réelle représentant un statue avec une taille

de 52.2ko, et une dimension de 128×192 pixels, obtenue à partir de [Martin et al. 2001].

Les Figures 4.3(a), 4.3(b) illustrent ces deux images respectivement.

Images Synthétiques: Il s’agit de deux images de simulation, la première est une image

de simulation de feuille (Leaf) avec une taille de 16.2ko, et une dimension de 128×128 pixels

obtenue à partir de [Bernard et al. 2009], et la deuxième est une image de simulation de

trois objets (ThreeObj) avec une taille de 6.91ko, et une dimension de 79×75 pixels, obtenue

à partir de [Li et al. 2008], Les Figures 4.4(a), 4.4(b) illustrent ces deux images respective-
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ment.

L’évaluation des résultats de segmentation a été réalisée par des comparaisons avec les

segmentations d’une image référence , en calculant les différents critères à savoir: le temps

de convergence, Dice, PSNR , Hausdorff et MSSD. Les tests ont été implémentés avec Mat-

lab.2015, et exécutés sur un PC (CPU : Intel (R) Core (TM) i5; 4 GHz; sous Windows).

Pour la comparaison, nous avons utilisé les mêmes images et les mêmes contours initiaux

pour toutes les approches.

La comparaison des performances des différents algorithmes est donc basée sur:

L’Appréciation Visuelle: c’est la comparaison de la qualité visuelle de la segmentation

entre l’image référence et l’image segmentée résultante.

L’Appréciation Quantitative: nous avons calculé cinq critères pour chaque méthode pour

juger objectivement les performances des méthodes: le temps de convergence, Dice, PSNR ,

Hausdorff et MSSD.

Figure 4.2: Images Médicales
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Figure 4.3: Images Réelles

Figure 4.4: Images Synthétiques

4.2.2 Prétraitement

La segmentation nécessite une étape de prétraitement pour atténuer les bruits provenant

de différentes sources et améliorer les images, et par conséquence facilite la tâche de seg-

mentation. Cette étape ne doit pas altérer l’information utile contenue dans l’image et donc

par conséquent améliorer la qualité de la segmentation. Pour pallier à ces dégradations

nous avons opté pour l’utilisation d’un filtre médian 3×3. Car ce dernier permet d’éliminer

les bruits impulsionels et préserve les discontinuités, contrairement aux filtres linéaires qui

rendent l’image floue et induisent une perte de l’information sur les contours.
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4.2.3 Segmentation

Apres avoir filtré les images de notre base, l’étape suivante est l’implémentation des

six techniques de segmentation citée précédemment pour détecter les différentes structures

des images. Par la suite nous allons détailler les résultats obtenus de l’application de ces

techniques sur la base d’image.

Nous illustrons les résultats de notre segmentation d’images sur les Figures (4.5-4.6-4.7-

4.8 -4.9 -4.10). L’évaluation des résultats de segmentation a été réalisée par des comparaisons

avec les segmentations manuelles (par expert -Image de Référence-)

4.3 Implémentation des Algorithmes LSMs

Maintenant nous présentons l’algorithme correspondant pour la méthode des ensembles

de niveaux:

1. Initialisation des fonctions Level Set ϕ(x, y) et construction des fonctions Heaviside

associées H.

2. Calcul des intensités moyennes I(x) des régions et de la fonctionnelle énergie.

3. Pour chaque pixel de l’image ,on calcule la variation d’énergie induite si ce pixel change

de région. Si le résultat est négatif, le déplacement de ce point est rendu effectif en

changeant le signe de la fonction Level Set ϕ(x, y).

4. Mise à jour des I(x).

5. Calcul de la nouvelle énergie.

6. Tant que l’énergie décroit (ou le nombre d’itérations fixe n’est pas atteint) aller à

l’étape 3.

4.4 Résultats et Discussions

Images Médicales (IRM):

Expérience N°1 :

Exemple 01 : Deux cellules ( TwoCells Microscopy)
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Figure 4.5: Résultats de Segmentation pour l’Image test: TwoCells_ Microscopy image

Lors du test des six méthodes: méthode de Caselle, méthode de Chan Vese, méthode

de Chumming Li, méthode de Lankton, méthode de Bernard et méthode de Li, nous avons

relevé les valeurs des critères (Dice, PSNR, Hausdorff et MSSD), le Tableau 4.1 donne des

résultats détaillées sur l’image Deux cellules.

Table 4.1: Performances des Méthodes de Segmentation en terme de Temps, Dice, PSNR,

Hausdorff et MSSD pour la Segmentation d’Image Médicale (TwoCells_ Microscopy)

Méthodes Temps (S) Dice PSNR Hausdorf MSSD

Caselles 3.09 0.69 10.76 33.11 168.10

Chan&Vese 1.42 0.70 8.84 14.04 57.58

Li 11.20 0.49 6.58 20.59 37.77

Lankton 1.99 0.50 9.17 22.47 96.16

Bernard 1.70 0.60 7.17 17.46 61.84

Shi 0.96 0.71 9.00 20.62 49.83
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Expérience N° 2

Exemple 02: l’image de (Yeast_FluorescenceMicrograph)

Figure 4.6: Résultats de Segmentation pour l’Image test : Yeast_FluorescenceMicrograph

Table 4.2: Performances des Méthodes de Segmentation en terme de Temps, Dice, PSNR,

Hausdorff et MSSD pour la Segmentation d’Image Médicale(Yeast_ FluorescenceMicro-

graph)

Méthodes Temps (S) Dice PSNR Hausdorf MSSD

Caselles 2.53 0.22 3.25 41.44 406.17

Chan&Vese 2.16 0.68 9.87 42.95 187.46

Li 10.57 0.32 5.32 27.89 84.19

Lankton 6.34 0.29 5.90 47.43 282.29

Bernard 4.77 0.65 8.66 15.62 24.68

Shi 3.06 0.84 13.68 17.46 18.45
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Images Réelles

Expérience N° 2

Exemple 01: L’image de Monkey

Figure 4.7: Résultats de Segmentation pour l’Image test : Monkey

Table 4.3: Performances des Méthodes de Segmentation en terme de Temps, Dice, PSNR,

Hausdorff et MSSD pour la Segmentation d’Image Réelle (Monkey)

Méthodes Temps (S) Dice PSNR Hausdorf MSSD

Caselles 3.76 0.17 3.00 45.61 838.49

Chan&Vese 3.15 0.52 10.04 25.46 115.64

Li 3.64 0.96 23.72 4.12 1.73

Lankton 1.02 0.33 6.70 39.81 428.24

Bernard 9.88 0.17 2.88 41.76 254.08

Shi 2.82 0.95 23.11 4.12 1.68
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Expérience N°4

Exemple 02: L’image de Statue

Figure 4.8: Résultats de Segmentation pour l’Image test: Statue

Le tableau 4.4 contient les résultats de différentes critères pour comparer les six approches

de Level Set.

Table 4.4: Performances des Méthodes de Segmentation en terme de Temps, Dice, PSNR,

Hausdorff et MSSD pour la Segmentation d’Image Réelle (Statue)

Méthodes Temps (S) Dice PSNR Hausdorf MSSD

Caselles 4.24 0.42 4.65 50.00 720.92

Chan&Vese 4.33 0.70 9.99 47.68 414.22

Li 3.33 0.71 10.90 45.00 817.64

Lankton 14.39 0.47 5.67 80.08 601.18

Bernard 26.27 0.54 7.00 71.85 758.47

Shi 10.79 0.84 13.91 66.07 886.00

57



Chapitre 4 Implémentation des Algorithmes de Level Set

Images Synthétiques

Expérience N° 5

Exemple 01: L’image de feuille (Leaf)

Figure 4.9: Résultats de Segmentation pour l’Image test: Leaf

Table 4.5: Performances des Méthodes de Segmentation en terme de Temps, Dice, PSNR,

Hausdorff et MSSD pour la Segmentation d’Image Synthétique(Leaf)

Méthodes Temps (S) Dice PSNR Hausdorf MSSD

Caselles 4.44 0.58 3.52 45.62 189.23

Chan&Vese 1.93 0.99 21.77 2.00 1.32

Li 4.72 0.99 20.94 2.24 1.50

Lankton 13.79 0.90 11.84 22.67 40.10

Bernard 4.56 0.99 22.41 2.83 1.16

Shi 2.25 0.99 22.41 2.00 1.35
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Expérience N° 6

Exemple 02 :L’image de trois (ThreeObj)

Figure 4.10: Résultats de Segmentation image test: ThreeObj

Table 4.6: Performances des Méthodes de Segmentation en terme de Temps, Dice, PSNR,

Hausdorff et MSSD pour la Segmentation d’Image Synthétique(ThreeObj)

Méthodes Temps (S) Dice PSNR Hausdorf MSSD

Caselles 3.50 0.40 3.49 44.55 707.01

Chan&Vese 3.49 0.80 11.25 10.12 11.24

Li 4.45 0.82 10.56 58.82 108.92

Lankton 12.59 0.48 4.97 38.29 437.17

Bernard 7.66 0.94 17.54 3.00 3.24

Shi 5.24 0.97 20.16 6.40 1.46

Discussion des Résultats

Tout au long des expériences que nous avons effectué, nous avons constaté qu’il y a

des méthodes qui évoluent sur l’image entière (méthode de Li et de Bernard: Méthode de

la bande entière-whole-band) et d’autres récupèrent seulement la partie de l’image (bande

étroite-Narrow-band).

Nous avons présenté un tableau pour chacun des résultats, ce tableau présente les valeurs

de quelques critères d’évaluation sur les résultats de segmentation, les valeurs optimales

(compte tenu du sens de variation des critères) sont présentées en gras.
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Appréciation Visuelle

Après avoir obtenu les résultats de simulation des différents modèles appliqués sur dif-

férentes modalités, nous avons pu affirmer que les meilleures performances sont obtenues par

les méthodes Shi et Chan&Vese surtout sur les images médicales.

Pour l’image réelle, les méthodes (Shi et Chan&Vese et Li) permettent également de

meilleures performances, mais la méthode de Shi dépasse légèrement les autres méthodes.

Pour l’image Synthétique, les méthodes (Shi et Li et Bernard) donnent de bons résultats,

mais la méthode de Bernard dépasse légèrement les autres méthodes.

Appréciation Quantitative

Nous constatons, pour tous les coefficients, que les meilleurs résultats sont réalisés par la

méthode de Shi et nous pouvons remarquer à travers les Figures que le contour de la courbe

initiale prend parfaitement la forme du contour de la pathologie pour deux méthodes (Shi

et Chan&Vese) mais la méthode de Shi donne de meilleurs résultats, pour l’image médicale.

Pour l’image réelle et pour tous les coefficients, les meilleurs résultats sont réalisés par la

méthode de Shi et la méthode de Li. Pour l’image Synthétique et pour tous les coefficients,

les meilleurs résultats sont réalisés par la méthode de Bernard.

En consultant les images segmentées des figures précédents, nous pouvons remarquer

que la méthode de Shi apparait comme la plus performante dans le cas des trois images

teste. La méthode de Shi donne d’excellents résultats, Cette méthode est très intéressante

et les résultats sont satisfaisants. l’application de Shi sur les images montre la robustesse du

modèle pour la segmentation des images complexes, les contours sont bien détectés même

s’ils ont un faible contraste.

4.5 Comparaison des Deux Méthodes(Level Set et Snake)et

l’Evaluation des Performances

Pour étudier les performances de la méthode de Level Set, nous appliquons les deux

différentes approches sur des images médicales. Ces images présentent la coupe sagittale du

cerveau, coupe sagittale du pharynx. Dans ces expériences, nous avons pris deux modèles

de contours initiaux. Les résultats sont présentés comme suit:
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Expérience N°7

Exemple 01

Figure 4.11: Résultats de Segmentation LSM vs Snakes. Image test: Brain_MRI

Les valeurs de différents critères correspondantes sont données par le tableau suivant:

Table 4.7: Performances des Méthodes de Segmentation en terme de Temps, Dice, PSNR,

Hausdorff et MSSD pour la Segmentation d’Image Médicale( Brain Image)

Méthodes Temps (S) Dice coefficient Hausdorff coefficient MSSD coefficient

Snakes 10.57 0.22 41.44 406.17

Shi 2.16 0.78 15.62 22.68
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Expérience N°8

Exemple 02

Figure 4.12: Résultats de Segmentation LSM vs Snakes. Image test : Chest

Table 4.8: Performances des Méthodes de Segmentation en terme de Temps, Dice, PSNR,

Hausdorff et MSSD pour la Segmentation D’image Médicale( Chest Image)

Méthodes Temps (S) Dice coefficient Hausdorff coefficient MSSD coefficient

Snakes 11.88 0.31 45.10 140.00

Chan&Vese 1.15 0.90 6.00 4.30

Discussion

Dans cette étude, une comparaison entre deux classes de segmentation à base de contours

déformables, à savoir Level Sets et Snakes) a été menée et a montré, sur des images (Chest

et cerveau) que la méthode Level Set donne de meilleurs résultats. Cette méthode (Level

Set) est plus précise.

Les Figures 4.11-4.12 illustrent les résultats obtenus par les deux méthodes (Snake et Level

Set) pour un nombre d’itération maximum égal 198 pour la méthode Snake, un nombre

d’itération réduit égale à 39 pour la méthode Level Set, cette minimisation du nombre
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d’itération rend l’exécution de l’algorithme très rapide en utilisant le même contour initial

pour les deux méthodes ( level set et snake). Nous remarquons que pour la méthode de

Snake que: Si la courbe est initialisée ” trop loin ” de la frontière objet, il est possible que

la découpe ne converge pas du tout au contour d’objet.

Nous remarquons clairement que le modèle de Shi (Level Set) est plus rapide que celui

de Snake (un nombre d’itérations réduit). Cette démonstration montre l’avantage de cette

méthode en termes d’efficacité du temps de convergence. Aussi cette méthode est supérieur

en termes de précision, du a sa capacité à utiliser l’information local d’image. Cependant,

quelques contours indésirables sont générés par le modèle de Shi.

4.6 Conclusion

Dans ce chapitre Nous avons présenté nos différents résultats avec des exemples où l’on

détecte des objets que l’on ne peut pas détecter par des méthodes classiques.

Tout d’abord , nous avons présenté dans ce chapitre, six méthodes de Level Set : «méth-

ode de Caselle, méthode de Chan Vese, méthode de Chumming Li , méthode de Lankton,

méthode de Bernard et méthode de Li ». Nous avons testé ces méthodes sur des images médi-

cales, réelles et simulation, les différentes approches de Level Set donnent des résultats très

satisfaisants et encourageants, en terme de qualité d’image et en terme de temps d’exécution.

Nous avons ensuite établit une comparaison entre deux méthodes (Level Set-Snake), Les

résultats que nous avons obtenus par Level Set sont bien satisfaites. Grâce à la modèle de

Shi on est parvenu à faire des segmentations très bonnes.
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Chapitre 5

Approches Développées à Base de

Level Set

Résumé

Dans ce chapitre, nous détaillerons les contributions proposées au cours de ce travail de

thèse. Une étude comparative quantitative et qualitative des algorithmes proposés et des

approches considérées sera établie. Le comportement de ces approches sera testé sur de

images biomédicales réelles. Différentes métriques seront calculées pour mieux juger les

performances des algorithmes proposés.
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5.1 Introduction

Les modèles déformables, fournissent une représentation explicite de la frontière et de la

forme de l’objet. Ils combinent plusieurs caractéristiques souhaitables telles que la connec-

tivité inhérente et la fluidité, qui neutralisent le bruit et les irrégularités des limites, ainsi

que la capacité d’incorporer des connaissances sur l’objet d’intérêt [Kass et al.1987][Metaxas

1997][Xu et al.2000].

Cependant, les modèles déformables paramétriques ont deux limitations principales.

Premièrement, dans les situations où le modèle initial et la frontière d’objet souhaitée dif-

fèrent considérablement en taille et en forme, le modèle doit être re-paramétré dynamique-

ment pour récupérer fidèlement la frontière d’objet. La deuxième limite est qu’il a du mal

à gérer adaptation topologique telle que le fractionnement ou la fusion de pièces de modèle,

une propriété utile pour récupérer plusieurs objets ou des objets de topologie inconnue.

Cette difficulté est due au fait qu’une nouvelle paramétrisation doit être construite à

chaque changement de topologie, ce qui nécessite des schémas sophistiqués [McInerney et

Terzopoulos 1995][Durikovic et al.1995]. Les modèles déformables de Level Set [Osher et

Sethian1988][Malladi et al.1995], également appelés modèles déformables géométriques, four-

nissent une solution élégante pour répondre aux principales limites des modèles déformables

paramétriques. Ces méthodes ont attiré beaucoup d’attention depuis leur introduction en

1988.

Les avantages de la formulation implicite du contour du modèle déformable par rapport

à la formulation paramétrique comprennent: (1) aucune paramétrisation du contour, (2)

flexibilité topologique, (3) bonne stabilité numérique, (4) extension directe de la formulation

2D à n-D.

Dans ce Chapitre, nous exposerons les algorithmes de segmentation à Base de Level Set

développés au cours de cette thèse. L’application considérée de ces algorithmes sera dans le

contexte des problèmes d’imagerie médicale.

L’évaluation des résultats de segmentation pour les différentes méthodes a été réalisée par

des comparaisons avec les segmentations d’une image référence, en calculant les différents

critères à savoir: le temps de convergence, Dice, PSNR, Hausdorff et MSSD. Les critères con-

sidérés mesurent la proximité entre la segmentation de référence et la segmentation fournie

67



Chapitre 5 Approches Développées à Base de Level Set

par chaque algorithme. Plus le PSNR est grand, plus la méthode est efficace. Tandis que

plus HD et le MSSD sont petits, plus la méthode est efficace. Le coefficient de DICE doit

être compris entre 0 et 1, lorsque ce coefficient atteint 1, la segmentation est parfaite. Les

tests ont été implémentés avec Matlab.2015, et exécutés sur un PC (CPU: Intel (R) Core

(TM) i5 ; 4 GHz ; sous Windows). Pour la comparaison, nous avons utilisé les mêmes images

et les mêmes contours initiaux pour toutes les approches et quel que soit le type du contour

à détecter.

La comparaison des performances des différents algorithmes est donc basée sur: L’Appréciation

Visuelle et L’Appréciation Quantitative

5.2 Première Contribution: Méthode de La Distance

d’Evolution Régularisée (Distance Regularized Level

Set Evolution-DRLSE-Method)

Les méthodes des ensembles de niveaux (Level Set) ont été largement utilisées dans le

traitement d’images et la vision par ordinateur. Dans les formulations d’ensembles de niveaux

conventionnelles, la fonction d’ensemble de niveaux développe typiquement des irrégularités

au cours de son évolution, ce qui peut provoquer des erreurs numériques et éventuellement

détruire la stabilité de l’évolution. Par conséquent, un remède numérique, appelé réinitiali-

sation, est généralement appliqué pour remplacer périodiquement la fonction d’ensemble de

niveaux dégradés par une fonction de distance signée. Cependant, la pratique de la réinitial-

isation pose non seulement de graves problèmes quant au moment et à la manière dont elle

doit être effectuée, mais affecte également précision numérique d’une manière indésirable.

Cette méthode propose une nouvelle formulation d’ensemble de niveaux variationnels

dans laquelle la régularité de la fonction d’ensemble de niveaux est intrinsèquement main-

tenue pendant l’évolution de l’ensemble de niveaux. L’évolution de l’ensemble de niveaux

est dérivée comme le flux de gradient qui minimise une énergie fonctionnelle avec un terme

de régularisation de distance et une énergie externe qui entraîne le mouvement de l’ensemble

de niveaux zéro vers les emplacements souhaités. Le terme de régularisation de distance

est défini avec une fonction potentielle telle que l’évolution de l’ensemble de niveaux dérivé
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a un effet de diffusion unique en amont et en aval Forward-And-Backward (FAB), qui est

capable de maintenir la forme souhaitée de la fonction de l’ensemble de niveaux, en parti-

culier un profil de distance signé près du niveau zéro défini. Cela donne un nouveau type

d’évolution d’ensemble de niveaux appelé Evolution de l’Ensemble de Niveaux Régularisé

par Distance(DRLSE: Distance Regularized Level Set Evolution). L’effet de régularisation

de distance élimine le besoin de réinitialisation et évite ainsi ses erreurs numériques induites.

Contrairement aux implémentations compliquées de formulations d’ensembles de niveaux

conventionnelles, un schéma de différences finies plus simple et plus efficace peut être util-

isé pour implémenter la formulation DRLSE. [Li et al .2010] DRLSE permet également

d’utiliser une initialisation plus générale et plus efficace de la fonction Level Set.

La formulation DRLSE de la fonction d’énergie devient alors:

ε (ϕ) = µℜpϕ+ λLg (ϕ) + αAg (ϕ) (5.1)

Où ℜp est le terme de régularisation, λ > 0 et α ∈ R sont des coefficients de l’énergie

fonctionnelle Lg (ϕ) et Ag (ϕ)

ℜp (ϕ)
∆
=

∫
Ω

p (|∇ϕ|) dx (5.2)

Où P la fonction de potentiel

Lg (ϕ)
∆
=

∫
Ω

gδ (ϕ) (|∇ϕ|) dx (5.3)

Ag (ϕ)
∆
=

∫
Ω

gH (−ϕ) dx

Ag Est la vitesse de la fonction de DRLSE.

Lg Est minimum lorsque la fonction de réglage de Level Set est limite de l’objet.

δ(ϕ) la fonction de Dirac et H(−ϕ) la fonction de Heaviside.

On replace (5.2) et (5.3) dans (5.1) l’énergie fonctionnelle est alors approximée par :

ϵ(ϕ] = µ

∫
Ω

p (|∇ϕ|) dx+ λ

∫
Ω

gδ (|∇ϕ|) dx+ α

∫
Ω

gH (−ϕ) dx (5.4)

Cette énergie fonctionnelle (5.4) peut être minimisée par la résolution du flux de gradient

suivant: [Li et al .2008]

∂ϕ

∂t
= µ div (dp (|∇ϕ|)∇ϕ) + λδ(ϕ)div

(
g
∇ϕ

|∇ϕ|

)
+ αgδ(ϕ) (5.5)
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Expériences et Résultats de la Première contribution

Nous présentons dans cette section les résultats du modèle DRLSE (5.5) pour deux images

médicales, la première est une image CT, représentant Heart_CT, et la deuxième est une

image Nucleus_FluorescenceMicrograph, ces deux images obtenue à partir de [Bernard et

al. 2008].

Les résultats de segmentation sont illustrés dans les Figures 5.1 et 5.2 Les Tableaux 5.1 ; 5.2

montrent les valeurs des différents paramètres d’évaluation.

Exemple 1 (Heart_CT)

Figure 5.1: Résultats de Simulation par la Méthode de DRLSE[Larbi et al. 2018]

Table 5.1: Performances de l’Algorithme DRLSE et les Algorithmes de Segmentation LSMs

en terme de Temps, Dice, PSNR, Hausdorff et MSSD pour la Segmentation d’Image Médicale

(Heart_CT)

Méthodes Time (s) Dice PSNR Hausdorf MSSD

Shi 1.53 0.92 13.61 6.71 5.90

DRLSE 0.26 0.97 18.06 2.00 1.86

Chan Vese 1.23 0.93 13.95 5.83 5.87

Chunming Li 1.35 0.91 12.60 20.81 29.76

70



Chapitre 5 Approches Développées à Base de Level Set

Exemple 2 (Nucleus_FluorescenceMicrograph)

Figure 5.2: Résultats de Simulation par la Méthode de DRLSE[Larbi et al. 2018]

Table 5.2: Performances de l’Algorithme DRLSE et les Algorithmes de segmentation LSMs

en terme de Temps, Dice, PSNR, Hausdorff et MSSD pour la Segmentation d’Image Médicale

(Nucleus_FluorescenceMicrograph)

Méthodes Time (s) Dice PSNR Hausdorf MSSD

Shi 2.11 0.85 12.62 13 12.42

DRLSE 0.46 0.94 16.18 3.61 2.61

Chan Vese 0.44 0.92 15.07 3.00 3.17

Chunming Li 1.52 0.49 9.06 9.90 7.93

Synthèse L’algorithme DRLSE avec diverses fonctions potentielles permet de maintenir

la régularité de la fonction d’ensemble des niveaux, en particulier la propriété de distance

signée souhaitée près du niveau zéro, ce qui garantit un calcul précis et une évolution stable

de la fonction d’ensemble des niveaux. Cet algorithme est mis en œuvre selon un schéma

numérique plus simple et plus efficace que les méthodes de segmentation SLM convention-

nelles classiques. DRLSE est plus flexible et fournit une initialisation efficace pour générer
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une fonction de distance signée en tant que fonction de niveau initial. Cette méthode permet

de réduire le nombre d’itérations et le temps de calcul, tout en maintenant suffisamment la

précision, grâce à la régularisation intrinsèque de la distance intégrée dans l’évolution des

niveaux. La régularisation de la distance de la fonction Level Set élimine le besoin d’une

réinitialisation et réduit les erreurs numériques induites.

Les Tableaux 5.1 et 5.2 sont en accord avec les Figures 5.1 et 5.2 Nous constatons que la

méthode DRLSE permet de segmenter l’image au sens des critères calculés et surpasse les

algorithmes considérés LSM.

5.3 Deuxième Contribution :Algorithme de Segmenta-

tion d’Images Level Set Basée sur une Nouvelle

Fonction de Force de Pression Signée (New Signed

Pressure Force function: N_SPF )[Larbi et al.

2019]

Les modèles de segmentation peuvent être classés en modèles de contour actif basés sur

les contours [Kass et al.1987][Zhu et al.2007][Lu et al.2005] et modèles de contour actifs

basés sur les régions [Chan et Vese 2001][Lie et al.2006][Li et al.2007].

Certains des modèles de contour actifs basés sur les contours sont utilisés comme dé-

tecteur de contours. Le fonctionnement du détecteur de contour dépend principalement du

gradient de l’image pour arrêter le contour initial à la frontière des objets intéressés. Cette

technique présente un avantage lorsque les objets et l’arrière-plan de l’image segmentée sont

hétérogènes. Les inconvénients de ces modèles de contours actifs sont que les résultats satis-

faisants ne peuvent pas être obtenus dans le cas d’objets discret ou en présence du flou ou du

bruit. Certains modèles de contour actifs comme dans [Zhu et al.2007] introduisent la force

du ballon pour rétrécir et agrandir la plage de détection de la force. Cependant, certains

effets indésirables se produisent pendant la méthode du ballon. Si la force du ballon est

faible, le contour ne peut pas traverser la partie étroite de l’objet et si la force du ballon est

importante, le contour passera par les contours faibles de l’objet. Le Contour Géodésique
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Actif (Geodesic Active Contours GAC) [Caselles et al.1997] est la méthode la plus utilisée

dans cette catégorie. Cette méthode utilise une fonction d’arrêt de contour (Edge Stopping

Function: ESF) qui arrête le contour sur les limites de l’objet.

Les modèles de contour actifs basés sur les régions présentent plusieurs avantages par

rapport aux modèles de contour actifs basés sur les contours. Les modèles de contour actifs

basés sur les régions utilisent les informations statistiques à l’intérieur et à l’extérieur de

la courbe initiale pour faire évoluer le contour vers les limites de l’objet souhaité. Cela les

rend moins sensible au bruit et donne de meilleures performances en cas de contours faibles.

D’autant plus, cela convient également aux régions sans contours. Un autre avantage est

que ces méthodes sont moins sensibles à l’emplacement du contour initial pour qu’il soit à

son tour facile à détecter efficacement les limites extérieures et intérieures. L’un des mod-

èles de contours actifs basés sur les régions les plus populaires est le modèle de Chan-Vese

(C-V)[Chan et Vese 2001].

Certains modèles hybrides sont proposés pour exploiter les avantages des modèles GAC

et C-V.

Dans [Chan et al.2006], un modèle C-V Assisté par Géodésique (GACV) avait été pro-

posé, qui inclut un détecteur de région et local dans la fonction de Level Set.

Dans [Ying et al.2009], un modèle intégré est établi en combinant l’emplacement du con-

tour avec des informations statistiques sur la région. Récemment, dans [Zhang et al.2010],

un modèle de contour actif de fonction de force de pression signé (Signed Pressure Force

function: SPF) a été proposé. Ce modèle présente les avantages des modèles GAC et C-V.

Dans notre contribution, une méthode basée de Level Set pour le modèle de contour actif

est développée avec une Nouvelle fonction de Force de Pression Signée (New Signed Pres-

sure Force function: N_SPF). Le modèle proposé (N_SPF) est plus rapide que le modèle

proposé dans [Zhang et al.2010]. Le modèle proposé permet une amélioration considérable

du résultat de la segmentation comme il sera montré par la suite de ce chapitre. Nous avons

testé l’algorithmes sur des images médicales.

Contours géodésiques actifs (Geodesic Active Contours: GAC)

Il convient avant de détailler l’algorithme que nous avons proposé, de présenter d’abord

le modèle de contours géodésiques actifs GAC qui constitut le noyau de notre travail.

Dans le modèle GAC, les contours actifs évoluent en fonction des mesures qui appartien-
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nent à la géométrie intrinsèque de l’image [Caselles et al.1995][Caselles et al.1997]. Le

fractionnement et la fusion ont lieu pour la détection simultanée à la fois dans les contours

extérieures et intérieures. L’approche géodésique des contours actifs est basée sur le calcul

de géodésiques ou de courbes de distance minimale. Cela permet la connexion entre les

méthodes classiques (Snake) qui sont basées sur la minimisation de l’énergie et les contours

actifs géométriques qui sont basés sur la théorie de l’évolution des courbes. La formulation

de l’ensemble de niveaux pour le modèle GAC est donnée par :

∂ϕ

∂t
= g (|∇ϕ|)

(
div
(

∇ϕ

|∇ϕ|

)
+ α

)
+∇g∇ϕ (5.6)

Où:

ϕ : La fonction de Level Set,

∇ :L’opérateur de gradient,

α : Une constante réelle appelée force du ballon qui contrôle l’évolution de la courbe et g

est la fonction basée sur les contours et définie dans l’équation (5.7):

g (|∇I|) = I

I + |∇Gσ
∗I|2

(5.7)

Où Gσ est un noyau Gaussien avec un écart-type σ. Parce que le modèle GAC est basé sur

des informations du gradient, il n’est donc pas adapté aux images avec des contours faibles

(faibles gradient). Dans certains cas, la force du ballon, qui est très difficile à concevoir, a

été utilisée. L’autre force de ballon faible ne permet pas au contour de traverser une partie

étroite de l’objet et en cas de force de ballon importante, le contour passera par les contours

faibles. Lorsque le contour est loin de la limite de l’objet, il est également difficile de trouver

les limites intérieures ou extérieures de l’objet. Cette remarque est à la base de proposer

notre version modifiée et adaptée (N_SPF) pour de telles situations.

A. Modèle proposé (New Signed Pressure Force function: N_SPF)

L’algorithme que nous avons développé tire profit des avantages des modèles GAC et

C-V. Dans la substitution de la Fonction Edge Stoping (ESF), une nouvelle fonction de force

de pression signé (New Signed Pressure Force function: N_SPF)basée sur la région a été

développée. Cette fonction N_SPF contrôle la direction de l’évolution. Les signes opposés

(la plage de la fonction N_SPF est [-1 1]) autour des contours de l’objet dans cette fonction

permettent au contour de se dilater lorsqu’il se trouve à l’intérieur de la limite et de se

rétrécir lorsqu’il se trouve à l’extérieur de la limite.
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La fonction N_SPF proposée dans ce modèle est:

spfn (I (x, y)) =
(u+ v) ∗

(
I (x, y)− u+v

2

)
max

(
(u+ v) ∗

∣∣I (x, y)− u+v
2

∣∣) , x, y ∈ Ω (5.8)

Où: u et v sont deux paramètres mis à jour à chaque itération,

u =

∫
Ω
(1−H (ϕ (x))) I (x) dx∫

Ω
1−H (ϕ (x)) dx

(5.9)

v =

∫
Ω
H (ϕ (x)) I (x) dx∫
Ω
H (ϕ (x)) dx

(5.10)

Par substitution de la fonction SPF dans l’eq. (5.6), la formulation du Level Set prend la

forme suivante:

∂ϕ

∂t
= spfn (I (x, y))

(
div
(

∇ϕ

|∇ϕ|

)
+ α

)
|∇ϕ|+∇spfn (I (x, y)) .∇ϕ, x, y ∈ Ω (5.11)

Les termes div
(

∇ϕ
|∇ϕ|

)
|ϕ| et∇spfn.∇ϕ peuvent être supprimés car la méthode utilise l’information

statistique des régions. Ainsi, le modèle final de Level Set est donné (5.12)

∂ϕ

∂t
= spfn (I (x, y)) .α |∇ϕ| , x, y ∈ Ω (5.12)

L’organigramme pour cette méthode est le suivant:

Figure 5.3: Organigramme de l’Algorithme Proposé (New Signed Pressure Force function:

N_SPF)
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L’algorithme proposé (N_SPF) a été appliquée à des images médicales. Nous utilisons

deux exemples d’images médicales, à savoir l’image du cerveau (Brain image) et Arms_XRay

respectivement.

Les résultats de segmentation sont illustrés dans les Figures 5.4 et 5.5 Les Tableaux 5.3

; 5.4 montrent les valeurs des différents paramètres d’évaluation.

Table 5.3: Performances de l’Algorithme N_SPF et les Algorithmes de Segmentation LSMs

(GAG et Chan Vese) en terme de Temps, Dice, PSNR, Hausdorff et MSSD pour la Segmen-

tation d’Image Médicale(Brain image)

Méthodes Time (s) Dice Hausdorf MSSD

GAC 10.57 0.22 41.44 406.17

Chan Vese 2.16 0.68 15.62 22.68

Algorithme Proposé (N_SPF) 1.1 0.77 14.88 20.19

Table 5.4: Performances de l’Algorithme N_SPF et les Algorithmes de Segmentation LSMs

(GAG et Chan Vese) en terme de Temps, Dice, PSNR, Hausdorff et MSSD pour la Segmen-

tation d’Image Médicale (Arms_XRay image)

Méthodes Time (s) Dice Hausdorf MSSD

GAC 10.77 0.41 55.10 150.00

Chan Vese 3.15 0.80 16.00 14.30

Algorithme Proposé (N_SPF) 1.60 0.90 14.10 13.23
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Exemple 3

Figure 5.4: Résultats de Segmentation de l’Algorithme Proposé vs GAG et Chan Vese)

(Brain image) [Larbi et al. 2019]
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Exemple 4

Figure 5.5: Résultats de Segmentation de l’Algorithme Proposé vs GAG et Chan Vese

(Arms_XRay image.) [Larbi et al. 2019]

Pour conclure, nous comparons différents algorithmes de segmentation basés sur des con-

tours actifs et des algorithmes de Level Set. Pour évaluer les performances des différents

algorithmes, nous avons utilisé deux images médicales comme images test. Les résultats

expérimentaux obtenus montrent que la segmentation par l’algorithme proposé (N_SPF)

donne les meilleurs résultats par rapport au modèle de Chan&Vese et à la méthode GAC et

atteint la convergence après un nombre d’itérations inférieur à celui de Chan&Vese et GAC.

L’algorithme proposé réduit la ré-initialisation coûteuse de la méthode de Level Set con-

ventionnelle pour la rendre plus efficace. Cet algorithme combine les avantages des modèles

GAC et C–V conventionnels, qui possèdent la propriété de la segmentation locale ou globale.

L’algorithme proposé est générale et robuste et peut être appliquée à la mise en œuvre des

algorithmes: de certains algorithmes LSM conventionnels tels que le modèle GAC, le modèle

CV, le modèle PS, le modèle LBF.
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5.4 Troisième Contribution : Algorithme de Segmen-

tation Basé sur l’Approche de Level Set avec une

Inhomogénéité d’Intensité (Statistical Model of In-

tensity Inhomogeneity (SMII))[Larbi et al. 2017]

La plupart des techniques de segmentation d’image sont basées sur l’homogénéité d’intensité.

Une inhomogénéité d’intensité se produit fréquemment dans une image réelle comme des

images médicales. Ce type d’images ne parvient pas à fournir un résultat de segmentation

précis.

Dans cette contribution, nous présentons un algorithme robuste basé sur l’approche de

Level Set, ce qui permet de traiter les inhomogénéités d’intensité dans les images.

Cet algorithme dérive une propriété de regroupement d’intensité locale des intensités d’image

et définit une fonction de critère de regroupement local pour les intensités d’image dans un

voisinage de chaque point. Cette fonction de critère de regroupement local est ensuite in-

tégrée par rapport au centre de voisinage pour donner un critère global de segmentation

d’image.

Dans une formulation d’ensemble de niveaux, ce critère définit l’énergie en termes de fonc-

tion d’ensemble de niveaux et de champ de biais. Les fonctions de Level Set représentent une

partition du domaine de l’image tandis qu’un champ de biais rend compte de l’inhomogénéité

de l’intensité de l’image. Par conséquent, en minimisant cette énergie, l’algorithme proposé

(Statistical Model of Intensity Inhomogeneity (SMII))est capable de segmenter simultané-

ment l’image et d’estimer le champ de biais, et le champ de biais estimé peut être utilisé

pour la correction de l’inhomogénéité d’intensité.

Dans ce qui suit, et pour plus de clarté dans l’exposé, nous rappelons d’abord le concept

de l’inhomogénéité d’intensité ainsi que son modèle statistique.

Inhomogénéité D’intensité

L’inhomogénéité d’intensité (Intensity Inhomogeneity IIH) (également appelée non-uniformité

d’intensité ou champ de biais) se réfère généralement aux variations d’intensité lentes et non

anatomiques du même tissu sur le domaine de l’image. Elle peut être due à l’instrumentation
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d’imagerie (telle que la non-uniformité des radiofréquences, l’inhomogénéité du champ sta-

tique, etc.) ou au mouvement du patient [Harvey et al. 1991], [Simmons et al. 1994].Les

modèles mathématiques populaires pour la description de l’IIH peuvent être classés comme

suit: [Li et al. 2011]

• Modèle basse fréquence, qui suppose que l’IIH constitue des composantes basse fréquence

dans le domaine fréquentiel et la carte IIH peut être récupérée par filtrage passe-bas.

• Modèle d’hyper surface, qui correspond à la carte IIH par une fonction lisse, dont les

paramètres sont généralement obtenus par régression.

• Modèle statistique, qui suppose que l’IIH est une variable aléatoire ou un processus

aléatoire et la carte IIH peut être dérivée par estimation statistique;.

Modèle Statistique D’Inhomogénéité D’Intensité (SMII)

a. Formulation de champ de Biais

Soit B(x) : Ω → ℜ un champ de Biais inconnu, J(x) : Ω → ℜ le signal réel à

restaurer N(x) : Ω → ℜ et un bruit gaussien additif à moyenne nulle. Comme illustré

par la figure.5.6.

Dans notre travail, nous considérons le modèle suivant d’inhomogénéité d’intensité

I(x) = B(x)J(x) +N(x) (5.13)

Figure 5.6: Image a Intensité non Homogène [Li et al.2011][Zhang et al.2014]

L’objectif est d’obtenir la valeur de la composante du champ de biais à partir

de l’image observée I(x) et de corriger l’inhomogénéité de l’intensité. En général, le

champ de biais B(x) est supposé varier lentement dans tout le domaine de l’image.

Idéalement, l’intensité J(x) dans chaque tissu devrait prendre une valeur spécifique ci,

reflétant la propriété physique mesurée. Cette propriété, en conjonction avec la nature
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spatialement cohérente de chaque type de tissu, implique que le signal réel J(x) est

approximativement une carte constante par morceaux.

b. Propriété de regroupement d’intensité locale

Les méthodes de segmentation d’image basées sur une région dépendent générale-

ment d’un descripteur de région spécifique des intensités dans chaque région à seg-

menter. Pour l’image corrompue en raison de l’inhomogénéité de l’intensité, il est

difficile de donner un descripteur de région. Cela conduit également à un autre prob-

lème de chevauchement entre les distributions des intensités dans les Ω1,Ω2, ...,Ωn

régions. Par conséquent, la tâche d’une segmentation efficace basée sur les intensités

de pixels est incohérente. Cependant, la propriété des intensités locales est simple, ce

qui peut être utilisé efficacement dans la formulation de la méthode des ensemble de

niveau pour la segmentation d’image avec estimation simultanée du champ de biais.

c. Formulation énergétique

La propriété de regroupement d’intensité locale expliquée ci-dessus illustre que les

intensités dans le voisinage peuvent être classées en N groupes, avec des centres mi ≈

b(y)ci, i = 1, ..., n . Cela nous permet d’appliquer le clustering K-means standard pour

classer ces intensités locales. Plus précisément, pour les intensités dans le voisinage,

l’algorithme K-means est un processus itératif pour minimiser le critère de clustering

[Theodoridis et Koutroumbas 2003], qui peut s’écrire de manière continue comme:

Fy =
N∑
i=1

∫
Oy

|I(x)−mi|2ui(x)dx (5.14)

où:

I(x): Correspond à l’intensité de l’image.

mi: Le centre du cluster du i-ème cluster.

ui: La fonction d’appartenance de la région Ωi à déterminer, c’est-à-dire ui(x) = 1

pour x ∈ Ωi et ui(x) = 0 pour x ̸= Ωi.

En s’appuyant sur le critère de clustering en (5.14) et de l’approximation du centre

de cluster par mi ≈ b(y)ci nous définissons un critère de clustering pour classer les

intensités en Oy comme :

εy =
N∑
i=1

∫
Ωi∩Oy

K(y − x)|I(x)− b(y)ci|2dx (5.15)
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Où;

K(y−x) est introduit comme une fonction de fenêtre non négative, également appelée

fonction noyau, telle que K(y − x) = 0 pour x ̸= Oy. Avec la fonction fenêtre, la

fonction critère de clustering εy peut être réécrite comme:

εy =
N∑
i=1

∫
Ωi

K(y − x)|I(x)− b(y)ci|2dx (5.16)

La fonction de critère de regroupement local εy évalue la classification des intensités

dans le voisinage Oy donnée par la partition {Oy ∩ Ωi}Ni=1 de Oy. Plus la valeur de εy

est petite, la classification est meilleure. Naturellement, nous définissons la partition

optimale {Ωi}Ni=1 de Ω l’ensemble du domaine de telle sorte que la fonction de critère de

regroupement local εy soit minimisée pour tous y dans Ω. Par conséquent, nous devons

minimiser conjointement εy pour tous y dans Ω. Ceci peut être réalisé en minimisant

l’intégrale de εy avec respect y sur le domaine Ω de l’image. Par conséquent, nous

définissons une énergie ε ≜
∫
εydy, c’est-à-dire,

ε ≜
∫ ( N∑

i=1

∫
Ωi

K(y − x)|I(x)− b(y)ci|2dx

)
dy (5.17)

Le choix de la fonction noyau K est flexible, il est préférable d’utiliser une fonction

de pondération K(x − y) telle que des poids plus importants soient attribués aux

données I(y) pour y plus proche du centre x du voisinage Ox. Pour cette méthode

(SMII), la fonction de pondération K est choisie comme un noyau Gaussien:

K(u) =


1
a
e

−|u|2

2σ2 for |u| < ρ

0 else

(5.18)

Où:

a : Une constante.

σ: L’écart type (ou le paramètre d’échelle) de la fonction gaussienne,

ρ : Le rayon du voisinage .

d. Algorithme du Modèle Statistique D’Inhomogénéité D’Intensité (SMII)

Après avoir expliquer les étapes principales de l’algorithme proposé, nous résumons

le déroulement de l’algorithme dans l’organigramme suivant:
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Figure 5.7: Organigramme de SMII

Résultats Expérimentaux

Dans cette section, nous discutons les performances de l’algorithme proposé (SMII). Nous

avons utilisé deux images médicales avec deux modalités. Ces images présentent une image

Arms_Xray et une image tomodensitométrique (TDM) d’une tumeur dans un foie.
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Exemple 5 [Larbi et al. 2019]

Figure 5.8: Applications de l’Algorithme Proposé (SMII)sur une Image Radiographique. (a)

Image Originale et Contour Initial(Ligne Rouge); (b) Résultat de la Segmentation (Lignes

rouges); (c) Champ de Polarisation Calculé; (d) Image Corrigée du Biais

Exemple 6 [Larbi et al. 2017]

Figure 5.9: Applications de l’Algorithme Proposé (SMII) à une Image CT. (a) Image Origi-

nale et Contour Initial (Ligne Rouge); (b) Résultat de la Segmentation (Lignes Rouges); (c)

Champ de Polarisation Calculé; (d) Image Corrigée du Biais

La Figure.5.8 montre le résultat de l’algorithme développé SMII appliqué sur une image

radiographique. L’inhomogénéité de l’intensité est évidente dans cette image. Nous utilisons

cet exemple pour montrer la capacité souhaitable de cette méthode dans la segmentation

conjointe et la correction de biais. Il convient de noter que SMII permet une initialisation

flexible de la fonction de Level Set. Le contour initial peut être à l’intérieur, à l’extérieur ou

peut même traverser les limites de l’objet. Cela peut être vu à partir des résultats de La Fig-

ure.5.9 pour l’image de tomodensitométrie (TDM) d’une tumeur dans un foie. Les contours

initiaux utilisés pour générer les fonctions de Level Set initial sont illustrés à La Figure.5.8
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(a) et les résultats de segmentation correspondants sont illustrés dans La Figure.5.8 (b).

Nous avons présenté une méthode de segmentation pour la correction des biais. Un

avantage unique de notre méthode est que la régularité du champ de biais calculé est in-

trinsèquement assurée par le terme de données dans notre formulation variationnelle. Notre

méthode est capable de capturer le biais et peut être utilisée pour des images de différentes

modalités. De plus, il est robuste à l’initialisation, permettant ainsi des applications au-

tomatiques. Les résultats de simulation démontrent les avantages de la méthode proposée.

5.5 Quatrième Contribution :Algorithme de Segmen-

tation d’Images par la Méthode Stochastique des

Ensembles de Niveaux avec un Modèle Gaussien

(Statistical Model Segmentation with Gaussian Dis-

tribution (SMSGD)[Larbi M et al. 2019]

Dans cette contribution, nous présentons un algorithme de Level Set stochastique pour

la segmentation d’images, qui est capable de gérer les inhomogénéités d’intensité dans les

images. L’originalité de cet algorithme réside dans le choix de la densité de probabilité des

régions. Plus précisément, la distribution Gaussienne est choisie pour modéliser les régions.

Nous avons conçu un flux basé sur les Equations aux Dérivées Partielles (PDE) afin d’obtenir

une segmentation maximale et optimale de l’image. Le flux est calculé comme la descente la

plus raide d’une énergie fonctionnelle prenant en compte la densité de probabilité des niveaux

de gris de l’image, la densité de probabilité Gaussienne est considérée. L’état d’équilibre du

flux présente une segmentation du maximum de vraisemblance de l’image. Nous menons

plusieurs expériences en utilisant des images médicales pour évaluer les performances de

cet algorithme. Les résultats obtenus confirment la supériorité de l’algorithme proposé en

termes de précision et de robustesse pour la segmentation d’images qui présentent une inho-

mogénéité d’intensité, par rapport aux algorithmes de Level Set considérées dans ce travail.

Dans ce qui suit, nous détaillerons la méthode proposée.
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Algorithme de segmentation proposé (SMSGD)

Soit I : Ω → R+ une image observée donnée, et soit C un contour fermé représenté comme

l’ensemble de niveaux zéro d’une fonction de distance signéee signée C = {X |ϕ (X) = 0, X ∈ Ω}.

L’intérieur Ωi et l’extérieur Ωe de C sont définis par une approximation de la fonction de

Heaviside, respectivement comme suit:

Hi (ϕ) = H (ϕ)

et : (5.19)

He (ϕ) = 1−H (ϕ)

Les intensités d’image sont supposées être une réalisation indépendante de variables

aléatoires avec une Fonction de Densité de Probabilité (PDF): P (I) dénotée par :

Pi =
∏

Ωi(C) P (I) La probabilité du champ aléatoire à l’intérieur de la courbe

Et Pe =
∏

Ωe(C) P (I) : la probabilité à l’extérieur de la courbe.

Sans aucune connaissance a priori de la forme de l’objet à détecter, nous cherchons la

courbe C qui maximise la fonction de vraisemblance donnée par le produit des probabilités

interne et externe en se basant sur le travail de [Azzalini 1996]:

P [I |C ] = PiPe (5.20)

La valeur maximale de P [I |C ] si elle existe se produira aux mêmes points que la valeur

maximale de l (I, C) = log (P [I |C ]). Cette dernière fonction est la vraisemblance.

Nous remplaçons la somme par l’intégrale et obtenons:

l (I, C) = logPi + logPe =

∫
Ωi(C)

logP (I) dxdy +

∫
Ωe(C)

logP (I) dxdy (5.21)

Pour effectuer une segmentation du maximum de vraisemblance de la cible, nous devons

maximiser la fonctionnalité l par rapport à la variation de la courbe C.

En considérant la distribution Gaussienne, nous avons:

P (I (x, y)) =
1√
2πσ

exp
(
−(I (x, y)− µ)2

2σ2

)
(5.22)

Où:

I (x, y) : Correspond à l’intensité de l’image

µ,σ : La moyenne et l’écart type de l’image,

µ =

∫
Ω
I (x, y)H (ϕ) dxdy∫

Ω
H (ϕ) dxdy

(5.23)
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σ =

∫
Ω
(I (x, y)− µ)2H (ϕ) dxdy∫

Ω
H (ϕ) dxdy

(5.24)

La vraisemblance logarithmique correspondante est donnée par:

l (I, C) = logPi + logPe =

∫
Ωi(C)

logP (I) dxdy +

∫
Ωe(C)

logP (I) dxdy (5.25)

= Ai log
[
1

Ai

∫
Ωi(C)

(I (x, y)− µ)2 dxdy

]
+ Ae log

[
1

Ai

∫
Ωe(C)

(I (x, y)− µ)2 dxdy

]
Où : Ai et Ae sont respectivement le nombre de pixels dans Ωi et Ωe.

Où µ ≥ 0

Finalement, nous avons introduit un terme de longueur comme dans [Chan et Vese. 2001]
, et nous cherchons enfin à minimiser le fonctionnel:

F = µ (length (C))−Ai log
[
1

Ai

∫
Ωi(C)

(I (x, y)− µ)
2
dxdy

]
+Ae log

[
1

Ae

∫
Ωe(C)

(I (x, y)− µ)
2
dxdy

]
(5.26)

Où: µ ≥ 0

Exemple 7

Figure 5.10: Résultat de Segmentation des Algorithmes

Ces expériences ont pour but de valider l’adéquation de notre algorithme (avec le modèle

Gaussien). Trois LSM représentatifs [Lankton et Tannenbaum.2008] , [Chan et Vese. 2001] et [Li

et al. 2008] sont pris comme lignes de base sur des images médicales. Pour une comparaison
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objective, le contour initial utilisé est le même pour tous les algorithmes.

Les algorithmes considérés sont comparés en termes des critères que nous avons introduit

précédemment. Le Tableau.5.5 en montre les valeurs obtenues.

La Figure.5.10 montre les résultats de la segmentation des images. Le polygone jaune

indique l’initialisation de l’ensemble de niveaux. Les deuxième, troisième et quatrième lignes

montrent les résultats de la segmentation de Chan-Vese (vert), Lankton et. Al. (blanc) et C.

Li et. al. (cyan) respectivement. La cinquième ligne montre les résultats de la segmentation

en utilisant l’algorithme proposé (SMSGD) (jaune).

Nous constatons que le contour des images est détecté avec plus de précision par notre

modèle, comparativement aux algorithmes considérés.

Le Tableau.5.5 est en accord avec la qualité visuelle des images segmentées et confirme

la supériorité de l’algorithme proposé.

L’algorithme proposé conduit à un score moyen de Dice de 0,9, par rapport aux autres

algorithmes décrits dans [Chan et Vese. 2001], [Lankton et Tannenbaum.2008] et [Li et al. 2008].

Notons que le temps faible de convergence est obtenu au niveaux des minimums locaux.

La segmentation par le modèle proposé est plus précise que les résultats de segmentation

correspondants des modèles considérés. L’algorithme proposé trouve sa robustesse en plus

des avantages du LSM basé sur les contours, grâce à sa fonction d’arrêt hybride qui combine

des fonctionnalités locales pour prendre en compte les frontières locales. Pour montrer la

vitesse de convergence, les nombres d’itérations de chaque algorithme dans chaque expérience

sont donnés dans le Tableau.5.5. Ce tableau montre que l’algorithme proposé converge après

un nombre d’itérations inférieur à celui des algorithmes considérées.

Pour conclure, à partir des résultats obtenus, l’algorithme proposé a permis l’amélioration

de la qualité de segmentation en termes de l’ensemble des critères d’évaluation considérés

tout en réduisant le nombre d’itérations.
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Table 5.5: Evaluation de Performance des Algorithmes de Segmentation en terme de quatre

critères d’Evaluation
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5.6 Conclusion

Dans ce chapitre, nous avons détaillé quartes contributions proposées au cours de notre

travail de thèse:

1. Première Contribution: Méthode de La Distance d’Evolution Régularisée (Distance

Regularized Level Set Evolution-DRLSE-Method).

2. Deuxième contribution :Algorithme de segmentation d’images Level Set basée sur une

nouvelle fonction de Force de Pression Signée (New Signed Pressure Force function :N/SPF ).

3. Troisième contribution : Algorithme de segmentation basé sur l’approche de Level Set

avec une inhomogénéité d’intensité (Statistical Model of Intensity Inhomogeneity (SMII)).

4. Quatrième Contribution :Algorithme de Segmentation d’Images par la Méthode

Stochastique des Ensembles de Niveaux avec un Modèle Gaussien (Statistical Model Seg-

mentation with Gaussian Distribution (SMSGD).

Une étude quantitative complète comparative des algorithmes proposés et des approches

considérées sera établie pour mieux juger les performances de ces algorithmes . Nous avons

appliqué ces modèles de segmentation sur de vraies images biomédicales de différents do-

maines. La majorité des résultats obtenus sont assez bon, surtout en ce qui concerne le but

de notre travail c’est-à-dire avec l’imagerie médicale.

Une amélioration de leur performance peut être apportée a ces modèles en faisant une

étude approfondie sur leurs niveaux de construction à partir de l’algorithme utilisé, certaines

formulations mathématique pour l’évolution de la surface et évaluation les critères d’arrêt.

90



Chapitre 6Algorithme de Segmentation d'Images Basée sur la Technique Level Set avec Contrainte Stochastique

Chapitre 6

Algorithme de segmentation d’Images

Basée sur la Technique Level Set avec

Contrainte Stochastique

Résumé

Ce Chapitre présente la contribution principale proposée dans le cadre de ce travail de thèse.

Plus précisément, nous présenterons un algorithme basé sur les méthodes Level Set dans un

contexte stochastique, pour la segmentation d’images. La technique proposée peut détecter

des objets avec des contours faibles en utilisant des informations de contour et de région

comme information préalable. L’originalité de l’algorithme proposé réside dans le choix ju-

dicieux des distributions qui modélisent l’arrière-plan et l’objet présent dans l’image. De ce

fait, les distributions Gaussiennes et de Rayleigh sont utilisées pour modéliser les variables

aléatoires de l’objet et de l’arrière-plan, respectivement. Ce choix est justifié par le com-

portement à la fois de l’arrière-plan et de l’objet. Une fonction énergétique basée sur une

règle bayésienne est ensuite minimisée pour obtenir la segmentation. Le principal objectif de

notre approche est d’améliorer la détection des objets comportant des pièces manquantes.

Nous menons plusieurs expériences en utilisant des images TDM médicales pour évaluer

les performances du modèle proposé. Les résultats obtenus confirment la supériorité de

l’algorithme proposé en termes de précision et de robustesse de la segmentation d’images à

faibles contours et à composante manquante, par rapport aux autres méthodes de Level Set
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considérées dans ce manuscrit.
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6.1 Introduction

Les modèles basés sur les contours utilisent le gradient de l’image en tant que force basée

sur l’image pour attirer le contour vers les limites de l’objet.

Ces modèles ont été utilisés efficacement pour les images avec des limites d’objet solides, mais

ils sont généralement sensibles aux conditions initiales et peuvent présenter un problème de

fuite des limites pour les images médicales qui contiennent généralement de faibles limites.

Ces inconvénients limitent grandement leurs utilités pour les images médicales. Les modèles

basés sur les régions utilisent un descripteur de zone spécifique pour contrôler le mouve-

ment du contour actif. Par conséquent, elles sont moins sensibles aux contours initiaux et

offrent de meilleures performances pour les images dont les limites des objets sont faibles.

Un cas typique est celui des modèles de Piecewise Constant (PC) proposés dans [Chan et

Vese 2001][Tsai et al. 2001] et [Vese et Chan 2002] , les techniques de level set sont pro-

posées à la lumière d’une formulation générale Piecewise Constant(PS) proposée à l’origine

par Mumford et Shah [Mumford et Shah 1989].Ces stratégies n’acceptent pas l’homogénéité

des intensités d’image et permettent donc de segmenter les images avec des inhomogénéités

d’intensité. Malheureusement, ces stratégies nécessitent un temps de traitement important

et sont très sensibles à l’initialisation du contour [Wang et al. 2014][Anderson et Menses 2012],

ce qui limite énormément leurs applications.

Pour surmonter les inconvénients mentionnés précédemment (sensibilité aux positions

initiales des courbes et aux limites des fuites) et rattraper les limites réelles, nous proposons

une amélioration de ces algorithmes, c’est une version LSM adaptative non linéaire en com-

binant un nouveau terme de vitesse, à côté d’une fonction d’indicateur de contour et de

région dans la fonction de l’énergie, basée sur les travaux de C. Li et al [Li et al. 2005] et

de B. Wang et al [Wang et al. 2014].

L’originalité de l’algorithme proposé dans ce travail est le choix de deux distributions de

probabilité appropriés pour modéliser les variables aléatoires de l’arrière-plan et de l’objet

de l’image à segmenter.

Plus précisément, la distribution Gaussienne et la distribution Rayleigh sont utilisées pour

modéliser de manière appropriée les variables aléatoires de l’objet et de l’arrière-plan, respec-

tivement. Ce choix permet de prendre en compte la différence des caractéristiques de l’image
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entre l’arrière-plan et l’objet. Ainsi, l’efficacité de l’algorithme proposé(Méthode Level Set

avec contrainte stochastique (Level Set Method with Stochastic Constraint: LSMSC)) est

grâce à ces modèles d’ajustement.

L’algorithme proposé sera validée sur des images médicales de tomodensitométrie ”CT”.

Nous comparons l’algorithme proposé aux quatre LSM représentatifs [Li et al. 2005],

[Chan et Vese. 2001], [Wang et al. 2014], [Zhang et al. 2010]. Nous allons montrer à travers

l’étude comparative quantitative que nous allons établir avec ces LSM que l’algorithme pro-

posé est plus robuste, plus rapide et plus précis.

6.2 Approche proposée (Level Set Method with Stochas-

tic Constraint: LSMSC)

Nous proposons dans ce Chapitre une nouvelle version efficace des algorithmes d’ensembles

de niveaux stochastiques pour la segmentation d’images. L’amélioration est effectuée en deux

étapes. La première étape de l’algorithme proposé consiste à calculer les poids, les moyennes

statistiques et les variances de l’image à l’aide de la méthode d’Otsu.

L’étape suivante consiste à intégrer le modèle d’ensemble de niveaux pour minimiser la

fonction d’énergie, et accomplir la segmentation.

Dans notre modèle, nous proposons de combiner la méthode d’Otsu [Otsu 1979] avec

la méthode variationnelle présentée dans [Li et al. 2005]. Notez que l’approche de

segmentation d’Otsu (du nom de Nobuyuki Otsu) est un algorithme global de seuillage

d’image,[Otsu.1979] [Malaked et al. 2011] [Sezgin et Sankur 2004][Berson et al. 2007].

Cela fonctionne principalement avec l’histogramme de l’image, en regardant les valeurs de

pixel et les régions que l’utilisateur souhaite segmenter, plutôt qu’en regardant les contours

d’une image. Il tente de segmenter l’image en minimisant l’écart sur chacune des classes.

L’algorithme fonctionne bien pour les images contenant deux classes de pixels, à la suite

d’une distribution d’histogramme bimodale, comme c’est le cas pour l’ensemble de données

d’images test que nous avons utilisé.
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Description de l’Algorithme Comme mentionné précédemment, l’algorithme proposé

(LSMSC) est basée sur l’algorithme d’Otsu.

En vision par ordinateur et traitement d’image, la méthode d’Otsu est utilisée pour

effectuer un seuillage automatique à partir de la forme de l’histogramme de l’image, pour

obtenir une image binaire. L’algorithme suppose alors que l’image à binariser ne contient

que deux classes de pixels, (c’est-à-dire le premier plan et l’arrière-plan) puis calcule le seuil

optimal qui sépare ces deux classes afin que leur variance intra-classe soit minimale.

L’extension de la méthode originale pour faire du seuillage à plusieurs niveaux est appelée

Multi Otsu method. [Wan et al. 2010] [Otsu 1979].

Dans la méthode d’Otsu, le seuil qui minimise la variance intra-classe est recherché à

partir de tous les seuillages possibles: [Otsu 1979]

σ2
w (t) = w1 (t)σ

2
1 (t) + w2 (t)σ

2
2 (t) (6.1)

Les poids wi représentent la probabilité d’être dans la ième classe, chacune étant séparée par

un seuil t. les σ2
i sont les variances de ces classes.

Otsu montre que minimiser la variance intra-classe revient à maximiser la variance in-

terclasse:

σ2
b (t) = σ2 − σ2

w (t) = w1 (t)w2 (t) [µ1 (t)− µ2 (t)]
2 (6.2)

Qui est exprimée en termes des probabilités de classe wi et des moyennes de classes µi qui

à leur tour peuvent être mises à jour itérativement. Cette idée conduit à un algorithme

efficace.

Algorithme d’Otsu

1. Calculer l’histogramme et les probabilités de chaque niveau d’intensité

2. Définir les wi (0) et µi (0) initiaux

3. Parcourir tous les seuils possibles t = 1............ intensité max

1. Mettre à jour wi et µi

2. Calculer σ2
b (t)

4. Le seuil désiré correspond au σ2
b (t) maximum.
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Donc, dans la première étape de notre algorithme, nous obtenons les moyennes, les

variances et les poids de tout le domaine de l’image avec la méthode d’Otsu, puis dans

la deuxième étape, comme décrit dans [Wang et al. 2014], nous calculons une direction

adaptative et une fonction de la probabilité, à l’aide de paramètres fixes dans la première

étape et ensuite calculer la fonction d’énergie.

Implémentation de l’Algorithme Proposé

Nous proposons la fonction d’énergie comme suit:

E (ϕ) = µℜp (ϕ) + λLg (ϕ) + νAg (ϕ) (6.3)

Où ℜp est le terme de régularisation et µ, λ > 0, µ est un paramètre contrôlant l’effet de

pénaliser l’écart de ϕ par rapport à une fonction de distance signée.

ℜp (ϕ)
∆
=

∫
Ω

1

2
(|∇ϕ| − 1) dxdy (6.4)

Lg(ϕ), Ag(ϕ) sont des énergies fonctionnelle

Lg (ϕ)
∆
=

∫
Ω

gδ(ϕ) (|∇ϕ|) dxdy (6.5)

Ag (ϕ)
∆
=

∫
Ω

gH (−ϕ) dxdy

Lg: Est minimum lorsque la fonction de réglage de Level Set est limite de l’objet.

Ag : La vitesse de la fonction de Level Set.

H: Fonction de Heaviside.

δ: Fonction de Dirac.

Ω: désigne le plan entier de l’image.

g Est une fonction indicatrice basée sur les contours et les régions et ν est un terme de

vitesse.

g =
1

1 + P (Ω1 |I )P (Ω2 |I ) |∇Gσ
∗I|2

(6.6)

D’après l’équation 6.6, g est inversement proportionnel au produit du gradient de l’image et

les probabilités conditionnelles.

Le terme de vitesse ν est défini par:

ν (x, y) = κ

[
1

1 + exp (−ζA (x, y))
− 0.5

]
(6.7)

Où κ et ζ sont des paramètres constants contrôlant respectivement l’amplitude et le degré

non linéaire de la vitesse. Avec cette vitesse ν(x, y), la courbe se déplace plus lentement
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lorsque vous croisez des limites réelles pour éviter les fuites, et plus rapidement lorsque vous

traversez des régions non homogènes pour accélérer la convergence.

Donc la première étape consiste à diviser la région en deux parties: ”l’objet” et ”l’arrière-

plan”. Nous pouvons interpréter l’image comme suit: Ω = Ω1 + Ω2.

Ici «Ω est l’image complète, Ω1 est l’objet et Ω2 est le fond, nous supposons que la ré-

gion intérieure est l’objet et la région extérieure est l’arrière-plan. La fonction de direction

adaptative A(x, y) est définie dans [Chen et Tseng. 2007] par:

A (x, y) = P (Ω1 |I (x, y))− Tp (6.8)

P (Ω1 |I ) Est probabilité a posteriori que les pixels appartiennent à l’objet et Tp constituent

un seuil. Donc, si A (x, y) est positif, la courbe fermée doit inclure tous les pixels (x, y) car elle

appartient à l’objet, comme indiqué dans la Figure.6.1.Pour segmenter l’image, nous devons

détecter ces deux régions(«objet» et «arrière-plan»). Nous entourons la courbe (représentée

par l’ensemble de niveaux d’une fonction de distance signée ϕ) telle que:

ϕ (x, y) =


−ρ, if (x, y) ∈ Ωin

ρ, if (x, y) ∈ Ωout

0, if (x, y) ∈ C

(6.9)

Avec:

Ωin : L’intérieur de C

Ωout : L’extérieur de C

Figure 6.1: Les limites de l’objet et l’arrière-plan
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La probabilité postérieure est déterminée par la règle bayésienne:

P (Ω1 |I ) =
P (I |Ω1 )P (Ω1)

P (I)
(6.10)

=
P (I |Ω1 )P (Ω1)

P (I |Ω1 )P (Ω1) + P (I |Ω2 )P (Ω2)

Où :

P (Ωi) = wi i ∈ {1, 2} est obtenu à partir de la méthode Otsu et P (I |Ωi ) est une probabilité

conditionnelle.

Jusqu’à présent, les modèles stochastiques de l’arrière-plan et de l’objet sont considérés

comme étant Gaussien, comme c’est le cas dans [Wang et al, 2014]. Cependant, le com-

portement des variables aléatoires des deux régions est différent. Afin de modéliser avec

précision les variables aléatoires de l’arrière-plan et de l’objet de l’image à segmenter, nous

proposons l’utilisation de distributions Gaussienne et de Rayleigh, respectivement, pour

mieux modéliser le comportement de ces régions. Nous recherchons dans quelle mesure les

deux distributions s’adaptent parfaitement à la distribution de l’objet et de l’arrière-plan. À

cette fin, nous examinons les histogrammes des données réelles ainsi que les pdfs théoriques

Gaussienne et Rayleigh pour un certain nombre d’images de test. Les performances de mod-

élisation des deux régions pour l’une des images de test, l’image de Ort, sont illustrées à la

Figure.6.2. Cette Figure montre clairement que les distributions Gaussienne et de Rayleigh

peuvent mieux épouser les données empiriques que la seule Gaussienne précédemment util-

isée.

98



Chapitre 6Algorithme de Segmentation d'Images Basée sur la Technique Level Set avec Contrainte Stochastique

Figure 6.2: Modélisation de l’objet et du fond (a) L’image originale d’ Ort (b) PDFs des

données empiriques ainsi que des distributions théoriques de Gauss et de Rayleigh pour

l’image d’Ort image

En supposant que la probabilité conditionnelle soit une distribution Gaussienne pour

l’objet, nous pouvons redéfinir par équation 6.11 et la distribution de Rayleigh pour l’arrière-

plan équation 6.12.

Il est bien reconnu que la distribution de probabilité Gaussienne est exprimée par:

P (I (x, y) |Ω1 ) =
1√
2πσ1

exp
(
−(I (x, y)− µ)2

2σ2
1

)
(6.11)

Dans plusieurs cas, les distributions Gaussiennes se révèlent être une petite estimation

des modes réels. L’image est exprimée sous la forme d’un processus Gaussien à faible bande

passante dans l’ensemble du système de transmission. Donc, le fond des images est considéré

comme la distribution de Rayleigh.

Nous obtenons le modèle de Rayleigh bien connu pour la distribution d’amplitude:

P (I (x, y) |Ω2 ) =
I (x, y)

σ2
2

exp
(
−I (x, y)2

2σ2
2

)
(6.12)

Où :

I (x, y): correspond à l’intensité de l’image

µ,σi : les moyennes et les variances respectivement,
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Les moyennes et les variances sont obtenues à partir de la méthode d’Otsu. La dernière

étape consiste à rechercher l’énergie fonctionnelle de notre modèle.

L’énergie fonctionnelle de notre modèle est obtenue en intégrant la vitesse non linéaire

ν(x, y) susmentionnée équation 6.7 et la fonction équation 6.6 dans l’énergie fonctionnelle

comme suit:

E (ϕ) = µ

∫
w

1

2
(|∇ϕ| − 1)2 dxdy + λ

∫
w

gδ (ϕ) |∇ϕ| dxdy + υ

∫
w

gH (−ϕ) dxdy (6.13)

Par calcul des variations, la dérivé de Gateaux (première variation) de l’énergie fonctionnelle

dans 6.13 peut s’écrire comme suit:

∂E

∂ϕ
= −µ

[
∆ϕ− div

(
∇ϕ

|∇ϕ|

)]
− λδ (ϕ) div

(
g
∇ϕ

|∇ϕ|

)
− νgδ (ϕ) (6.14)

Les principales étapes de l’algorithme proposée sont également présentées sur la Figure.6.3.

Figure 6.3: Étapes Fondamentales de l’Algorithme Proposée(LSMSC)
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6.3 Résultats Expérimentaux

Nous discutons dans cette partie les différentes expériences de simulation que nous avons

mené pour évaluer l’algorithme proposé. Une étude comparative quantitative est établie

pour mettre en évidence la supériorité de l’algorithme proposé sera (LSMSC) appliqué sur

des images médicales avec différentes modalités. La comparaison sera effectuée en termes de

coefficients Dice, PSNR, HD et MSSD. Toutes les expériences numériques ont été exécutées

sur un PC d’un processeur Core i5 à 3,40 GHz, de 8 Go de RAM et de Matlab (R2016b).

Pour tous les résultats expérimentaux présentés dans cette section, les fonctions de Level

Set sont initialisées comme la fonction ϕ définie par l’équation 6.9 avec ρ = 5,∆t = 10,µ =

0.2
∆t
,ζ = 15 et κ = 3. La constante λ contrôle l’effet du terme de longueur pondéré et prend

une valeur comprise entre [1, 10]. Plus la valeur est grande, plus la courbe est lisse et la

valeur empirique est fixée à 2 dans toutes les expériences.

Quatre LSM représentatifs [Li et al. 2005], [Chan et Vese. 2001] ,[Wang et al, 2014] ,

[Zhang et al. 2010] sont pris comme lignes de base sur des images médicales.

Nous dénotons la méthode dans [Li et al. 2005] par DRLSE (Distance Regularization

Level Set Evolution), celle dans [Chan et Vese. 2001] par Chan&Vese, celle dans [Wang et

al, 2014] par NLALS (Nonlinear Adaptive Level Set) et celle dans [Zhang et al. 2010] par

SBGFRLS (Selective Binary and Gaussian Filtering Regularized Level Set).Le contour initial

utilisé est le même pour toutes les méthodes dans l’optique d’une comparaison correcte.

Pour chaque mesure et chaque image, toutes les méthodes ont été effectuées deux fois en

utilisant ces deux positions différentes de la courbe initiale: la position1 (P1) et la position2

(P2) sont calculées et apparaissent dans les Figures (6.7, 6.8, 6.9, 6.10 et 6.11).

L’algorithme proposé (LSMSC) présente les avantages suivants:

• Une fonction de direction adaptative est conçue pour déterminer automatiquement la

direction de l’évolution de la courbe et réduit alors la sensibilité de LSMSC à la position

initiale de la courbe. Cette fonction adaptative n’est pas inclus dans les algorithmes

LSM considérés dans ce travail.

• Cette fonction fournit une vitesse d’évolution non linéaire afin d’éviter l’apparition de

fuites aux limites faibles.
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• En utilisant des modèles appropriés de l’arrière-plan et de l’objet, la caractérisation

stochastique de l’arrière-plan et de l’objet est prise en compte, ce qui permet d’ajuster

avec précision les limites de l’objet. Rappelons pour mémoire, que les méthodes LSM

considérés ont pris la même distribution pour modéliser l’arrière-plan et l’objet de

l’image.

• Une force d’arrêt pondérée en fonction de la probabilité est conçue pour fournir la

possibilité de supprimer l’influence des fausses limites, c’est-à-dire des contours éloignés

des objets. La présence des faux contours est considérable dans les LSM algorithmes

conventionnels, ce qui constitut leur myopie.

Ainsi, LSMSC doit identifier la région uniforme avec une limite différente, telle que la po-

sition des courbes fermées qui maximise le gradient de l’image à ses limites et à son intensité.

Ainsi, la version que nous proposons fonctionne mieux que les méthodes susmentionnées.
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Expérience 1

Figure 6.4: Segmentation de l’Image du Cerveau Résultats de l’Expérience 1. Les deux

premières lignes représentent les résultats obtenus avec Chan&Vese, SBGFRLS, DRLSE,

NLALS et l’algorithme proposé, respectivement avec la position 1 de la courbe initiale. Les

deux derniers illustrent les résultats obtenus avec les mêmes méthodes précédentes avec la

position 2 de la courbe initiale
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Expérience 2

Figure 6.5: Segmentation de l’Image Ort Résultats de l’Expérience 2. Les deux premières

lignes représentent les résultats obtenus avec Chan&Vese, SBGFRLS, DRLSE, NLALS et la

méthode proposée, respectivement avec la position 1 de la courbe initiale. Les deux derniers

illustrent les résultats obtenus avec les mêmes méthodes précédentes avec la position 2 de la

courbe initiale
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Expérience 3

Figure 6.6: Segmentation de l’Image du Poumons

Figure 6.7: Comparaison du coefficient de Dice pour les Images de Test
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Figure 6.8: Comparaison du Coefficient de PSNR pour les Images de Test

Figure 6.9: Comparaison du Coefficient de Hausdorff pour les Images de Test
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Figure 6.10: Comparaison du Coefficient de MSSD pour les Images de Test

Figure 6.11: Comparaison des LSM Discutés par rapport au Nombre d’Itérations pour

l’Image Test

6.3.1 Discussion

L’expérience1 applique les cinq méthodes sur une image médicale (cerveau) comme in-

diqué sur la Figure.6.4. La colonne de gauche de la première rangée de la Figure.6.4 montre

le contour initial, situé à l’extérieur du cerveau, les autres colonnes de la première et de la

deuxième rangées les résultats de segmentation correspondants de l’algorithme Chan&Vese,
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du modèle SBGFRLS, méthode DRLSE, méthode NLALS et de l’algorithme proposé, respec-

tivement. Nous avons constaté que toutes les méthodes obtenaient des résultats similaires à

l’exception de Chan&Vese et DRLSE. SBGFRLS a tracé l’image avec des limites intérieures

excessives comme nous l’avons déjà mentionné à propos de la présence de faux contours

dans l’image segmentée ; NLALS a obtenu un résultat similaire à LSMSC, mais l’évolution

du modèle NLALS a convergé à la 11e itération, tandis que pour l’algorithme proposé,

l’évolution a convergé à la 5e itération seulement, ce qui traduit son efficacité. La colonne

de gauche dans la troisième ligne montre le contour initial, qui est à l’intérieur de l’image

du cerveau, les autres colonnes des troisième et quatrième ligne montrent les résultats de

segmentation correspondants. Nous constatons que le contour du cerveau est détecté avec

précision par LSMSC et SBGFRLS mais la méthode DRLSE ne détecte pas le contour. Dans

l’expérience 2, ces cinq méthodes ont été appliquées sur une image d’Ort, comme le montre

la Figure.6.5. La colonne de gauche dans la première ligne montre le contour initial qui se

trouve à l’intérieur de l’Ort (de l’Ort de gauche). Le contour initial de la troisième ligne est

un milieu de l’Ort, les autres colonnes montrent les résultats de segmentation correspondants

des cinq modèles. Les résultats obtenus montrent que la méthode NLALS (pour position1)

a détecté la partie des limites autour de la masse, cependant le résultat n’est pas complet.

DRLSE (pour position 2) n’a pas détecté la région complète; les autres méthodes ont obtenu

la même courbe indiquant la masse à détecter, mais LSMSC donne les meilleurs résultats

par rapport aux méthodes discutées.

L’expérience 3 a appliqué les cinq méthodes sur une image médicale contenant une im-

age des poumons, comme indiqué sur la Figure.6.6. La colonne de gauche de la première

ligne montre le contour initial situé à l’intérieur du poumon, les autres colonnes illustrant

les résultats de segmentation correspondants des cinq modèles. Les résultats montrent que

RDLSE n’a pas respecté les limites, car sa fonction d’arrêt basée sur un gradient d’image

ne permet pas de gérer efficacement les limites faibles. NLALS n’a pas non plus détecté les

limites, la méthode SBGFRLS et Chan&Vese ont presque correctement décrit l’objet avec

un contour lisse; Notre version proposée a correctement détecté les limites souhaitées de la

masse, car sa force d’arrêt hybride peut très bien gérer les limites faibles. Le choix de deux

distributions différentes pour modéliser l’objet et l’arrière plan a également permis à obtenir

les limites souhaitées.
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Les Figures: 6.7 ,6.8, 6.9, 6.10 et 6.11 montrent clairement que deux méthodes réussissent

pour la segmentation, à savoir la méthode NLALS et l’algorithme proposé. La segmentation

par le modèle proposé et l’algorithme NLALS sont évidemment plus précis que les résultats

de segmentation correspondants des modèles considérés. L’algorithme proposé possède les

avantages du LSM basé sur les contours grâce à sa fonction d’arrêt (Stopping Function)

hybride qui combine des caractéristiques locales pour prendre en considération les frontières

locales.

Pour illustrer la vitesse de convergence, les nombres d’itérations de chaque méthode dans

chaque expérience sont donnés par la Figure.6.11 Cette Figure montre que l’algorithme

LSMSC converge après un nombre d’itérations inférieur à celui des méthodes considérées.

Nous concluons facilement, à partir des résultats obtenus, que pour tous les coefficients,

les meilleurs résultats sont obtenus par l’algorithme LSMSC.

6.4 Conclusion

Dans ce travail de thèse, nous avons proposé une segmentation d’image efficace basée

sur la formulation LSM stochastique qui réside dans le choix judicieux des distributions qui

modélisent l’arrière-plan et l’objet présent dans l’image. Pour montrer la supériorité de la

méthode proposée, nous avons établi une comparaison quantitative complète des algorithmes

de segmentation basés sur le LSM sur les images médicales. Nous avons utilisé trois images

médicales de test. Les algorithmes de Level Set considérés sont comparés dans le sens

de quatre mesures. D’après les résultats expérimentaux, nous concluons facilement que

l’algorithme proposé donne les meilleurs résultats de segmentation. Cet algorithme utilise

des caractéristiques statistiques globales pour déterminer automatiquement la direction de

l’évolution de la courbe, utilise une fonction sigmoïde pour fournir une vitesse non linéaire

qui accélère la convergence et évite les fuites aux limites; et enfin pondère la fonction d’arrêt

avec la probabilité d’améliorer les performances de segmentation sur les fausses limites.
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Conclusion Générale et perspectives

Ce travail a pour origine le besoin de concevoir des traitements permettant de faciliter

le diagnostic dans l’examen médical. L’analyse des données sur des images médicales a

permis de mettre en relief plusieurs caractéristiques importantes. Il en est apparu très

clairement que la segmentation est un préalable incontournable. Dans le cas des images

médicales la segmentation est une étape qui précède l’identification pathologique (tumeur,

lésion, structure anatomique à isoler…).

Les objectifs de la thèse ont alors été formulés comme suit: il faut concevoir une méthode

robuste de segmentation pour les images médicales.

Nous présenterons un algorithme basé sur les méthodes Level Set dans un contexte

stochastique, pour la segmentation d’images médicales, les travaux effectués ont conduit au

performance de notre méthode par rapport à la méthode Level Set classique. La technique

proposée peut détecter des objets avec des contours faibles en utilisant des informations

de contour et de région comme information préalable. L’originalité de l’algorithme proposé

réside dans le choix judicieux des distributions qui modélisent l’arrière-plan et l’objet présent

dans l’image. Une comparaison des résultats montre la supériorité de la nouvelle méthode

de Level Set. Les résultats obtenus confirment la supériorité de l’algorithme proposé en

termes de précision et de robustesse de la segmentation d’images à faibles contours et à

composante manquante, par rapport aux autres méthodes de Level Set considérées dans ce

manuscrit.

A titre d’application, nous avons montré l’évolution de segmentation suivant leurs direc-

tions par l’élaboration d’un programme informatique sous MATLAB qui peut être exploitable

pour l’analyse d’images. D’après les résultats expérimentaux obtenus, nous constatons bien
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que ce modèle à bien montré son efficacité en terme détection de contour des tissus choisi

par la visualisation de l’image segmenté avec un minimum de nombre d’itérations nécessaire.

La segmentation d’image dépend de la quantité du bruit dans l’image aussi bien que de sa

taille.

Persperctives

Et comme perspectives,

Notre modèle peut être amélioré ou prolongé a une version plus fiable et robuste afin

d’augmenter les zones a segmenté et pour mieux adapter la géométrie des contours.

Cette étude peut être enrichie en utilisant d’autres contraintes telles que les contraintes

de forme associes à d’autres fonctions des énergies (Intégration de contraintes statistiques

dans le critère d’énergie ) donnant des résultats plus précis dans un temps réel.

Notre méthode est destiné aux images médicales scanner IRM…mais peut s’appliquer à

n’importe quelle famille d’images (images de synthèse pour le cinéma numérique…).
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  :ملـخـص

الصور الطبية ؛ إنها تمثل واحدة من أصعب المراحل لاستخراج   تحليل تعد مرحلة التجزئة خطوة مهمة في معالجة و     

تحسين  ضرورة البحث  الهدف من هذاليس . ذات الصلة بالصورة وهي جزء من مجال بحث نشط للغاية وغني جداً المعطيات

إنها في الأساس مسألة . الجودة المرئية للصورة المعروضة على الشاشة ، والتي اعتاد عليها الممارس والتي يفسرها بشكل صحيح

في الواقع ، . استخراج معلومات جديدة وذات صلة عن حالة الأنسجة التي تم استكشافها للتشخيص ، أو تبسيط المهام الحالية للطبيب

، إلى صور مشوشة  بالماسح الضوئي بالأشعة المقطعية تؤدي العملية الفيزيائية لتكوين الصور الطبية ، وتحديداً تلك الخاصة 

سيركز على تجزئة صور الأشعة المقطعية الطبية من خلال مجموعات من المستويات . وفي هذا السياق يتم عملنا .وتباين منخفض

مج نموذج مسبق للحصول على تجزئة وبشكل أكثر تحديداً ، ستشمل هذه الخطوة د  (Level-Set) ).مجموعة المستوى(المقيدة 

التطبيق المقصود من هذا العمل . من أجل تحسين نتيجة التجزئة LSMلقد قمنا بتطوير العديد من خوارزميات تجزئة . قوية وموثوقة

تم اختبار الخوارزميات المقترحة بالإضافة إلى . هو التصوير الطبي من أجل تطوير خوارزميات للمساعدة في التشخيص

أظهرت النتائج كفاءة ومتانة الخوارزميات التي تم . التي تم النظر فيها من حيث العديد من معايير التقييم LSMرزميات خوا

  .  مقارنة بالخوارزميات الحالية  الاطروحةتطويرها خلال هذه 

 .الستوكاستك، نهج  TDMالانقسام ، تعيين المستوى ، التصوير الطبي ،  : كلمـات مفتاحيـــة

Résumé : 

     La phase de segmentation constitue une étape importante dans le traitement et l’interprétation des 

images médicales ; elle représente l’une des étapes les plus difficiles pour l’extraction des paramètres 

pertinents de l’image et fait partie d’un domaine de recherche très actif et très riche. Le but de ces 

recherches n’est pas forcément d’améliorer la qualité visuelle de l’image affichée à l’écran, à laquelle le 

praticien est habitué et qu’il interprète correctement. Il s’agit surtout d’extraire des informations nouvelles 

et pertinentes sur l’état des tissus explorés pour le diagnostic, ou encore de rendre plus simple les tâches 

courantes du médecin. En effet le processus physique de formation des images médicales, précisément 

celles du tomodensimètre, conduit à des images bruitées  et à un faible contraste. 

    C’est dans ce contexte que se situe notre travail. Il portera sur la segmentation des images médicales 

TDM par ensembles de niveaux contraints (Level-Set) . Il s’agira plus précisément d'intégrer dans cette 

étape un a priori de forme afin d’obtenir une segmentation robuste et fiable. Nous avons développé 

plusieurs algorithmes de segmentation LSM dans l’optique d’améliorer le résultat de segmentation. 

L’application visée de ce travail est l’imagerie médicale dans un souci de développer des algorithmes aide 

au diagnostic. Les algorithmes proposés ainsi que les algorithmes LSM considérés ont été testé en termes 

de plusieurs critères d’évaluation. Les résultats ont montré l’efficacité et la robustesse des algorithmes 

développés au cous de ce travail de thèse par rapport aux algorithmes déjà existants. 

 
Mots Clés :  Segmentation, Level Set,  Imagerie médicale, TDM, Approche stochastique. 



   

 

 

Abstract: 

      The segmentation phase is an important step in the processing and interpretation of medical images; it 

is one of the most difficult steps in extracting the relevant parameters from the image and is part of a very 

active and rich research area. The purpose of this research is not necessarily to improve the visual quality of 

the image displayed on the screen, which the practitioner is used to and interprets correctly. This is mainly 

to extract new and relevant information on the state of the tissues explored for diagnosis, or to simplify the 

routine tasks of the doctor. In fact, the physical process of forming medical images, specifically those of the 

TDM, leads to noisy images and low contrast. 

     It is in this context that our work is located. It will focus on the segmentation of TDM medical images by 

sets of levels constrained (Level-Set). It will be more precisely to integrate in this step a priori form to 

obtain a robust and reliable segmentation. 

We have developed several LSM segmentation algorithms in order to improve the segmentation result. The 

intended application of this work is medical imaging in order to develop algorithms to aid diagnosis. The 

proposed algorithms as well as the LSM algorithms considered were tested in terms of several evaluation 

criteria. The results showed the efficiency and robustness of the algorithms developed during this thesis 

compared to the existing algorithms. 

Key Words : Segmentation, Level Set, Medical imaging, TDM, Stochastic approach. 
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